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融合 ＰＣＡ 与 ＳＶＭ 的传感数据动态语义标注方法∗

张书月ꎬ段　 超∗

(广州工商学院工学院ꎬ广东 佛山 ５２８１００)

摘　 要:传感设备采集数据元素间的长距离依赖联系和短距离依赖联系多变ꎬ其动态性使得数据标注过程难以实时跟踪ꎬ准
确性受限ꎮ 为此ꎬ提出融合主成分分析(Ｐｒｉｎｃｉｐａｌ Ｃｏｍｐｏｎｅｎｔ ＡｎａｌｙｓｉｓꎬＰＣＡ)与支持向量机(Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ ＭａｃｈｉｎｅꎬＳＶＭ)的传

感数据动态语义标注方法ꎮ 对传感数据进行集成与优化ꎬ包括数据波动抑制、缺失数据智能重构和尺度统一化ꎮ 采用 ＰＣＡ算

法对优化后的数据进行降维处理ꎬ减少特征数量并保留关键信息ꎮ 基于自适应 ＳＶＭ的半监督主动学习方法ꎬ结合标注和未标

注数据ꎬ通过主动学习和半监督学习不断优化分类器性能ꎬ适应传感数据动态性ꎬ实现对传感数据的动态语义标注ꎮ 实验结

果表明ꎬ所提方法在所有样本百分比条件下均具有较高的宏平均值ꎬ平均为 ３６.８ꎬ可精准输出语义标注结果ꎮ
关键词:数据采集和处理ꎻＰＣＡ降维ꎻＡＳＶＭ￣ＳＡＬ算法ꎻ动态语义标注

中图分类号:ＴＰ３９１　 　 　 　 文献标识码:Ａ　 　 　 　 文章编号:１００４－１６９９(２０２５)１１－２０９４－０６

　 　 传感器设备能够实时捕获大量、连续且异构的

数据流ꎬ为各种应用提供了丰富的数据源[１]ꎮ 由于

传感器设备不断采集数据ꎬ并且数据信息实时变化ꎬ
因此传感数据呈现出高度的动态性ꎮ 这种动态性使

得传统的静态数据标注方法无法有效地满足需求ꎮ
静态数据标注通常依赖于人工操作ꎬ虽然能够实现

对数据的精准标注ꎬ但面对海量、连续的传感数据

流ꎬ人工标注不仅耗时费力ꎬ而且难以及时满足数据

标注的需求ꎮ 因此ꎬ如何从这些海量数据中提取出

有价值的信息ꎬ并根据上下文进行准确、高效的语义

解释ꎬ是当前物联网领域面临的重要挑战之一ꎮ
胡青宁等[２]采用关键字驱动的传感数据语义描

述方式ꎬ抽取目标词汇、属性词汇等构成数据关键字

集ꎬ以此集合来阐释数据含义ꎻ结合编辑距离与关键

字项集相似度计算数据元语义相似度ꎻ构建数据元字

典ꎬ实现传感数据到数据模型的动态语义标注ꎮ 但该

方法编辑距离仅考虑字符层面的差异ꎬ无法捕捉到词

汇间更复杂的语义动态关系ꎬ准确性不足ꎮ 费豪等[３]

运用动态句法精简策略ꎬ利用递归神经网络或具备句

法标注的图卷积网络对传感数据的句法构造实施编
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码ꎻ通过离散化句法连接ꎬ实现动态句法裁剪ꎻ将裁剪

后的句法特征融入标注模型ꎬ完成传感数据的动态语

义标注ꎮ 该方法将句法特征融入标注模型ꎬ复杂的特

征选择与融合过程难以适应传感数据动态性ꎬ增加了

算法实现的难度ꎬ降低了准确性ꎮ Ｘｕ 等[４] 通过改进

粗糙概念格构建传感数据语义本体ꎻ通过本体映射集

成模块集成本体ꎬ信息提取模块提取信息ꎬ实现传感

数据的动态语义标注ꎮ 但该方法在解析数据过程中

耗时较长ꎬ难以满足快速变化的标注需求ꎮ Ｘｕ 等[５]

构建异构信息传感网络整合服务、提供者与用户关

联ꎬ提出 ＧｏＴ 模型ꎮ 该模型通过元路径构建整合数

据ꎬ元路径内与元路径间融合提取特征ꎬ实施语义注

释推荐ꎮ 但该方法元路径内与元路径间的特征提取

受限于传感数据ꎬ如果数据快速变化ꎬ单一特征不够

可靠ꎬ进而影响语义标注的效果ꎮ
为此ꎬ提出融合 ＰＣＡ 与 ＳＶＭ 的传感数据动态

语义标注方法ꎮ 通过 ＰＣＡ 算法对传感数据进行降

维处理ꎬ有效减少了特征数量ꎬ同时保留了数据的关

键信息ꎬ为后续的分类任务奠定了坚实基础ꎮ 降维

过程中ꎬ利用坡度图确定最佳主成分个数ꎬ确保了降

维效果的最优化ꎮ 采用基于自适应 ＳＶＭ 的半监督

主动学习方法ꎬ结合标注和未标注数据ꎬ通过主动学

习和半监督学习的迭代优化ꎬ不断提升分类器的性

能ꎮ 该方法能够充分利用未标注数据中的有用信

息ꎬ通过构建加权矩阵和计算谐波函数等方式ꎬ实现

对未标注数据的精准标注ꎮ 在每一轮标注后ꎬ根据

风险评估结果选择最优标注样本ꎬ进一步提高了标

注的准确性和效率ꎮ 输出一个经过优化的自适应分

类器及其对应的标注结果ꎮ 该方法利用自适应

ＳＶＭ 结合半监督主动学习ꎬ能根据数据动态性自适

应调整ꎬ充分利用标注与未标注数据ꎬ解决单一标注

偏移问题ꎬ实现对传感数据的实时精准标注ꎮ

图 １　 无线传感网络组成结构

１　 传感数据集成与优化

在传感网络中ꎬ广泛分布于各监控领域的传感

器节点具有集成环境参数(如温度、湿度、压力等关

键指标)或设备状态情报的作用ꎮ 图 １ 展示无线传

感网络的基本构成ꎮ

为了高效集成这些信息ꎬ选取网络中的战略节

点或集线节点(如传感器节点、中继站等)作为信息

集成的核心[６]ꎮ 根据信息的生成速率和综合集成

需求ꎬ配置集成频率 ｇꎬ确保所有必要的传感信息被

精准集成ꎮ 集成频率的配置公式如下:

ｇ＝
Ｍｗ
Ｍ ｊ

Ｍ ｊ≤Ｍｗ

ì

î

í

ïï

ïï

(１)

式中:Ｍｗ 为无线传感网络中实际传感数据量ꎻＭ ｊ 为
待集成的传感数据量ꎮ 通过配置截获频率和过滤条

件ꎬ确保集成所有必要的传感数据ꎮ
设定集成点数量 ｗ、集成频率 ｇ和集成时间 Δｔꎬ

使用下式计算传感数据的总集成规模 ｘ:

ｘ＝∑
ｗ

ｉ ＝ １
ｇ×ｘｉ×Δｔ (２)

式中:ｘｉ( ｉ ＝ １ꎬ２ꎬ３ꎬ􀆺ꎬｗ)为第 ｉ 个集成点在单位时

间内汇聚的传感数据量ꎮ
在信息集成完毕后ꎬ需对传感信息实施一系列

深度优化ꎬ提升其精确度和信赖度ꎮ
①数据波动抑制:
采用先进的均值滤波算法对数据展开平滑增强

以抑制波动[７]ꎬ具体表达式如下:

ｘｌ ＝
１
Ｑ ∑

ｗ

ｉ ＝ １
ｘｉ (３)

式中:Ｑ为网络运行数据集成量ꎮ
②数据缺失智能重构与填补:
采用线性插值技术ꎬ对缺失数据展开高精度重

构与填补ꎮ 重构填补公式为:

ｘｂ(ｋ)＝
ｘ(ｋ－１)＋ｘ(ｋ＋１)

２
(４)

式中:ｋ为缺失数据位置ꎻｘ(ｋ－１)ꎬｘ(ｋ＋１)为 ｋ 前后

两个相邻数据ꎮ 通过智能重构ꎬ确保了数据的连续

性和完整性ꎮ
③数据尺度统一化[８]:
采用高级归一化算法ꎬ对数据展开尺度统一处

理ꎮ 具体公式为:

ｘｇ ＝
ｍａｘ(ｘ)－ｘ

ｍａｘ(ｘ)－ｍｉｎ(ｘ)
(５)

式中:ｍａｘ(ｘ)ꎬｍｉｎ(ｘ)分别为初始集成数据中的最

大值和最小值ꎮ
经过上述数据集成与深度优化步骤后ꎬ获得了优

化后的传感数据ꎮ 将这些数据记为 ｘｇꎬ并作为后续分

析算法的主要输入ꎮ 由此ꎬ这些预处理步骤有效消除

了数据中的噪声和异常值ꎬ确保了数据的完整性和连

续性ꎬ为后续的降维和分类提供了可靠的基础ꎮ

５９０２
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２　 传感数据动态语义标注方法

２.１　 基于 ＰＣＡ 算法的数据降维

经过上节处理后的传感数据 ｘｇꎬ其中包含大量

的参数信息ꎬ导致数据集包含众多特征或变量ꎬ具有

高维度特性ꎮ ＰＣＡ通过线性变换ꎬ将原始的高维数

据投影到一个新的低维坐标系中ꎬ使得新坐标系下

的各维度(即主成分)之间相互正交ꎬ并且按照数据

方差的大小依次排列ꎮ 在传感数据的研究中ꎬ传感

器会采集大量的参数信息ꎬ导致数据集具有高维度

特性ꎮ 高维数据不仅增加了数据存储和处理的成

本ꎬ还可能带来“维度灾难”问题ꎬ即随着维度的增

加ꎬ数据在空间中的分布变得稀疏ꎮ ＰＣＡ 技术能够

有效应对这些问题ꎬ将数据从高维空间转换到低维

空间ꎬ同时尽可能保留数据的主要特征ꎮ 通过降低

数据维度ꎬ减少了后续分类器需要处理的特征数量ꎬ
降低了计算复杂度ꎬ提高了算法的运行效率ꎮ

为此ꎬ采用 ＰＣＡ 技术处理上节获得的传感数

据ꎬ缩减数据维度[９－１０]ꎬ减少了特征数量ꎬ同时保留

了关键信息ꎮ 由此简化了数据模型ꎬ降低了后续分

类器的计算复杂度ꎬ同时避免了过拟合的风险ꎮ
基于上节处理后的传感数据集合 ｘｇꎬ包含 ｎ 个

样本和 ｍ个传感指标数据ꎮ 将数据保存为矩阵:

Ｘ＝

Ｘ１１ Ｘ１２ 􀆺 Ｘ１ｍ
Ｘ２１ Ｘ２２ 􀆺 Ｘ２ｍ
⋮ ⋮ ⋱ ⋮
Ｘｎ１ Ｘｎ２ 􀆺 Ｘｎｍ

é

ë

ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
úú

(６)

式中:Ｘ ｉｊ为第 ｉ( ｉ＝ １ꎬ２ꎬ３ꎬ􀆺ꎬｎ)个样本的第 ｊ( ｊ ＝ １ꎬ
２ꎬ３ꎬ􀆺ꎬｍ)个传感指标值ꎮ 计算每列(即每个传感

指标 ) 的 平 均 值 Ｍ ｊ 和 样 本 数 据 值 方 差 Ｂ ＝

∑
ｎ

ｉ ＝ １
(Ｘ ｉｊ －Ａ) ２ / (ｎ － １)[ ] ꎬ形成一个 ｍ 维矩阵 Ｍꎬ其

中每个元素代表对应的传感指标值:

Ｍ＝

Ｍ１
Ｍ２
⋮
Ｍｍ

é

ë

ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
úú

＝

ｎ －１∑
ｎ

ｉ ＝ １
Ｘ ｉ１

ｎ －１∑
ｎ

ｉ ＝ １
Ｘ ｉ２

⋮

ｎ －１∑
ｎ

ｉ ＝ １
Ｘ ｉｍ

é

ë

ê
ê
ê
ê
ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
ú
ú
ú
ú
úú

(７)

ＰＣＡ通过获取矩阵中的主成分ꎬ展开主成分分

析 Ｂ ＝ ＰＣＡ (Ｘ)ꎬ计算矩阵中每列的平均值 Ｍ ＝
ｍｅａｎ(Ｘ)ꎬ对原始数据矩阵 Ｘ 执行居中处理ꎬ即减

去平均值ꎬ以获得一个新的矩阵 Ｘ′ꎬ以消除不同传

感指标之间的量纲差异和均值偏移:

Ｘ′＝Ｘ－ＥＭ＝

σ２１１ σ２１１ 􀆺 σ２１ｍ
σ２１１ σ２２２ ⋱ ⋮

σ２ｍ１ σ２ｍ２ 􀆺 σ２ｍｍ

é

ë

ê
ê
ê
ê

ù

û

ú
ú
ú
ú

(８)

式中:σ为标准差ꎻＥ为 ｎ×ｍ 的全 １ 矩阵ꎬ用于将平

均值向量 Ｍ扩展到与 Ｘ 相同的维度以便展开逐元

素相减ꎮ Ｘ′中每个元素为 Ｘ ｉｊ ＝ Ｘ ｉｊ －Ｍｉｊ(Ｍｉｊ为第 ｊ 列
的第 ｉ个平均值)ꎮ

根据居中处理后的矩阵 Ｘ′ꎬ计算其协方差矩阵

Ｃ[１１]ꎬ其中 Ｘ ｉｊ间的协方差为:

Ｃ＝ １
ｎ－１
Ｘ′ＴＸ′ (９)

式中:Ｘ′Ｔ 为 Ｘ′的转置矩阵ꎮ 协方差矩阵 Ｃ的元素 Ｃｉｊ
为第 ｉ个传感指标和第 ｊ个传感指标之间的协方差ꎬ用
于衡量它们之间的线性相关程度ꎮ 协方差公式为:

Ｃ ｉｊ ＝
１
ｎ－１∑

ｎ

ｋ ＝ １
(Ｘ′ｋｉ－􀭵Ｘ ｉ)(Ｘ′ｋｊ－􀭵Ｘ ｊ) (１０)

式中:􀭵Ｘ ｉ、􀭵Ｘ ｊ 为第 ｉ 列和第 ｊ 列的平均值(在居中处

理后均为 ０)ꎮ
通过对协方差矩阵 Ｃ 的特征值分解 Ｃ ＝Ｗ∧

ＷＴꎬ获取特征值 λｉ 及其对应的特征 ωｉ( ｉ ＝ １ꎬ２ꎬ􀆺ꎬ
ｍ)ꎮ 这些特征值代表了各主成分所解释的方差量ꎬ
特征向量则构成了特征向量矩阵Ｗꎬ同时形成一个对

角矩阵∧[１２]ꎮ 基于特征值的大小排序ꎬ选取前 ｋ 个
最大的特征值所对应的特征向量ꎬ即前 ｋ 个主成分ꎮ
利用这些选定的特征向量ꎬ构造出一个新的矩阵

Ｗｋ ＝[ω１ꎬω２ꎬ􀆺ꎬωｋ]ꎮ
将经过居中处理的矩阵 Ｘ′投影到特征向量矩

阵Ｗｋ 上ꎬ即可获得降维后的数据矩阵 Ｙ ＝ Ｘ′Ｗｋꎮ
该矩阵是一个 ｎ×ｋ 维度的矩阵ꎬ其列向量表示原始

数据在各个主成分方向上的投影结果ꎮ
使用坡度图(或称为特征值图)来确定最佳的

主成分个数 ｋꎮ 在坡度图中ꎬ选择曲线开始平缓之

前的最后一个特征值对应的成分数作为 ｋꎮ 调整 ｋ
以获取最佳性能ꎬ提高降维处理的效果ꎮ 由此ꎬ降维

后的数据更加紧凑ꎬ特征之间的冗余信息被有效去

除ꎬ使得分类器能够更加专注于区分不同类别的关

键特征ꎬ从而提高了标注的准确性ꎮ
２.２　 基于自适应 ＳＶＭ 的传感数据动态语义标注

传感设备采集的数据元素间存在长距离依赖联

系和短距离依赖联系ꎬ且这种依赖关系会随时间、环
境等因素动态变化ꎮ 针对这种动态特性ꎬ静态标注方

法通常基于固定的特征关联规则进行标注ꎬ单一标注

发生偏移的现象ꎬ数据的动态性使得数据特征不断更

６９０２
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新ꎬ这些规则不再适用ꎬ难以实时跟踪这些变化ꎮ
ＳＶＭ作为一种强大的分类器[１３]ꎬ在本文中被用

于对降维后的传感数据进行分类ꎮ 其基于最大间隔

原理的分类策略使得 ＳＶＭ在处理非线性数据和复杂

分类边界时具有显著优势ꎮ 在动态数据环境下ꎬ获取

大量标注数据往往成本高昂且耗时较长ꎮ 通过结合

未标注数据ꎬ可以充分利用数据中的有用信息ꎬ提高

分类器的泛化能力ꎮ 主动学习通过选择最有价值的

未标注数据进行标注ꎬ提高了标注的效率和质量ꎻ半
监督学习则利用标注数据和未标注数据之间的关系

进行模型训练ꎮ 在动态数据标注过程中ꎬ通过主动学

习和半监督学习的迭代优化ꎬ分类器能够不断适应数

据的动态变化ꎮ 自适应 ＳＶＭ 能够根据数据的动态性

变化自适应调整分类器性能ꎮ 在每一轮标注后ꎬ根据

风险评估结果选择最优标注样本ꎬ进一步提高了标注

的准确性和效率ꎮ 完整流程如下:
①初始化

将 ＰＣＡ降维后的传感数据作为输入ꎬ划分为标

注集 Ｌ{(ｘ１ꎬｙ１)ꎬ(ｘ２ꎬｙ２)ꎬ􀆺ꎬ(ｘｌꎬｙｌ)} (包含已标

注的 ｌ个传感数据及其特征向量 ｘ 和标签 ｙ)ꎬ未标

注集 Ｕ{ｘｌ＋１ꎬｘｌ＋２ꎬ􀆺ꎬｘｌ＋ｕ} (包含未标注的传感数据

及其特征向量 ｘ)ꎬ输出为最终自适应的分类器 ｆ(ｘ)
及标注结果ꎮ

②构建图与加权全矩阵

根据标注集 Ｌ 和未标注集 Ｕ 构建图 Ｈ ＝ (Ｖꎬ
Ｅ)ꎬ其中 Ｖ＝Ｌ∪Ｕꎬ根据数据之间的相似性构建 ｎ×
ｎ的加权矩阵 ｗꎬ权值定义为:

ｗｉｊ ＝ｅｘｐ －∑
ｎ

ｄ ＝ １

(ｘｉｄ － ｘ ｊｄ) ２

σ ２ｄ

é

ë

ê
ê

ù

û

ú
ú

(１１)

式中:ｎ＝ ｌ＋ｕꎻｌ为标注数据的数量ꎻｕ 为未标注数据

的数量ꎻｘｉｄ为数据点 ｘｉ 的第 ｄ 个元素ꎻσ２ｄ 为第 ｄ 维

的长度尺度参数ꎮ 公式衡量了数据点 ｘｉ 和 ｘ ｊ 之间

的相似性ꎬ相似性越高ꎬｗ ｉｊ的值越大ꎮ
③执行半监督学习标注

标注过程分为首轮、最后一轮和其他每轮三种

情况ꎮ
Ａ. 首轮和最后一轮标注:
从未标注集 Ｕ 中选择 ｕ 个拥有最大 ｄＡ￣ＳＶＭ(传

感数据实例到 ＳＶＭ 分类器的距离)的未标注样本ꎬ
选取那些最可能包含有用信息的样本实施标注ꎬ公
式为:

ｄＡ￣ＳＶＭ(ｘｉ)＝
１

１＋ｅｘｐ[Ａ－ｄ(ｘｉꎬｘＳＶＭ)]
(１２)

式中:Ａ为根据训练数据估计的常数ꎮ
执行由 ＳＶＭ增强的半监督学习[１４]ꎬ从而使得标

注过程更加灵活和智能ꎬ能够更好地应对复杂多变的

传感数据标注需求ꎮ 利用式(１３)计算增强图的谐波

函数ꎬ通过未标注数据来优化分类器ꎬ公式为:
ｈｕ ＝[ Ｉ－(１－γ)Ｐｕｕ]

－１(１－γ)Ｐｕｌｈｌ＋γｆｕ (１３)
式中:γ、１－γ为 ｘｉ 到其适配结点和其他点的迁移概

率ꎻ根据输出的 ｈｕꎬ选择 ｋ 个具有最大 ｈｕ 的未标注

传感数据作为下一轮标注的候选ꎮ
Ｂ. 其他每轮标注:
从未标注集 Ｕ 中选择 ｕ 个有最小 ｜ ｄＡ￣ＳＶＭ ｜ (与

ＳＶＭ分类器距离最接近的样本)的未标注样本ꎬ以
期望获得最大的信息增益ꎮ 使用这些样本执行标准

的半监督学习ꎬ利用下式计算未标注数据的标签:
ｈｕ ＝(Ｆｕｕ－Ｅｕｕ)

－１Ｅｕｌｈｌ ＝( Ｉ－Ｐｕｕ)
－１Ｐｕｌｈｌ (１４)

式中:ｈｌ 是函数 ｇ在标注数据集 Ｌ上的取值ꎮ
计算增入新标记实例(ｘｋꎬｙｋ)后分类器 ｆ(ｘ)的

风险变化 Ｒ( ｆ＋ｘｋ)、Ｒ(ｈ＋ｘｋ)ꎬ评估不同标注选择对分

类器性能的影响:
Ｘ∗ｋ ＝ａｒｇ ｍｉｎ

ｘｋ∈Ｆｉｕ
{λＲ( ｆ＋ｘｋ)＋(１－λ)Ｒ(ｈ＋ｘｋ)} (１５)

根据风险评估的结果ꎬ选择 ｋ 个具有最小风险

的未标注传感数据实施标注ꎮ
④迭代与终止

将上一步选出的 ｋ 个传感数据从未标注集 Ｕ
中移除ꎬ并加入到标注集 Ｌ 中ꎮ 如果还有未标注数

据ꎬ则重复步骤 ３ꎻ否则ꎬ结束算法ꎮ
⑤输出最终分类器与标注结果

利用最终的标注集合 Ｌ 训练得出一个自适应

分类器 ｆ(ｘ)ꎬ并输出此分类器及所有数据对应的标

注结果ꎮ 在每一轮的标注流程结束后ꎬ对标注集 Ｌ
和未标注集 Ｕ实施更新ꎬ并将新标注的数据整合到

训练集中ꎬ用以重新训练或更新分类器 ｆ( ｘ)ꎮ 最

终ꎬ输出的是一个经过优化的自适应分类器 ｆ′(ｘ)及
其对应的标注结果ꎮ

３　 实验与分析

实验选取某电力公司无线传感网络近一年的传

感数据作为样本对象ꎬ每条记录均包含不同的关键

属性ꎬ如光照强度、振动频率、电流、电压、温度、湿
度、转速、位移、噪声水平以及压力等ꎬ并对应主要标

签ꎬ包括正常状态、故障预警、紧急状态、稳定运行以

及异常波动等ꎬ共包括 １５７ ４２９ 条数据ꎮ 从总数据

集中随机抽取 ７０％的数据作为训练集ꎬ从剩余的

３０％数据中再随机抽取 １５％作为验证集ꎬ剩下的

１５％的剩余数据作为测试集ꎮ 传感网络架构如图 ２
所示ꎮ

７９０２
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图 ２　 传感网络环境

在实验开始前ꎬ设定初始的实验参数:①数据平

滑的窗口大小为 ５ꎻ②线性插值法步长为 ０.１ꎻ③数据

归一化范围为[０ꎬ１]ꎻ④ＰＣＡ 降维主成分>０.１ꎻ⑤
ＡＳＶＭ￣ＳＡＬ方法标注集初始大小为 ２００ꎻ⑥每轮迭代

标注样本数为 １０ꎻ⑦最大迭代次数为 １ ０００次ꎮ
为了进一步确保实验结果的稳定性和可靠性ꎬ采

用 Ｋ折交叉验证方法对设置好参数的模型进行评估ꎮ
选择 Ｋ＝１０ꎬ即将训练集和验证集合并后的数据平均

分成 １０份ꎬ每份包含约 １１ ７２８ 条数据ꎮ 依次将其中

９ 份作为新的训练集ꎬ剩下的 １ 份作为验证集ꎬ进行

模型训练和验证ꎮ 例如ꎬ第一次将第 １~９ 份作为训

练集ꎬ第 １０ 份作为验证集ꎻ第二次将第 ２~１０ 份作为

训练集ꎬ第 １ 份作为验证集ꎬ以此类推ꎬ共进行 １０ 次

训练和验证过程ꎮ 在每次训练和验证过程中ꎬ记录模

型在验证集上的标注准确率ꎬ取平均值ꎬ最终结果为

９７.６９％ꎬ证明所提方法具有良好的应用性ꎬ避免了模

型过拟合和欠拟合ꎮ

图 ３　 所提方法数据降维结果

基于上述设置ꎬ选取测试集的原始传感数据ꎬ利用

所设计的 ＰＣＡ方法对其实施降维处理ꎮ 对比降维前

后的数据维度变化ꎬ绘制维度变化对比ꎬ如图 ３所示ꎮ

实验结果显示ꎬ降维前的原始传感数据维度高

达数十维ꎬ而通过 ＰＣＡ 降维处理后ꎬ数据维度显著

降低ꎬ而且更加集中ꎬ便于后续的分析和处理ꎬ验证

了该方法可以为后续传感数据语义标注提供更精简

的数据ꎮ
引入两种传统方法(动态句法剪枝机制[３] 和

ＧｏＴ模型[５])作为对比方法ꎬ验证所提方法和这两

种方法对传感数据动态语义标注的有效性ꎬ根据实

验统计数据正确的真实标注类型(即真实标签)并

与三种方法对比ꎬ验证三种方法的标注精度ꎮ
经过对比验证ꎬ如表 １所示ꎬ相较于动态句法剪枝机

制和 ＧｏＴ模型ꎬ所提方法在所有标注类型(真实标

签)上的标注结果均正确无误ꎬ表现出色ꎻ而动态句

法剪枝机制在“正常状态”和“紧急状态”上出现了

错误标注ꎬＧｏＴ模型则在“故障预警”和“稳定运行”
上出现了误判ꎻ这两种传统方法在复杂多变的传感

数据面前难以保证标注的精度和可靠性ꎮ
表 １　 各方法语义标注结果

标注类型
(真实标签) 所提方法

动态句法
剪枝机制

ＧｏＴ模型

正常状态 正常状态 故障预警(错误) 正常状态

故障预警 故障预警 故障预警 紧急状态(错误)
紧急状态 紧急状态 异常波动(错误) 紧急状态

稳定运行 稳定运行 稳定运行 正常状态(错误)
异常波动 异常波动 稳定运行(错误) 异常波动

图 ４　 各方法 Ｆ１Ｍａｃｒｏ值评估结果

　 　 从量化分析角度对比三种方法的有效性ꎬ引入

宏平均值 Ｆ１Ｍａｃｒｏ指标ꎬ评估三种方法的标注效果ꎬ计
算公式为:

Ｆ１Ｍａｃｒｏ ＝∑
Ｋ∈Ｏ
Ｆ１(Ｋ) / ｜Ｏ ｜ (１６)

式中:Ｆ１(Ｋ)为标签 Ｋ 对应的 Ｆ１ 值ꎻＯ 为整体标签

集合ꎮ Ｆ１Ｍａｃｒｏ值越高表明语义标注方法的有效性和

准确性越高ꎬ在样本百分比不断增加的条件下ꎬ得到

三种方法的 Ｆ１Ｍａｃｒｏ值ꎬ如图 ４所示ꎮ

８９０２
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从图 ４ 的评估结果可以看出ꎬ所提方法在所有

样本百分比条件下均表现出最高的宏平均值ꎬ平均

为 ３６.８ꎬ充分证明了其标注的有效性和准确性ꎻ动态

句法剪枝机制和 ＧｏＴ 模型的宏平均值较低ꎬ且随着

样本百分比的增加ꎬ其标注效果出现了不同程度的

降低ꎮ 表明这两种传统方法在复杂传感数据面前存

在局限性ꎬ难以应对大规模、多样化的数据标注需

求ꎮ 这是因为所提方法考虑了传感数据的动态性ꎬ
通过自适应 ＳＶＭ的半监督主动学习方法ꎬ实现了对

传感数据的实时跟踪和动态标注ꎮ 这种适应性使得

方法能够在数据发生变化时及时调整分类策略ꎬ保
持标注的高准确性ꎮ

４　 结论

文章提出融合 ＰＣＡ与 ＳＶＭ的传感数据动态语

义标注方法ꎮ 首先ꎬ数据预处理步骤有效清洗了原

始数据中的噪声和异常值ꎬ为后续处理奠定了坚实

基础ꎮ 接着ꎬ利用 ＰＣＡ 降维技术ꎬ降低了数据的维

度ꎬ不仅大幅减少了计算复杂度ꎬ还最大限度地保留

了数据的关键信息ꎮ 在此基础上ꎬ利用自适应 ＳＶＭ
结合半监督主动学习ꎬ根据数据动态性自适应调整ꎬ
避免单一标注偏移ꎬ使其能够更准确地捕捉传感数

据的动态特征ꎬ实现了对数据的精准标注ꎮ 这三个

方法的综合运用ꎬ不仅显著提升了传感数据处理的

效率与准确性ꎬ更为数据的深度挖掘和高级应用提

供了强有力的支持ꎮ
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