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基于结构重参数化的老人跌倒检测算法研究∗

宋　 炜ꎬ周　 辰ꎬ潘巨龙∗

(中国计量大学信息工程学院ꎬ浙江 杭州 ３１００１８)

摘　 要:穿戴快速且精准的跌倒检测装置是减少老年人因跌倒后无法及时救助而受到伤害的有效方法ꎮ 目前用于老人跌倒

检测的深度学习模型仍未能兼顾精度与计算效率ꎬ提出一种基于结构重参数化的跌倒检测分类模型用于解决上述问题ꎮ 首

先ꎬ确定跌倒落地合加速度最大时刻作为数据窗口的中心点ꎬ以此点向前和向后分别截取 １ ｓ 的数据作为模型输入ꎬ构建多分

支不同大小的卷积核作为特征提取的核心骨干网络ꎮ 其次ꎬ引入 Ｇｈｏｓｔ 模块减少计算量ꎬ使模型更轻量化ꎮ 最后ꎬ使用结构重

参数化ꎬ使得模型的训练和测试有所区分ꎬ在模型训练时通过多分支卷积提取加速度、陀螺仪和欧拉角的特征ꎬ在测试时ꎬ将
多分支结构等价转换为单路结构后ꎬ在几乎不损失模型性能前提下减少了模型的计算量并提高了推理速度ꎮ 实验结果表明ꎬ
在 ＫＦａｌｌ 和 ＳｉｓＦａｌｌ 两个跌倒公开数据集上ꎬ改进后的模型分别获得 ９９.６０％和 ９８.６７％的准确率、９９.５６％和 ９８.５８％的特异度、
９９.６４％和 ９８.７２％的敏感度ꎮ
关键词:跌倒检测ꎻ轻量化模型ꎻ结构重参数化ꎻ可穿戴设备ꎻ惯性传感数据
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　 　 据联合国最新统计ꎬ全球老龄人口总数已达

６.２９ 亿ꎬ占世界总人口的 １０％ꎬ２０２０ 年ꎬ我国 ６０ 岁

以上的老年人因跌倒而死亡的人数占到了因伤害死

亡人数的 ３９.３４％[１]ꎮ 对于老人而言ꎬ跌倒所带来的

损害比年轻人更大ꎬ死亡率更高ꎬ且跌倒带来的骨

折、扭伤更难以恢复ꎮ 据统计ꎬ６５ 岁以上老人是因

摔倒造成死亡的主要人群ꎮ 即使跌倒不一定会造成

身体伤害ꎬ也会造成老人沮丧、抑郁、焦虑的心理ꎬ老
人会因害怕再次跌倒而降低行为能力ꎬ导致行动受

限ꎮ 在这样的背景下ꎬ如果不能及时反馈和解决跌

倒引发的问题ꎬ将会带给老人更大的身体和精神损

伤ꎬ所以积极应对因跌倒给老人带来的影响是实现

健康老龄化的关键[２]ꎮ
目前ꎬ有多种跌倒检测方法ꎬ大致可以分为下面



传　 感　 技　 术　 学　 报
ｃｈｉｎａｔｒａｎｓｄｕｃｅｒｓ.ｓｅｕ.ｅｄｕ.ｃｎ 第 ３８ 卷

三类:基于可穿戴式传感器的方法[３]、基于环境信

息的方法[４]和图像(视频)的方法[５]ꎮ
基于环境信息的跌倒检测在室内的多个位置安

装设备记录老人的活动ꎮ 通过整合红外线传感器、
压力传感器和声音传感器等获得的信息ꎬ对跌倒行

为进行检测ꎮ 但是ꎬ该方法需要安装多个传感器ꎬ成
本较高ꎬ而且易受房屋结构和外界环境的影响ꎬ导致

准确率不高[６]ꎮ
基于图像(视觉)的方法不用用户携带设备ꎬ一

般是将摄像头安装在室内ꎬ记录老人活动行为ꎬ经过

图像处理和分析进行跌倒检测算法设计ꎬ从而判断

人体是否发生跌倒ꎮ 但是这种方法由于摄像头的盲

区、光线不足、人体部分被遮挡等原因ꎬ不能有效判

断老人跌倒的情况ꎬ并且严重侵犯了个人隐私ꎮ
相较于以上两种跌倒检测方法ꎬ基于可穿戴式

传感器的方法具有检测设备成本低ꎬ不易受环境影

响ꎬ检测范围广和跌倒漏报率低等优势ꎮ 因此ꎬ基于

可穿戴式设备的跌倒检测研究已逐渐成为学者关注

的焦点[７]ꎮ 该方法主要是把一个或多个传感器与

微控制器组合的系统穿戴在老人身上ꎬ包括加速度

计、陀螺仪和磁力计等[８]ꎬ通过人体活动产生传感

器信号ꎬ再经过数据预处理和分析ꎬ运用跌倒检测算

法判断人体是否发生跌倒ꎮ 刘鹏达等[９] 针对在可

穿戴式跌倒检测终端中部署机器学习模型存在计算

力弱、内存受限和传统机器学习算法选取特征不完

善等问题ꎬ提出了基于惯性传感器的轻量化卷积神

经网络跌倒检测算法ꎬ达到了 ９８.２０％的跌倒检测准

确率ꎮ Ｗａｈｅｅｄ 等[１０] 研究了双向长短期记忆模型

(ＢｉＬＳＴＭ)在数据集 ＳｉｓＦａｌｌ 和 ＵＰ￣Ｆａｌｌ Ｄｅｔｅｃｔｉｏｎ 上

的表现ꎬ该模型在两个数据集上的准确率分别为

９７.２１％和 ９７.４１％ꎮ
分析上述研究可知ꎬ当前部署在可穿戴跌倒检

测终端中的深度学习模型仍然存在一些问题ꎬ通常

难以兼顾检测精度和计算速度ꎮ 若使用经典轻量化

模型加快推理速度ꎬ则提取的特征表达能力有限ꎻ若
使用复杂的模型结构提高跌倒准确率ꎬ又会导致模

型参数量和内存开销增大ꎮ
本文针对上述问题提出了一种基于结构重参数

化的轻量化跌倒检测模型(Ｒｅｐａｒａｍｅｔｅｒｉｚｅｄ Ｆａｌｌ Ｄｅ￣
ｔｅｃｔｉｏｎ ＮｅｔｗｏｒｋꎬＲＦＤＮｅｔ)ꎮ 本研究主要贡献为以下

三点:①设计了多分支异构卷积核以提升模型对特

征的表达能力ꎬ并引入了结构重参数化思想ꎬ对模型

的训练和测试进行了解耦ꎬ在模型训练完成后ꎬ将多

分支结构等价转换为单支路结构ꎬ在几乎不牺牲精

度的同时ꎬ使得模型在轻量化和推理时间两个指标

上得以改进ꎮ ②引入 Ｇｈｏｓｔ 模块[１１]ꎬ使得模型以较

少代价获取丰富的跌倒数据特征ꎬ从而达到模型轻

量化、减少模型计算量的目的ꎮ ③本模型在 ＫＦａｌｌ
数据集上以 ２ ３４２ 个参数量取得了 ９９.６０％的准确

率、９９.５６％的特异度和 ９９.６４％的敏感度ꎻ在 ＳｉｓＦａｌｌ
数据集上以 ３ １１０ 个参数量取得了 ９８.６７％的准确

率、９８.５８％的特异度和 ９８.７２％的敏感度ꎬ在 ＰＣ 上

使用本文模型对两个数据集的单个样本进行运算ꎬ
模型推理时间分别为 １.５７ ｍｓ 和 １.８２ ｍｓꎮ 本模型的

轻量化和实时性保证了模型可部署至可穿戴跌倒检

测装置中ꎮ

１　 相关背景知识

１.１　 相关数据集

本文采用数据集 ＫＦａｌｌ[１２]和 ＳｉｓＦａｌｌ[１３]作为实验

数据ꎮ
２０２１ 年 Ｙｕ 等发布了公开数据集 ＫＦａｌｌꎬ该数据

集由 ３２ 位年轻采集者通过固定在下背部的九轴惯性

传感器(ＬＰＭＳ－Ｂ２ꎬＬＰ－ＲＥＳＥＡＲＣＨ)采集获得ꎬ包括

１５ 种跌倒姿势和 ２１ 种日常生活活动ꎮ 数据集一共包

含了 ５ ０７５ 个样本ꎬ其中有 ２ ７２９ 个日常活动样本ꎬ
２ ３４６ 个跌倒样本ꎮ 该数据集共有九轴数据ꎬ前三个

为加速度数据ꎬ由三轴加速度计(±１６ ｇ)获取ꎬ中间

三个为角速度数据ꎬ由三轴陀螺仪( ±２ ０００ ° / ｓ)获
取ꎬ后三个为欧拉角(横滚角、俯仰角和偏航角)数

据ꎬ其通过对角速度进行集成ꎬ再结合加速度计和磁

力计的信息ꎬ使用扩展的卡尔曼滤波算法进行修改

计算得到ꎮ 所有传感器均以 １００ Ｈｚ 的采样频率采

集数据ꎮ
２０１７ 年 Ｓｕｃｅｒｑｕｉａ 等发布了公开数据集 ＳｉｓＦａｌｌꎬ

该数据集由 ３８ 位志愿者在腰部佩带专用的嵌入式

设备ꎬ以 ２００ Ｈｚ 的采样频率采集了加速度和角速度

数据ꎬ一共包含 １ ７９８ 次跌倒样本和 ２７０２ 次日常活

动样本ꎬ其中包括 ２３ 名年轻人进行的 １９ 种日常生

活活动(Ａｃｔｉｖｉｔｉｅｓ ｏｆ Ｄａｉｌｙ ＬｉｖｉｎｇꎬＡＤＬ)和 １５ 种跌倒

类型ꎬ１４ 名 ６２ 岁以上的健康独立参与者进行的 １５
种 ＡＤＬ 类型ꎬ以及一名 ６０ 岁参与者进行所有 ＡＤＬ
和跌倒的数据ꎮ 本文使用四元数法对加速度数据和

角速度数据进行姿态解算以求欧拉角ꎬ算法步骤为:
单位化加速度向量、计算误差、积分误差、补偿角速

度、四元数更新、四元数归一化和欧拉角计算ꎮ
１.２　 欧拉角

欧拉角也称为姿态角ꎬ包含偏航角、俯仰角、横
滚角ꎮ 从人的正面看过去ꎬｘ 轴正方向即为左手所

指方向ꎬｙ轴正方向则为人体正面的朝向ꎬｚ 轴正方
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向则为人体正上方ꎮ 绕 ｘ轴方向旋转的角度则为俯

仰角ꎬ绕 ｙ轴方向旋转的角度为横滚角ꎬ绕 ｚ 轴方向

旋转的角度为偏航角(如图 １ 所示)ꎮ

图 １　 人体对应直角坐标系及欧拉角示意图

当人跌倒时姿态会随之发生变化ꎬ身体会发生

一定程度的旋转ꎬ使得欧拉角产生变化ꎬ引入欧拉角

的作用可以使模型有效判断人体当前姿态ꎬ确定人

体当前是否为平躺状态ꎬ加入欧拉角还可以帮助模

型判断跌倒方向ꎬ有助医护人员提前知晓受伤部位ꎮ
当向前或向后跌倒时ꎬ俯仰角会发生显著变化ꎬ当人

侧向跌倒时ꎬ则横滚角会发生显著变化ꎮ 因此人体

姿态角可以作为一个很好的特征给予模型学习ꎬ以
求训练得到一个高精度的跌倒检测模型ꎮ
１.３　 数据窗口选择

当人发生跌倒时ꎬ通常会经过以下三种阶段:跌
倒前阶段、跌倒发生时失衡下落阶段和跌倒发生后

与地面撞击及躺在地上的阶段ꎮ 训练一个准确的跌

倒检测模型ꎬ需要同时将这三个阶段的数据进行学

习ꎬ因此给予模型的输入数据应同时包含这三阶段ꎮ
在此三个阶段中ꎬ最具有显著特征的是跌倒发生时

失衡下落阶段ꎬ该阶段人体会有剧烈的跌倒趋向ꎮ
在此引入一个跌倒特征———信号幅度矢量 ＳＭＶ
(Ｓｉｇｎａｌ Ｍａｇｎｉｔｕｄｅ Ｖｅｃｔｏｒ)ꎬＳＭＶ 意为人体三轴加速

度矢量平方和的平方根ꎬ其实质为人体发生跌倒动

作的各向加速度变化的总体描述ꎬ在失衡下落阶段ꎬ
ＳＭＶ 将会逐渐增加ꎬ并在撞击地面前达到最大值ꎬ
假设 ｘ( ｔ)、ｙ( ｔ)、ｚ( ｔ)分别代表在 ｔ时刻 ｘ轴、ｙ轴和

ｚ轴方向上的加速度ꎬ则 ＳＭＶ 定义式如式(１)所示:

ＳＭＶ＝ ｘ( ｔ) ２＋ｙ( ｔ) ２＋ｚ( ｔ) ２ (１)
数据窗口的长度和位置会影响模型检测跌倒的

性能ꎬ本文设计将 ＳＭＶ 达到峰值时刻作为数据窗

口的中心位置ꎬ以此为中心向前和向后截取一段时

间的数据作为数据窗口ꎬ以便于模型可以同时训练

包含上述三个阶段的跌倒数据ꎮ 跌倒发生的失衡下

落阶段一般只有 ０.８ ｓ 左右ꎬ因此数据窗口的总体长

度应至少 １.５ ｓ 以上ꎬ这样可以保证模型较好地学习

跌倒前阶段和跌倒后阶段传感器数据之间的差异ꎮ

但数据窗口也不能过长ꎬ过长则会导致模型推理时

间增加ꎬ提取的特征不显著ꎬ不利于模型训练ꎮ 本文

在 １ ｓ、２ ｓ 和 ３ ｓ 三种不同数据窗口长度的情况下对

跌倒检测模型的准确率、敏感度和特异度进行了比

较ꎬ本次实验在 ＳｉｓＦａｌｌ 数据集上进行ꎬ实验结果如

图 ２ 所示ꎮ

图 ２　 数据窗口长度对模型检测性能的影响

实验结果表明当数据窗口长度为 ２ ｓ 时ꎬ模型

跌倒检测性能都比其他两种情况更好ꎮ 特异度是

误判跌倒的可视化体现ꎬ特异度越高误判越少ꎮ
敏感度是漏判跌倒的可视化体现ꎬ敏感度越高漏

判越少ꎮ
１.４　 模型评价指标

本文旨在研究老人跌倒检测ꎬ该任务分类为

跌倒和非跌倒(日常行为)ꎬ二分类任务通常由四

个统计参数评估ꎬ在本文中它们分别是:真正例

(Ｔｒｕｅ ＰｏｓｉｔｉｖｅꎬＴＰ)意为模型对样本预测为跌倒ꎬ
而真实类别为跌倒ꎮ 真负例(Ｔｒｕｅ ＮｅｇａｔｉｖｅꎬＴＮ)意
为模型对样本预测为日常行为类(非跌倒)ꎬ而真

实类别为日常行为类ꎮ 假负例 ( Ｆａｌｓｅ Ｎｅｇａｔｉｖｅꎬ
ＦＮ)意为模型对样本预测为日常行为类ꎬ而真实类

别为跌倒ꎬ即为漏判ꎮ 假正例(Ｆａｌｓｅ ＰｏｓｉｔｉｖｅꎬＦＰ)
意为模型对样本预测为跌倒ꎬ而真实类别为日常

行为类ꎬ即为误判ꎮ
使用三种评价指标来评估跌倒检测模型性能:

准确率(ＡｃｃｕｒａｃｙꎬＡｃｃ)、特异度(ＳｐｅｃｉｆｉｃｉｔｙꎬＳｐ)、敏
感度(ＳｅｎｓｉｔｉｖｉｔｙꎬＳｅ)ꎮ 其中准确率作为评估分类正

确的样本占总样本个数的比例ꎬ特异度作为评估正

确检测正常活动的样本占全部日常活动样本的比

例ꎬ敏感度作为评估正确预测为跌倒的样本占全部

跌倒样本的比例ꎬ定义式如下:

Ａｃｃ＝ ＴＰ＋ＴＮ
ＴＰ＋ＴＮ＋ＦＰ＋ＦＮ

(２)

Ｓｐ＝ ＴＮ
ＴＮ＋ＦＰ

(３)

Ｓｅ＝ ＴＰ
ＴＰ＋ＦＮ

(４)
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２　 跌倒检测模型

跌倒检测任务具有实时性ꎬ同时跌倒检测模型

需要准确的跌倒识别能力ꎬ并做到轻量化和高效化

以部署在嵌入式跌倒检测终端ꎮ 鉴于此ꎬ本文设计

了多分支不同卷积核(Ｍｕｌｔｉ￣ｂｒａｎｃｈ Ｃｏｎｖｏｌｕｔｉｏｎ Ｋｅｒ￣
ｎｅｌꎬＭＣＫ)的结构以保证充分提取跌倒数据特征ꎮ
引入 Ｇｈｏｓｔ 模块构成 Ｇｈｏｓｔ￣ＭＣＫ 模块ꎬ降低模型参

数量和计算量ꎬ采用结构重参数化(Ｓｔｒｕｃｔｕｒａｌ Ｒｅｐａ￣
ｒａｍｅｔｅｒｉｚａｔｉｏｎꎬＲｅｐ)ꎬ使得多分支结构等价转换为单

路结构以实现快速的推理ꎮ 本文提出的 ＲＦＤＮｅｔ 模
型兼顾了准确率、实时性和轻量化要求ꎬ在跌倒精度

和轻量化上具有良好平衡ꎮ

图 ３　 ＲＤＦＮｅｔ 模型结构和 Ｇｈｏｓｔ￣ＭＣＫ 结构

２.１　 ＲＦＤＮｅｔ 总体架构

ＲＦＤＮｅｔ 是包含了 ５ 个阶段的卷积神经网络(如
图 ３(ａ)所示)ꎮ

本模型总体结构为倒残差结构ꎬ主要服务于计

算资源受限的移动设备ꎬ倒残差结构的主要特点为

首先逐点卷积扩充通道维度ꎬ然后将升维后的特征

张量作为特征提取模块的输入ꎬ最后再进行逐点卷

积降维作为下一模块的输入ꎮ
第一个阶段为模型输入阶段ꎬ使用一个逐点卷

积扩充通道维度ꎮ
第二和第四阶段为主要的特征提取阶段ꎬ均由

Ｇｈｏｓｔ￣ＭＣＫ 模块组成 (如图 ３ ( ｂ) 所示)ꎮ Ｇｈｏｓｔ￣
ＭＣＫ 模块首先将上一阶段的输入使用常规点卷积

获取必要的特征ꎬ再通过 ＭＣＫ 模块获取相似的特征

图ꎬ然后将两者拼接ꎬ再进行非线性操作ꎮ Ｇｈｏｓｔ￣
ＭＣＫ 模块由两部分串联ꎮ 第一部分由两个 ３×３、一
个 １×１ 深度卷积层和一个恒等连接分支并联组成ꎬ
第二部分则是由两个 １×１ 卷积核和一个恒等连接

分支并联组成ꎬ并且在每一层后都有 ＢＮ(Ｂａｔｃｈ Ｎｏｒ￣
ｍａｌｉｚａｔｉｏｎ)层ꎮ 不同尺寸的卷积核具备不同的感受

野ꎬ能够提升模型提取特征的能力ꎬ使得获取的特征

更加丰富ꎮ
第三阶段则是对第二阶段的输出进行逐点卷积

降维操作ꎬ并经过池化层ꎬ再对其进行逐点卷积升

维ꎬ作为第四阶段的输入ꎮ
第五阶段首先对第四阶段的输入进行降维操作

并经过池化层ꎬ 再采用全连接层、 Ｄｒｏｐｏｕｔ 层和

Ｓｏｆｔｍａｘ 函数输出跌倒检测的结果ꎮ
２.２　 结构重参数化

模型训练时ꎬ以多分支卷积对数据提取多尺度

特征ꎬ增强模型对特征的表示能力ꎮ 然而多分支卷

积的代价则是增加了模型的复杂度和参数量ꎬ严重

影响了模型的推理速度ꎮ 基于此原因ꎬＲＦＤＮｅｔ 使用

了结构重参数化的思想[１４]ꎬ使得模型训练完成后ꎬ
将多分支卷积等价替换成单支路结构ꎬ这种方式在

保证模型保留训练时获得的强大特征表示能力同

时ꎬ又能降低模型复杂度和参数量ꎬ增加模型的推理

速度ꎮ 本文模型的重参数化包括对不同尺寸卷积核

的合并和卷积层对 ＢＮ 层的吸收ꎮ
２.２.１　 卷积吸收 ＢＮ 层

由于卷积计算和 ＢＮ 均为线性运算ꎬ具备可加

性ꎬ因此可以使得卷积吸收 ＢＮ 层ꎮ 卷积操作与 ＢＮ
的计算公式如下:

ｙｃｏｎｖ ＝ｗｘ＋ｂｃｏｎｖ (５)

ｙＢＮ ＝γ
ｘ－μ
σ

＋ｂＢＮ ＝
γ
σ
ｘ＋ ｂＢＮ－

γμ
σ

æ

è
ç

ö

ø
÷ (６)

式(５)、式(６)中:ｙｃｏｎｖ和 ｙＢＮ分别为卷积运算和 ＢＮ
层的输出ꎬ其中 ｘ代表输入ꎬｗ 和 ｂｃｏｎｖ分别为卷积的

权重和偏移量ꎮ γ、μ、σ、ｂＢＮ分别为 ＢＮ 层的缩放变
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量、均值、方差和偏移量ꎮ 虽然在训练周期时ꎬ以上

参数会随着模型学习而更新ꎬ而在推理周期时ꎬ上述

参数均为固定值ꎬ可以使得卷积层吸收 ＢＮ 层ꎬ联合

式(５)和式(６)则可以得到吸收 ＢＮ 层后的卷积表

达式ꎬ如下所示:

ｙｃｏｎｖ(ＢＮ)＝
γω
σ

æ

è
ç

ö

ø
÷ ×ｘ＋ γ

σ
×(ｂ－μ)＋ｂＢＮ

é

ë
êê

ù

û
úú ＝

ωｃｏｎｖ(ＢＮ) ×ｘ＋ｂｃｏｎｖ(ＢＮ) (７)
式中:ｙｃｏｎｖ(ＢＮ)为新卷积的输出ꎬｘ 为输入ꎬωｃｏｎｖ(ＢＮ) 和

ｂｃｏｎｖ(ＢＮ)为新卷积层的权重和偏置ꎮ
２.２.２　 ＭＣＫ 模块重参数化

ＭＣＫ 模块的重参数化由两部分构成ꎬ第一部分

为将两个 ３×３、一个 １×１ 深度卷积层和一个恒等连

接分支结构重参数化ꎬ形成一个 ３×３ 深度卷积ꎮ 第

二部分则是将两个 １×１ 点卷积层和一个恒等连接

分支结构重参数化ꎬ形成一个 １×１ 点卷积ꎮ
ｙｃｏｎｖ(ｎｅｗ)＝ (ｗ１ｘ＋ｂ１)＋(ｗ２ｘ＋ｂ２)＝

(ｗ１＋ｗ２)ｘ＋(ｂ１＋ｂ２) (８)
根据式(８)所示ꎬ若输入 ｘ 的特征图尺寸大小相

同ꎬ卷积之间具有可加性[１５]ꎮ 因此第一部分的卷积

核分别补零扩充至 ３×３ 尺寸即可相加ꎬ而对于恒等连

接分支ꎬ引入 Ｉｄｅｎｔｉｔｙ 的概念ꎬ对于某个运算符ꎬ若任

一操作数与 Ｉ通过运算符后仍为原来的数ꎬ那么 Ｉ 就
是该运算符的 Ｉｄｅｎｔｉｔｙꎬ对于卷积操作同样有其

Ｉｄｅｎｔｉｔｙꎬ由于深度卷积可以看做分组卷积ꎬ只要将输

入特征图与 ｉ组 １×１ 卷积核进行分组卷积ꎬｉ 等于输

入通道数ꎬ每组卷积的输出通道数与输入通道数相

同ꎬ并将第 ｎ组的第 ｎ个卷积权重赋值 １ 即可使得输

入特征图等于输出特征图ꎬ然后将 ｉ组 １×１ 卷积核补

零扩充成 ｉ组 ３×３ 卷积核ꎬ故可与其他 ３×３ 卷积核相

加ꎮ 根据卷积的可加性ꎬ将它们的权重和偏置进行相

加ꎬ形成一个单路结构的 ３×３ 卷积层ꎮ 对于第二部分

的卷积进行相似操作ꎬ不同的是普通卷积不用分组

卷积ꎬ因此恒等连接分支只需要一组点卷积ꎮ 卷积

相加操作如图 ４ 所示ꎮ

图 ４　 ＭＣＫ 模块的重参数化

２.３　 Ｇｈｏｓｔ￣ＭＣＫ 模块

ＧｈｏｓｔＮｅｔ[１１]网络在模型轻量化上的做法具有一

定优势ꎬ其本质为将传统的单层卷积网络拆分为两

种卷积方式ꎬ一种为普通卷积ꎬ另一种为简易线性计

算ꎬ即首先使用普通卷积生成一半特征图ꎬ再通过简

易线性变换生成一半特征图ꎬ最后将它们进行拼接

生成最终输出特征图ꎬ以实现模型的轻量化ꎮ 该模

块以损失 ０.１６％的模型准确率为代价ꎬ使模型推理

时间降低 ０.５８ ｍｓ 和参数量减少 ３４.９％ꎬ轻量化后的

模型更适合部署至可穿戴跌倒检测终端中ꎮ
针对本文的 ＭＣＫ 模块ꎬ由于卷积核为 １×１ 的深

度卷积作用有限ꎬ因此ꎬ将其改为普通卷积ꎬ聚合通道

信息ꎬ而将 ３×３ 卷积作为深度卷积ꎬ在该模块中无非

线性层ꎮ 重参数化后的 Ｇｈｏｓｔ￣ＭＣＫ 模块如图 ５ 所示ꎮ

图 ５　 重参数化后的 Ｇｈｏｓｔ￣ＭＣＫ 模块

３　 实验结果与分析

为证明本文提出的 ＲＦＤＮｅｔ 模型的准确性和优

越性ꎬ并且加入欧拉角协助跌倒检测有助于提高其

准确率和减少误判率ꎬ本文设置了重参数化后的

ＲＦＤＮｅｔ 模型与传统模型之间在数据集 ＫＦａｌｌ 和 Ｓｉｓ￣
Ｆａｌｌ 上的对比实验以及欧拉角作为模型输入和结构

重参数化对模型性能的影响的消融实验ꎬ模型输入

均为加速度、角速度和欧拉角ꎮ 目前使用数据集

ＫＦａｌｌ 和 ＳｉｓＦａｌｌ 的 ７０％数据用于模型训练、１０％数据

用于模型验证和 ２０％数据用于模型测试ꎬ未来计划

部署至嵌入式跌倒终端中进行模型在线测试ꎮ
３.１　 轻量化模型对比实验

由于可穿戴装置内存受限ꎬ因此模型对比方面ꎬ将
本文模型与轻量化卷积模型 ＬＷ￣ＣＮＮ[９]、Ｍｏｂｉｌｅ￣
ＮｅｔＶ２[１６]、ＳｑｕｅｅｚｅＮｅｔ[１７]、ＳｈｕｆｆｌｅＮｅｔ[１８]和 ＣＮＮ￣ＬＳＴＭ[１９]
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进行对比ꎮ 由于上述传统轻量化模型和本文模型比

较过于庞大ꎬ其计算量和参数量较多ꎬ无法部署至可

穿戴跌倒检测终端中并与本文模型进行对比ꎬ因此

对这些模型进行了调整ꎬ便于本文模型与它们进行

对比ꎮ 主要的改动为降低这些模型的模块数ꎬ并加

入和本文模型同样层数的池化层ꎮ 总体来说ꎬ与本

文模型进行对比的模型均是轻量化网络模型ꎮ 其结

果如表 １ 和表 ２ 所示ꎮ
表 １　 ＫＦａｌｌ 数据集上的模型性能对比

模型 Ａｃｃ / ％ Ｓｐ / ％ Ｓｅ / ％ 推理时
间 / ｍｓ

参数
量 /个

ＬＷ￣ＣＮＮ[９] ９８.４２ ９８.３５ ９８.４８ １.０２ ４ ７６２
ＭｏｂｉｌｅＮｅｔ Ｖ２[１６] ９９.１６ ９９.１４ ９９.２１ １.５３ ５ ３４２
ＳｑｕｅｅｚｅＮｅｔ[１７] ９９.０１ ９８.７６ ９９.２４ １.９７ ６ ６２６
ＳｈｕｆｆｌｅＮｅｔ[１８] ９８.６０ ９８.２７ ９８.９０ １.７６ ８ ５１４
ＣＮＮ￣ＬＳＴＭ[１９] ９８.６１ ９９.３６ ９７.９８ ２.０６ ４ ８３４
ＲＦＤＮｅｔ(本文) ９９.６０ ９９.５６ ９９.６４ １.５７ ２ ３４２

　 　 从表 １ 可以看出在 ＫＦａｌｌ 数据集上本文模型具

有最高的准确率、特异度和敏感度ꎬ并且模型参数量

在所有模型中最少ꎬ但推理速度并非最快ꎬ其中 ＬＷ￣
ＣＮＮ 模型 １.０２ ｍｓ 的推理时间为最短ꎬ其完全单路

模型的结构ꎬ并且卷积层较少的原因导致其虽然推

理速度快ꎬ模型性能却因此降低ꎮ 而 ＲＦＤＮｅｔ 并非

完全的单路模型结构ꎬ因此其模型复杂度相较于完

全单路结构模型高ꎬ导致推理时间相对增加ꎬ但在众

多轻量化模型中仍有良好表现ꎮ
表 ２　 ＳｉｓＦａｌｌ 数据集上的模型性能对比

模型 Ａｃｃ / ％ Ｓｐ / ％ Ｓｅ / ％ 推理时
间 / ｍｓ

参数
量 /个

ＬＷ￣ＣＮＮ[９] ９７.１１ ９５.５５ ９８.２６ １.１２ ８ ８５８
ＭｏｂｉｌｅＮｅｔ Ｖ２[１６] ９８.０１ ９７.２０ ９８.５３ １.７７ ８ １５８
ＳｑｕｅｅｚｅＮｅｔ[１７] ９７.７８ ９７.３０ ９８.１０ ２.２４ ９ ４４２
ＳｈｕｆｆｌｅＮｅｔ[１８] ９８.００ ９７.５０ ９８.３３ １.８７ １０ ５６２
ＣＮＮ￣ＬＳＴＭ[１９] ９７.９９ ９８.０８ ９７.９４ ２.１２ ４ ８３４
ＲＦＤＮｅｔ(本文) ９８.６７ ９８.５８ ９８.７２ １.８２ ３ １１０

　 　 从表 ２ 可以看出轻量化模型在九轴 ＳｉｓＦａｌｌ 数
据集上表现整体不如 ＫＦａｌｌ 数据集ꎬ由于 ＳｉｓＦａｌｌ 数
据集中欧拉角的计算方式与 ＫＦａｌｌ 数据集中的欧拉

角不同ꎬ因为 ＳｉｓＦａｌｌ 数据集无磁力计数据ꎬ无法通

过使用磁力计传感器采集到的数据对偏航角进行补

偿ꎬ因此导致整体检测指标有所下降ꎬ但本文模型仍

然在 ＳｉｓＦａｌｌ 数据集上具有最好的综合性能ꎮ
３.２　 欧拉角对模型的影响

在跌倒检测模型中ꎬ欧拉角作为输入特征有助

于提供人体姿势和运动的关键信息ꎮ 通过对欧拉角

的变化进行特征提取ꎬ可以检测到人体发生突然的

旋转ꎬ导致人体产生异常的姿势ꎬ进而表示发生了失

衡或者跌倒ꎮ 此外ꎬ欧拉角数据还可用于确定跌倒

的类型(如向前跌倒、侧向跌倒或向后跌倒)ꎮ 因此

模型对欧拉角数据进行特征提取ꎬ可以获取人体的

姿态信息ꎬ使得模型学习到人体正常行为状态的姿

态变化信息和人体发生跌倒的姿态变化信息ꎬ使得

模型相较于未加入欧拉角作为特征时更为灵敏和准

确ꎬ降低误判和漏判的可能ꎮ
以本文模型为基础在 ＫＦａｌｌ 数据集上进行了欧

拉角作为输入特征的消融实验ꎬ结果如图 ６ 所示ꎮ

图 ６　 欧拉角作为输入特征的指标对比

从图 ６ 实验结果可以看出ꎬ加入欧拉角使模型

的准确率从 ９８.９１％增至 ９９.６０％ꎬ特异度从 ９８.７１％
增至 ９９.５６％ꎬ以及敏感度从 ９９.０９％增至 ９９.６４％ꎮ
所以ꎬ加入欧拉角可提高模型跌倒的正确识别率和

日常行为活动的正确识别率ꎬ使模型整体的准确率

得到提高ꎮ 实验证明了欧拉角作为特征输入可有效

提升模型检测的能力ꎬ有助于及时发现跌倒事件ꎮ
３.３　 结构重参数化对模型的影响

为验证结构重参数化对模型性能的影响ꎬ本文在

ＫＦａｌｌ 数据集上进行了针对结构重参数化策略的消融

实验ꎬ实验结果如表 ３ 所示ꎮ 从实验结果可以看到ꎬ
在几乎不损失准确率的前提下ꎬ模型的参数量得到了

２８.３８％的减少ꎬ推理时间减少了 ０.９１ ｍｓꎮ 模型尺寸

从 １６６７ ｋＢ 减小至 １１７６ ｋＢꎬ减小了 ２９.４５％ꎮ 重参数

化后的直铺单路结构使得模型推理速度提升ꎬ模型尺

寸更小ꎬ更适合模型部署于可穿戴设备ꎬ更重要的是

模型性能近乎不变ꎮ
表 ３　 重参数化对模型性能的影响

模型 Ａｃｃ / ％ Ｓｐ / ％ Ｓｅ / ％ 推理时
间 / ｍｓ

参数
量 / 个

ＲＦＤＮｅｔ(ｗｉｔｈｏｕｔ Ｒｅｐ) ９９.６１ ９９.７８ ９９.４４ ２.４８ ３ ２７０
ＲＦＤＮｅｔ(ｗｉｔｈ Ｒｅｐ) ９９.６０ ９９.５６ ９９.６４ １.５７ ２ ３４２

４　 结语

本文针对老人跌倒检测模型ꎬ提出了一种基于结

构重参数化的跌倒检测模型ꎬ兼顾精度、速度和轻量

化的要求ꎬ使其能够部署于可穿戴嵌入式设备ꎮ 首

先ꎬ确定跌倒合加速度最大时作为中心点分别向前和
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向后截取 １ ｓ 的数据作为模型的输入数据ꎮ 然后ꎬ构
建多分支不同卷积核结构作为特征提取的核心骨干

网络ꎮ 其次ꎬ引入 Ｇｈｏｓｔ 模块ꎬ使得模型轻量化程度

更高ꎮ 最后ꎬ使用结构重参数化ꎬ将模型的训练和测

试区分开ꎬ在模型训练时通过多分支卷积核提取加速

度、角速度和欧拉角的特征ꎬ在测试时ꎬ将多分支卷积

结构等价转换为单路结构ꎬ在几乎不损失模型性能的

前提下减少模型的计算量并提高推理速度ꎮ 同时消

融实验结果表明了结构重参数化策略和加入欧拉角

作为模型输入对实现模型轻量化的有效性ꎮ
目前ꎬ采用离线方式在 ＰＣ 机上进行训练和测

试跌倒检测模型ꎬ模型仍未能做到真正的单路结构ꎬ
因此后续工作为找到更加适合单路结构的模型压缩

方式ꎬ以及使用 ＴｉｎｙＭＬ 微型机器学习技术部署本模

型于可穿戴跌倒检测终端中ꎬ并在终端中进一步测

试模型性能ꎮ
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