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摘　 要:皮肤病变图像分割在皮肤病变诊断中至关重要ꎮ 然而ꎬ基于深度学习的皮肤病变分割模型计算成本高和推理速度

慢ꎬ难以部署在计算能力有限的皮肤镜设备上ꎮ 针对上述问题ꎬ本研究提出了一种超轻量实时分割网络ꎮ 首先ꎬ采用深度可

分离卷积代替标准卷积ꎬ并设计了相对轻量的编解码网络架构ꎬ以降低模型复杂度和计算量ꎮ 其次ꎬ在跳跃连接处加入了多

级语义特征融合模块ꎬ有效缩小了浅层特征与深层特征的语义差距ꎮ 此外ꎬ提出了多尺度特征融合模块以增强模型学习上下

文信息的能力ꎮ 最后ꎬ引入空间和通道注意力模块以关注重要特征ꎮ 实验表明ꎬＵＬＲＴＳ￣Ｎｅｔ 在 ＩＳＩＣ２０１６ 和 ＰＨ２ 数据集上的 ＪＩ
指标分别达到 ８５.７８％和 ８９.９５％ꎬ且仅有 ０.４０７Ｍ 的模型参数量和 １.５１ＧＦＬＯＰｓꎮ 相比其他方法ꎬＵＬＲＴＳ￣Ｎｅｔ 在低计算成本下实

现了快速精准的分割ꎬ验证了其有效性ꎮ
关键词:皮肤病变分割ꎻ超轻量实时分割ꎻ特征融合ꎻ注意力机制
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　 　 黑色素瘤是世界上最常见的恶性肿瘤之一ꎬ具有

极高的致死率[１]ꎮ 研究数据显示ꎬ如果患者能够在早

期发现皮肤黑色素瘤并进行干预治疗ꎬ他们的存活率

将显著提高[２]ꎮ 皮肤镜是一种用于观察色素性皮肤

病的工具ꎬ有助于医生在早期识别黑色素瘤ꎮ 在临床

诊断中ꎬ皮肤病变的检测方法通常依赖于皮肤科医生

对皮肤镜图像的人工观察ꎬ并手动分割出病变区域ꎮ
然而ꎬ这种人工分割的过程既繁琐又耗时ꎬ不仅需要

大量人力投入ꎬ而且容易受到主观因素的影响ꎮ
目前ꎬ用于皮肤病变图像分割的计算机辅助诊

断方法主要分为基于传统数字图像处理方法和基于

深度学习的图像分割方法[３－４]ꎮ 在皮肤病变图像分

割方法的早期研究中ꎬ传统数字图像处理方法ꎬ如边

缘检测[５]、区域[６] 和阈值[７] 等ꎬ专注于从皮肤病变

图像中提取浅层特征ꎬ如形状[８]、颜色[９]和纹理[１０]ꎮ
然而ꎬ这些传统方法容易受到各种因素的干扰ꎬ其过

程繁琐且缺乏鲁棒性ꎮ
近年来ꎬ深度学习方法取得了广泛关注ꎬ因而也

被引入到皮肤镜图像病变区域分割领域ꎮ 随着全卷

积神经网络 ( Ｆｕｌｌｙ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋꎬ
ＦＣＮ) [１１]的提出ꎬ它在图像分割领域得到了广泛应

用ꎮ Ｒｏｎｎｅｂｅｒｇｅｒ 等[１２] 在 ＦＣＮ 的基础上提出了
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Ｕ￣Ｎｅｔꎬ通过跳跃连接将浅层信息与深层信息拼接ꎬ
以解决 ＦＣＮ 在分割细节上较差的问题ꎮ 为了提高

皮肤病变图像的分割效果ꎬ许多研究对模型进行了

改进ꎬ增加了模型复杂度和计算量ꎬ但忽略了模型的

轻量化设计ꎮ Ｘｉｅ 等[１３] 提出了 ＨＲＣ￣Ｎｅｔꎬ通过引入

一个高分辨率特征提取模块ꎬ能够保留皮肤病变区

域的边界信息ꎬ从而提高分割精度ꎬ但导致了计算成

本的增加ꎮ Ｗｕ 等[１４]提出了 ＦＡＴ￣Ｎｅｔꎬ通过将 Ｔｒａｎｓ￣
ｆｏｒｍｅｒ 模块加到编解码器架构中ꎬ以学习特征的长

距离依赖关系ꎬ但也带来了较高的计算成本ꎮ Ｌｅｉ
等[１５]提出了 ＤＡＧＡＮꎬ在密集卷积 Ｕ￣Ｎｅｔ 的基础上ꎬ
增加了一个双判别模块来优化分割结果的边界ꎬ同
时也增加了模型的复杂度ꎮ 同时ꎬＧｏｙａｌ 等[１６] 提出

了一种全自动的深度学习集成方法ꎬ同时使用两个

模型以实现在皮肤病变图像分割中的高灵敏度和高

特异性ꎬ但相应地增加了计算资源的消耗ꎮ Ｘｉｅ
等[１７]提出了一种同时进行皮肤病变图像分割和分

类的方法ꎬ这种方法虽然提高了分割和分类的性能ꎬ
但增加了对计算资源的需求ꎮ Ｌｅｅ 等[１８] 提出了一

种结构边界保持分割框架ꎬ通过对边界特征的学习

以提高分割性能ꎬ但也增加了模型复杂度ꎮ Ｆｅｎｇ
等[１９]提出了 ＣＰＦＮｅｔꎬ在 Ｕ￣Ｎｅｔ 的基础上引入了金字

塔模块用于学习图像中的上下文信息ꎬ提高了分割

精度ꎬ但以增加模型的复杂度为代价ꎮ Ｙｕ 等[２０] 提

出了 ＥＩＵ￣Ｎｅｔꎬ通过学习局部和全局上下文信息ꎬ提
升了模型的分割性能ꎬ但也增加了模型的计算成本

与复杂度ꎮ Ｎａｑｖｉ 等[２１]提出了一种用于眼部区域语

义分割的残差编解码网络 ＯＲＥＤ￣Ｎｅｔꎬ通过使用非恒

等残差连接ꎬ减少了从编码器到解码器的信息丢失ꎮ
Ｙａｍａｎａｋｋａｎａｖａｒ 等[２２]提出了 Ｍ￣ＳｅｇＮｅｔꎬ通过全局注

意力来提高对上下文信息的理解ꎬ从而提升分割效

果ꎮ Ｘｕ 等[２３]提出 ＤＣＳＡＵ￣Ｎｅｔꎬ该网络通过整合低

级和高级语义信息ꎬ有效提升了网络的分割性能ꎮ
然而ꎬ这些改进都提升了网络的分割性能ꎬ但造成了

模型复杂度和计算成本的增加ꎮ 而 ＤＳＮｅｔ[２４] 和
Ｓｅｐａｒａｂｌｅ￣ＵＮｅｔ[２５]都使用深度可分离卷积代替标准

卷积ꎬＭＦ２￣Ｎｅｔ[２６]使用不同大小的非对称卷积核替

换了相应的标准卷积ꎮ 尽管这些方法降低了模型复

杂度和浮点计算量ꎬ但却牺牲了分割精度ꎮ 现有的

经典轻量级图像分割模型 ＥＮｅｔ[２７]ꎬ已被应用于皮

肤病变分割ꎬ在推理速度上表现出显著的优势ꎬ但
ＥＮｅｔ 的分割性能远远落后于目前其他先进的皮肤

病变图像分割方法ꎮ 巫笠平等[２８] 提出了一种结合

八度卷积和分层残差跳连模块的 ＯｃｔＲｅｓＵ￣Ｎｅｔꎬ采用

八度卷积代替了标准卷积ꎬ有效降低了模型复杂度ꎬ

但在推理速度上表现较慢ꎮ Ｍａ 等[２９]提出了一种针

对皮肤病变分割的超轻量级全非对称卷积网络ꎬ以
较低的模型复杂度取得了出色的分割效果ꎬ但该模

型存在实时性不足的问题ꎮ
本研究提出了一种超轻量实时分割网络(Ｕｌｔｒａ￣

Ｌｉｇｈｔｗｅｉｇｈｔ Ｒｅａｌ￣Ｔｉｍｅ Ｓｅｇｍｅｎｔａｔｉｏｎ ＮｅｔｗｏｒｋꎬＵＬＲＴＳ￣
Ｎｅｔ)ꎬ旨在快速地实现皮肤病变图像的精准分割ꎮ 首

先ꎬ采用深度可分离卷积代替标准卷积ꎬ并设计了一

个相对轻量的编解码网络架构ꎬ有效降低了模型复杂

度和计算量ꎮ 其次ꎬ为了缩小浅层特征与深层特征之

间的语义差距ꎬ提出了多级语义特征融合模块ꎮ 同

时ꎬ为了增强模型对上下文信息的理解ꎬ提出了多尺

度特征融合模块ꎮ 最后ꎬ为了增强模型的表征能力ꎬ
引入了空间注意力模块和通道注意力模块ꎮ 在两个

公开皮肤病变分割数据集(ＰＨ２ 和 ＩＳＩＣ２０１６)上进行

实验评估ꎬ以证明该方法的有效性ꎮ

１　 材料和方法

１.１　 数据集

ＩＳＩＣ２０１６ 数据集[３０] 和 ＰＨ２ 数据集[３１] 均为皮肤

病变分割任务的公开挑战赛数据集ꎬ其中ꎬＩＳＩＣ２０１６
数据集包含 １ ２７９ 张皮肤病变图像ꎬ训练集为 ９００ 张

图像ꎬ测试集为 ３７９ 张图像ꎮ 而 ＰＨ２ 数据集包含 ２００
张皮肤病变图像ꎬ本文按照 ４ ∶１ 的比例将其随机划分

为训练集和测试集ꎮ 先将皮肤病变图像的分辨率大

小统一调整为 ２２４×２２４ꎬ并对其进行灰度化ꎮ 在训练

时ꎬ使用了随机翻转、随机旋转、随机放缩和随机亮度

变化等实时数据增强方法来增加样本多样性ꎮ
１.２　 分割网络

所提出的 ＵＬＲＴＳ￣Ｎｅｔ 由编码器和快速解码路径

连接路径组成ꎬ整体结构如图 １(ｅ)所示ꎮ 编码器主

要由卷积层和池化层构成ꎬ逐步提取皮肤病变图像中

的低级到高级语义特征ꎮ 编码器的输出特征将作为

解码器的输入ꎬ为解码器提供丰富的特征表示ꎮ 现有

基于编解码架构的皮肤病变分割模型通常采用连续

多次下采样来降低特征图的分辨率ꎬ以获取足够大的

感受野并降低模型的计算量ꎬ但同时也会丢失皮肤图

像中的空间细节信息ꎮ ＵＬＲＴＳ￣Ｎｅｔ 的编码器仅通过

两次下采样ꎬ有效地平衡了空间细节的保留和模型计

算量的优化ꎮ 在ＵＬＲＴＳ￣Ｎｅｔ 中ꎬ设计了一条极具性价

比的快速解码路径ꎮ 该路径没有使用复杂的子模块ꎬ
从而显著降低了模型的复杂度ꎮ 为了进一步提高效

率ꎬ在快速解码路径中ꎬ特征通道数在两次上采样过

程中被快速压缩到较小的值ꎮ 同时ꎬ快速解码路径通

过跳跃连接融合编码器的输出特征ꎮ
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图 １　 ＵＬＲＴＳ￣Ｎｅｔ 整体结构和各个模块组成

１.２.１　 编码器

ＵＬＲＴＳ￣Ｎｅｔ 的编码器由五个子模块组成ꎬ分别

为三个深度可分离卷积模块(Ｄｅｐｔｈ Ｓｅｐａｒａｂｌｅ Ｃｏｎ￣
ｖｏｌｕｔｉｏｎ ＭｏｄｕｌｅꎬＤＳＣＭ)和两个多尺度特征融合模块

(Ｍｕｌｔｉ￣Ｓｃａｌｅ Ｆｅａｔｕｒｅ Ｆｕｓｉｏｎ Ｍｏｄｕｌｅꎬ ＭＳＦＦＭ)ꎮ 其

中ꎬ三个 ＤＳＣＭ 所处的深度不同ꎬ本文将它们按照从

浅到深的顺序命名为 ＤＳＣＭ１ꎬＤＳＣＭ２ 和 ＤＳＣＭ３ꎮ 输

入图像通过 ＤＳＣＭ１ 进行特征提取ꎬ所提取的特征分

别通过一个最大池化层和一个卷积核大小为 ３×３
的卷积组合(３×３ Ｃｏｎｖ￣ＢＮ￣ＲｅＬＵꎬｓｔｒｉｄｅ ＝ ２)进行处

理ꎬ然后将处理后的特征进行相加融合后输入到

ＤＳＣＭ２ꎮ ＤＳＣＭ２ 的输出特征同样经过最大池化层

和卷积核大小为 ３ × ３ 的卷积组合(３ × ３ Ｃｏｎｖ￣ＢＮ￣
ＲｅＬＵꎬｓｔｒｉｄｅ ＝ ２)进行处理ꎬ并通过特征相加融合后

输入到 ＤＳＣＭ３ꎮ ＤＳＣＭ３ 的输出特征依次经过 ＭＳ￣
ＦＦＭ￣３ 和 ＭＳＦＦＭ￣５ 进行特征提取ꎬ再将 ＤＳＣＭ３、
ＭＳＦＦＭ￣３ 和 ＭＳＦＦＭ￣５ 的输出特征相加融合ꎬ随后

通过一个卷积核大小为 １×１ 的卷积组合(１×１ Ｃｏｎｖ￣
ＢＮ￣ＲｅＬＵ)进行跨通道特征融合ꎮ
１.２.２　 快速解码路径

快速解码路径由三个子模块组成ꎬ分别为一个通

道注意力、一个空间注意力和一个多级语义特征融合

模块ꎮ 其中ꎬ通道注意力模块被添加在编码器之后ꎬ
使模型更加关注重要的特征通道并抑制冗余特征ꎮ
空间注意力和多级语义特征融合模块被添加在编码

器子模块(ＤＳＣＭ２)的跳跃连接路径上ꎬ空间注意力用

于过滤大量冗余的背景噪声ꎬ多级语义特征融合模块

则用于增强空间注意力输出特征的语义级别ꎮ 在快

速解码路径中ꎬ通过将多级语义特征融合模块的输出

特征和第一次上采样后的特征进行特征相加融合ꎬ接

着通过上采样操作将特征图的分辨率恢复到输入分

辨率ꎬ并使用一个卷积核大小为 ３×３ 的卷积将特征通

道数压缩到 １ꎬ最后经过 Ｓｉｇｍｏｉｄ 函数处理得到快速

解码路径的输出ꎮ 然而ꎬ由于快速解码路径输出的初

步分割结果比较粗糙ꎬ导致皮肤病变区域的边缘不够

精细ꎮ 本文使用中值滤波来平滑初步分割结果的边

缘ꎬ从而得到最终的分割结果ꎮ
１.２.３　 深度可分离卷积模块

相比于标准卷积ꎬ深度可分离卷积(ＤＳＣｏｎｖ)可
以有效地降低模型的参数量和浮点计算量ꎬ因此常常

作为轻量化模型的基本组件之一ꎮ 考虑到深度可分

离卷积的优势ꎬ本文将其引入 ＵＬＲＴＳ￣Ｎｅｔ 中代替标准

卷积ꎬ在降低模型复杂度的同时也保持了特征提取能

力ꎮ 其中ꎬＤＳＣＭ 内部包含三个基本组件ꎬ第一个组

件是一个卷积核大小为 １×１ 的卷积组合(１×１ Ｃｏｎｖ￣
ＢＮ￣ＲｅＬＵ)ꎬ将 ＤＳＣＭ 输入特征的通道数(Ｍ)压缩到

ＤＳＣＭ 输出特征通道数(Ｎ)的四分之一ꎬ以节省运

算成本ꎮ 第二个和第三个组件都是卷积核大小为

３×３ 的深度可分离卷积组合 ( ３ × ３ ＤＳＣｏｎｖ￣ＢＮ￣
ＲｅＬＵ)ꎬ用于降低计算成本并提取非线性特征ꎮ 通

过第三个组件ꎬ特征通道数被重新恢复到 Ｎꎮ 模块

结构如图 １(ａ)所示ꎮ
１.２.４　 多级语义特征融合模块

在编解码器结构中ꎬ跳跃连接通过将浅层特征与

深层特征连接起来ꎬ有效解决了特征信息丢失的问题ꎮ
然而ꎬ由于浅层特征与深层特征之间存在语义差距ꎬ本
文提出了一种多级语义特征融合模块(Ｍｕｌｔｉ￣Ｌｅｖｅｌ Ｓｅ￣
ｍａｎｔｉｃ Ｆｅａｔｕｒｅ Ｆｕｓｉｏｎ ＭｏｄｕｌｅꎬＭＬ￣ＳＦＦＭ)ꎬ旨在缩小浅

层与深层特征之间的语义差距ꎮ ＭＬ￣ＳＦＦＭ 内部包含五

个组件和一个特征相加融合操作ꎬ第一个组件是一个
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卷积核大小为 １×１ 的卷积组合(１×１ Ｃｏｎｖ￣ＢＮ￣ＲｅＬＵ)ꎬ
用于将ＭＬ￣ＳＦＦＭ 输入特征的通道数(６４)压缩到 ８ꎬ显
著降低了计算复杂度ꎮ 第 ２~４ 组件是三个卷积核大小

为 ３× ３ 的深度可分离卷积组合(３ × ３ ＤＳＣｏｎｖ￣ＢＮ￣
ＲｅＬＵ)ꎬ用于提取特征和强化输入特征的语义级别ꎮ

通过特征相加操作ꎬ将第 ２~４ 个组件的输出特征进行

融合ꎬ保留了前三层的重要特征信息ꎮ 最后ꎬ通过一个

卷积核大小为 １×１ 的卷积组合(１×１ Ｃｏｎｖ￣ＢＮ￣ＲｅＬＵ)ꎬ
对融合后的特征进行跨通道融合ꎬ增强特征的表征能

力ꎮ 模块结构如图 １(ｂ)所示ꎮ

图 ２　 空间注意力和通道注意力模块结构图

１.２.５　 多尺度特征融合模块

空洞空间金字塔池化 (Ａｔｒｏｕｓ Ｓｐａｔｉａｌ Ｐｙｒａｍｉｄ
ＰｏｏｌｉｎｇꎬＡＳＰＰ)模块[３２]已经广泛用于提取多尺度特

征信息ꎮ 为了解决 ＡＳＰＰ 模块中膨胀率较大导致的

卷积层分支稀疏的问题ꎬ本文提出了 ＳＡＳＰＰ￣ｘ 模

块ꎬ将多个具有相同膨胀率(ｘ)的膨胀卷积串联起

来ꎬ以代替单一膨胀率较大的膨胀卷积ꎬ从而获得更

大的感受野ꎮ ＳＡＳＰＰ￣３ 有四个并行分支ꎬ其中一个

分支直接输出特征ꎬ另外三个分支分别串联 １、２ 和

３ 个膨胀率为 ３ 的卷积组合(３×３ Ｃｏｎｖ￣ＢＮ￣ＲｅＬＵꎬ
ｄｉｌａｔｉｏｎ ＝ ３)ꎮ 模块结构见图 １(ｃ)中所框区域ꎮ

ＭＳＦＦＭ￣３ 由 ＤＳＣＭ、ＳＡＳＰＰ￣３ 模块和卷积核大

小为 １×１ 的卷积组合(１×１ Ｃｏｎｖ￣ＢＮ￣ＲｅＬＵ)组成ꎮ
首先ꎬＤＳＣＭ 用于提取和强化语义特征ꎬ随后通过

ＳＡＳＰＰ￣３ 模块进行多尺度特征的提取ꎬ以获得更大

的感受野ꎮ 最后ꎬ通过卷积核大小为 １×１ 的卷积组

合(１×１ Ｃｏｎｖ￣ＢＮ￣ＲｅＬＵ)进行多尺度特征信息的整

合ꎬ并将内部特征通道数进行升维ꎮ 模块结构如

图 １(ｃ)所示ꎬ其中ꎬＭＳＦＦＭ￣３ 和 ＭＳＦＦＭ￣５ 的区别在

于它们的膨胀率分别被设置为 ３ 和 ５ꎮ
１.２.６　 空间注意力和通道注意力模块

本文引入了两种经典的注意力模块ꎬ分别是空

间注意力 ( Ｓｐａｔｉａｌ Ａｔｔｅｎｔｉｏｎꎬ ＳＡ) 和通道注意力

(Ｃｈａｎｎｅｌ ＡｔｔｅｎｔｉｏｎꎬＣＡ)ꎮ 在皮肤镜临床图像中ꎬ通
常存在多种干扰噪声和大量冗余的浅层特征ꎬ这些

噪声可能会严重影响模型对皮肤病变区域进行准确

分割ꎮ 而这两种注意力模块将帮助 ＵＬＲＴＳ￣Ｎｅｔ 分
别从空间和通道两个维度来关注重要的特征ꎮ

ＳＡ 被添加在编码器浅层子模块(ＤＳＣＭ２)的特

征跳跃连接路径上ꎬ由于该路径含有大量冗余的背

景噪声ꎬ因此采用 ＳＡ 来过滤掉这些背景噪声ꎮ 假

设给定 ＳＡ 的输入特征图 Ｆ１∈ＲＨ×Ｗ×Ｃꎬ分别在通道维

度上进行一次全局最大池化操作和一次全局平均池

化操作ꎬ并将结果进行特征拼接ꎬ得到特征图 Ｆ２∈
ＲＨ×Ｗ×２ꎮ 然后使用一个卷积核大小为 ７×７ 的卷积对

Ｆ２ 进行特征提取ꎬ并将通道数减少到 １ꎬ得到特征图

Ｆ３∈ＲＨ×Ｗ×１ꎮ 随后ꎬ通过 Ｓｉｇｍｏｉｄ 函数进行激活ꎬ得
到空间注意力权重ꎮ 最终ꎬ将空间注意力权重和输

入特征 Ｆ１ 相乘ꎬ得到经过空间重标定后的特征图

ＳＦ∈ＲＨ×Ｗ×Ｃꎮ 模块结构如图 ２(ａ)所示ꎮ
ＣＡ 被添加在三个深层子模块(ＤＳＣＭ３、ＭＳＦＦＭ￣３

和 ＭＳＦＦＭ￣５)输出特征的跨通道特征融合步骤之

后ꎬ旨在减少因通道数压缩而可能造成的重要语义

特征丢失ꎮ 在假设给定 ＣＡ 的输入特征图 Ｆ２ ∈
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ＲＨ×Ｗ×Ｃ的基础上ꎬ分别进行一次全局最大池化和全

局平均池化ꎬ将 Ｆ２ 的空间维度压缩为 １ꎬ得到两个

大小为 Ｒ１×１×Ｃ的通道特征ꎮ 随后ꎬ将两个通道特征

分别输入到一个共享的多层感知机中进行特征提

取ꎬ然后将提取后的特征相加ꎬ并通过 Ｓｉｇｍｏｉｄ 函数

进行激活ꎬ从而得到通道注意力权重ꎮ 最终将通道

注意力权重和 Ｆ２ 进行相乘ꎬ得到经过通道重标定的

特征图 ＣＦ∈ＲＨ×Ｗ×Ｃꎮ 模块结构见图 ２(ｂ)ꎮ

２　 实验与结果

２.１　 实验环境

本文的实验环境是 ＰｙＴｏｒｃｈ 框架 １.７.１ 版ꎬＩＤＥ
是 ＰｙＣｈａｒｍꎬ测试平台是一台装有 Ｉｎｔｅｌ® Ｘｅｏｎ®

Ｐｌａｔｉｎｕｍ ８３５８Ｐ ＣＰＵ 和 ＮＶＩＤＩＡ ＲＴＸ Ａ５０００ ＧＰＵ 的

计算机ꎮ 使用这两个皮肤病数据集进行训练时ꎬ均
使用 Ａｄａｍ 优化器ꎬ超参数设置情况相同:ｂｅｔａｓ 为

(０.９ꎬ０.９９)ꎬ初始学习率为 ０.００１ꎬ学习率三段式均

匀下 降ꎬ 衰 减 率 为 ０. １ꎬ 训 练 的 Ｅｐｏｃｈ 为 ６０ꎮ
ＩＳＩＣ２０１６ 和 ＰＨ２ 的 Ｂａｔｃｈ ｓｉｚｅ 分别设置为 ５ 和 ４ꎬ所
使用的损失函数为 Ｌｏｖａｓｚ ｈｉｎｇｅ ｌｏｓｓ[３３]ꎮ
２.２　 评估指标

本文所使用的图像分割评价指标包括:准确性

(Ａｃｃ)、Ｄｉｃｅ 系数(ＤＣ)和 Ｊａｃｃａｒｄ 相似系数( ＪＩ)ꎬ它
们具体计算公式如下:

ＡＣＣ＝ ＴＰ＋ＴＮ
ＴＰ＋ＴＮ＋ＦＮ＋ＦＰ

(１)

ＤＣ＝ ２×ＴＰ
２×ＴＰ＋ＦＮ＋ＦＰ

(２)

ＪＩ ＝ ＴＰ
ＴＰ＋ＦＮ＋ＦＰ

(３)

式中:真阳性(Ｔｒｕｅ ＰｏｓｉｔｉｖｅꎬＴＰ)是病变区域被正确

识别为病变区域的像素数ꎻ真阴性(Ｔｒｕｅ Ｎｅｇａｔｉｖｅꎬ
ＴＮ)是非病变区域被正确识别为非病变区域的像素

数ꎻ假阳性(Ｆａｌｓｅ ＰｏｓｉｔｉｖｅꎬＦＰ)是非病变区域被错误

地识 别 为 病 变 区 域 的 像 素 数ꎻ 假 阴 性 ( Ｆａｌｓｅ
ＮｅｇａｔｉｖｅꎬＦＮ)是病变区域被错误地识别为非病变区

域的像素数ꎮ
为了更全面的评估 ＵＬＲＴＳ￣Ｎｅｔ 的推理速度ꎬ本

文在三个不同算力平台中对其进行测试ꎬ分别是

ＮＶＩＤＩＡ ＲＴＸ ２０８０Ｔｉ ＧＰＵ、ＮＶＩＤＩＡ ＲＴＸ Ａ５０００ ＧＰＵ
和 Ｘｅｏｎ (Ｒ) Ｐｌａｔｉｎｕｍ ８３５８Ｐ ＣＰＵꎬ并以每秒帧数

(ＦＰＳ)为单位ꎮ
２.３　 结果与分析

２.３.１　 与先进的方法比较

表 １ 展示了 ＵＬＲＴＳ￣Ｎｅｔ 与其他皮肤病变分割方

法在两个皮肤病变公开数据集(ＰＨ２ 和 ＩＳＩＣ２０１６)
的综合比较结果ꎬ包括模型分割性能、模型复杂度以

及模型推理速度ꎮ 本文方法的分割性能指标是在

ＲＴＸ Ａ５０００ ＧＰＵ 上评估的ꎬ而其他皮肤病变分割方

法的 ＦＰＳ 指标均在 ＲＴＸ ２０８０Ｔｉ ＧＰＵ 上进行推理速

度的测试ꎮ 为了保持一致ꎬ本文将 ＵＬＲＴＳ￣Ｎｅｔ 部署

到 ＲＴＸ ２０８０Ｔｉ ＧＰＵ 上进行推理速度的测试ꎮ
表 １　 ＵＬＲＴＳ￣Ｎｅｔ 与其他皮肤病变分割方法的综合比较

Ｄａｔａｓｅｔ Ｍｅｔｈｏｄｓ
Ｓｅｇｍｅｎｔａｔｉｏｎ Ｐｅｒｆｏｒｍａｎｃｅ

ＪＩ / ％ ＤＣ / ％ Ａｃｃ / ％

Ｍｏｄｅｌ Ｃｏｍｐｌｅｘｉｔｙ

Ｐａｒａｍｓ / Ｍ ＧＦＬＯＰｓ
Ｉｎｆｅｒｅｎｃｅ
Ｓｐｅｅｄ / ＦＰＳ

ＨＲＣ￣Ｎｅｔ[１３] ８７.０６ ９３.０５ ９５.２０ ２５ ５０ —
ＥＤＬＭ[１６] ８５.３４ ９１.８１ ９４.５２ ４５ ５１ ４０
ＤＳＮｅｔ[２４] ８７.１５ ９１.９７ ９４.８２ １０ ３５ ５７

ＭＢ￣ＤＣＮＮ[１７] ８７.１２ ９３.２５ ９５.８７ ５３ ５５ ３６
ＰＨ２ ＭＦ２￣Ｎｅｔ[２６] ８９.００ ９４.００ ９６.００ １.１７ — —

Ｓ￣Ｕｎｅｔ[２５] ８８.８１ ９３.０２ ９５.９２ ２０ ３７ ４６
ＯＲＥＤ￣Ｎｅｔ[２１] ８４.００ ９１.００ ９４.００ — — —
Ｍ￣ＳｅｇＮｅｔ[２２] ８７.００ ９３.００ ９６.００ — — —
ＵＬＲＴＳ￣Ｎｅｔ ８９.９５ ９２.９５ ９５.６７ ０.４１ １.５１ １３３

ＳＢＰＳ[１８] ８４.３４ ９０.４２ ９４.９６ ４２ ４１ ４１
ＥＩＵ￣Ｎｅｔ[２０] ８５.５０ ９１.９０ ９５.９０ — — —
Ｓ￣Ｕｎｅｔ[２５] ８４.２７ ８９.９５ ９５.６７ ２０ ３７ ４２

ＩＳＩＣ ＣＰＦＮｅｔ[１９] ８３.８１ ９０.２３ ９５.０９ ４３ １６ ５８
２０１６ ＦＡＴ￣Ｎｅｔ[１４] ８５.３０ ９１.５９ ９６.０４ ３０ ２３ ４４

ＤＡＧＡＮ[１５] ８４.４２ ９０.８５ ９５.８２ ５６ ６２ ３２
ＤＣＳＡＵ￣Ｎｅｔ[２３] ８５.３０ ９１.４０ ９５.７０ — — —
ＵＬＲＴＳ￣Ｎｅｔ ８５.７８ ９１.３６ ９５.５８ ０.４１ １.５１ １３３
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　 　 如表 １ 所示ꎬＵＬＲＴＳ￣Ｎｅｔ 分别在 ＩＳＩＣ２０１６ 和

ＰＨ２ 数据集上取得了最高的 ８５.７８％ＪＩ 和 ８９.９５％ＪＩꎬ
相较于其他皮肤病变分割方法表现出了强大的竞争

力ꎮ 此外ꎬ 在 ＲＴＸ ２０８０ 算力平台上进行测试ꎬ
ＵＬＲＴＳ￣Ｎｅｔ 以 １３３ ＦＰＳ 的速度显著领先于其他皮肤

病变分割方法ꎮ 具体而言ꎬＵＬＲＴＳ￣Ｎｅｔ 比 ＤＳＮｅｔ 快
大约 ２.３ 倍ꎬ比 ＤＡＧＡＮ 更是快了大约 ４.１ 倍ꎮ 在模

型复杂度方面ꎬＵＬＲＴＳ￣Ｎｅｔ 仅需 ０.４１Ｍ 的模型参数

量和 １.５１ ＧＦＬＯＰｓꎬ同样远低于其他皮肤病变分割

模型ꎮ ＵＬＲＴＳ￣Ｎｅｔ 的模型参数量比 ＭＦ２￣Ｎｅｔ ( １.
１７Ｍ)少了约 ２.８ 倍ꎬ更是比 ＭＢ￣ＤＣＮＮ(５３Ｍ)少了

约 １２９ 倍ꎮ 所提方法以较低的计算成本实现快速且

准确的分割ꎬ优于其他皮肤病变分割方法ꎮ
表 ２ 展示了 ＵＬＲＴＳ￣Ｎｅｔ 与七个经典图像分割模

型在 ＩＳＩＣ２０１６ 数据集上的综合比较结果ꎬ包括模型分

割性能、模型复杂度以及模型推理速度ꎮ 为了确保公

平比较ꎬ所有的实验都是在与 ＵＬＲＴＳ￣Ｎｅｔ 相同的计算

环境和数据增强方法下进行ꎮ 其中ꎬ所有模型的分割

性能均在 ＲＴＸ Ａ５０００ ＧＰＵ 上评估ꎬ而 ＦＰＳ 指标分别

在 ＲＴＸ Ａ５０００ ＧＰＵ 和 ８３５８Ｐ ＣＰＵ 上测试ꎮ
从表 ２ 中的实验结果可以看出ꎬＵＬＲＴＳ￣Ｎｅｔ 在分

割精度和 ＧＦＬＯＰｓ 方面相较于七个经典图像分割模

型都表现出明显的优势ꎮ 其次ꎬ在模型参数量方面ꎬ
ＵＬＲＴＳ￣Ｎｅｔ 虽略多于实时分割模型 ＥＮｅｔꎬ但远少于其

余六个分割模型ꎮ 最后ꎬＵＬＲＴＳ￣Ｎｅｔ 在 ＲＴＸ Ａ５０００
ＧＰＵ 上的推理速度明显快于所有经典模型ꎻ而在低

算力平台 ８３５８Ｐ ＣＰＵ 上ꎬＵＬＲＴＳ￣Ｎｅｔ 的推理速度虽然

低于 ＥＮｅｔꎬ但远快于其余六个经典分割模型ꎮ
表 ２　 ＵＬＲＴＳ￣Ｎｅｔ 与七个经典图像分割模型的综合比较

Ｍｅｔｈｏｄｓ
Ｓｅｇｍｅｎｔａｔｉｏｎ Ｐｅｒｆｏｒｍａｎｃｅ

ＪＩ / ％ ＤＣ / ％ Ａｃｃ / ％
Ｍｏｄｅｌ Ｃｏｍｐｌｅｘｉｔｙ

Ｐａｒａｍｓ / Ｍ ＧＦＬＯＰｓ
Ｉｎｆｅｒｅｎｃｅ Ｓｐｅｅｄ / ＦＰＳ

ＲＴＸ Ａ５０００ ８３５８Ｐ
Ｕ￣Ｎｅｔ[１０] ８２.６１ ８９.４７ ９４.８６ ３１ ３５ ６８ １.２２
ＥＮｅｔ[２２] ８４.０２ ９０.４２ ９５.１２ ０.３４ ３.７８ １２５ ２４.３１
ＳｅｇＮｅｔ[３４] ８２.８０ ８９.８１ ９４.６６ ７ ３５９ ６７ １.７６
ＵＮｅｔ＋＋[３５] ８３.２７ ９０.０２ ９５.１１ ３７ １０６ ４３ ０.４８
Ａｔｔ￣ＵＮｅｔ[３６] ８２.７０ ８９.６８ ９４.８６ ３５ ５１ ６６ １.０５
ＵＮｅｔ３＋[３７] ８３.７１ ９０.４６ ９５.２４ ２７ １５２ ３６ ０.３０
Ｕ２Ｎｅｔ[３８] ８４.１８ ９０.７５ ９５.０９ ４４ ２９ ３７ １.１１
ＵＬＲＴＳ￣Ｎｅｔ ８５.７８ ９１.３６ ９５.５８ ０.４１ １.５１ １６９ １４.２８

图 ３　 不同主流分割网络的分割可视化结果比较

　 　 图 ３ 展示了 ＵＬＲＴＳ￣Ｎｅｔ 和其他七种经典图像分

割模型的分割效果ꎬ其中ꎬ黑色曲线是真实标签中的

病灶区域边界ꎬ而灰色曲线则是各个模型分割结果

的病灶区域边界ꎮ 图 ３ 的可视化分割结果直观地展

示了 ＵＬＲＴＳ￣Ｎｅｔ 在准确分割皮肤病变区域方面有

着显著优势ꎮ 在对比前 ３ 张皮肤病变图像的各模型

分割结果时ꎬ可以清晰地观察到ꎬＵＬＲＴＳ￣Ｎｅｔ 在克服

皮肤图像中的几种常见干扰方面表现更为出色ꎬ如

黑圈、皮肤色素暗斑等ꎬ能够实现较为准确的皮肤病

变分割ꎮ 第 ４ 张皮肤病变图像的分割结果体现了

ＵＬＲＴＳ￣Ｎｅｔ 的鲁棒性ꎬ在处理大小和形状呈现极端

变化的皮肤病变区域时ꎬ分割结果更接近真实标签ꎮ
２.３.２　 消融实验

表 ３ 展示了对 ＵＬＲＴＳ￣Ｎｅｔ 中的两个注意力模块

进行消融实验的结果ꎮ 在实验 １ 中ꎬ去掉了 ＵＬＲＴＳ￣
Ｎｅｔ 中的两个注意力模块ꎬ作为基线模型与后续实
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验进行对照ꎮ 接着ꎬ实验 ２ 和实验 ３ 在实验 １ 的基

础上分别添加 ＳＡ 和 ＣＡꎮ 实验 ４ 交换了 ＵＬＲＴＳ￣Ｎｅｔ
中两个注意力模块的位置ꎬ而实验 ５ 则将两个注意

力模块添加在本文设计的位置上ꎮ 所有消融实验的

指标都是在 ＲＴＸ Ａ５０００ ＧＰＵ 上进行评估和测试ꎮ
实验 １ ~ ３ 的结果表明ꎬ与基线模型相比ꎬ在

ＵＬＲＴＳ￣Ｎｅｔ 中分别添加 ＳＡ 或 ＣＡ 后都取得了不同

程度的性能提升ꎬ并且只增加了相当有限的计算

成本和推理时间ꎮ 其中ꎬＤＳＣＭ２ 的输出特征中包

含着大量的背景噪声ꎬ这些噪声可能会干扰后续

的特征提取和解码ꎮ 在 ＤＳＣＭ２ 后添加 ＳＡ 有助于

过滤这些噪声ꎬ并增强模型对重要特征的学习能

力ꎮ 将 ＣＡ 放在 ＤＳＣＭ３、ＭＳＦＦＭ￣３ 和 ＭＳＦＦＭ￣５ 之

后ꎬ三个子模块的输出特征经过跨通道融合ꎬ再通

过 ＣＡ 重新进行通道加权ꎬ从而减少因压缩通道数

而丢失的重要通道信息ꎮ 同时ꎬ实验 ４ 和 ５ 的结果

进一步证明了本文选择的注意力安放位置是合理

的ꎮ 对比 实 验 ２、 实 验 ３ 和 实 验 ５ 的 结 果ꎬ 在

ＵＬＲＴＳ￣Ｎｅｔ 中同时使用这两个注意力能够获得最

大的性能提升ꎮ
表 ３　 ＵＬＲＴＳ￣Ｎｅｔ 中注意力的消融实验结果

Ｍｅｔｈｏｄ Ａｔｔｅｎｔｉｏｎ ｉｎ ＵＬＲＴＳ￣Ｎｅｔ ＪＩ / ％ Ｐａｒａｍｓ / Ｍ ＧＦＬＯＰｓ ＦＰＳ

１ Ｎｏｎｅ ８４.２０ ０.４０５ １.５１ １９２
２ ＳＡ ８４.８９ ０.４０５ １.５１ １８７
３ ＣＡ ８５.２３ ０.４０７ １.５１ １８４
４ ＳＡ＋ＣＡ ８４.５５ ０.４０６ １.５１ １７８
５ ＣＡ＋ＳＡ ８５.７８ ０.４０７ １.５１ １６９

　 　 表 ４ 展示了对 ＵＬＲＴＳ￣Ｎｅｔ 中的三个核心模块进

行消融实验的结果ꎮ 在实验 １ 中ꎬＵＬＲＴＳ￣Ｎｅｔ 编码器

和跳跃连接处的所有子模块都使用了两个连续的卷

积核大小为 ３×３ 的卷积组合(３×３ Ｃｏｎｖ￣ＢＮ￣ＲｅＬＵ￣３×
３ Ｃｏｎｖ￣ＢＮ￣ＲｅＬＵ)ꎬ简记为 ＤＣꎮ 在实验 ２ 中ꎬＵＬＲＴＳ￣
Ｎｅｔ 编码器和跳跃连接处的所有子模块均使用 ＤＳＣＭ
来提取特征ꎮ 实验 ３ 在实验 ２ 的基础上ꎬ将编码器最

后两个子模块替换成 ＭＳＦＦＭ￣３ꎮ 而实验 ４ 在实验 ３
的基础上ꎬ将编码器最后一个 ＭＳＦＦＭ￣３ 子模块替换

成 ＭＳＦＦＭ￣５ꎮ 实验 ５ 则是在实验 ４ 的基础上ꎬ将跳跃

连接处的子模块替换为 ＭＬ￣ＳＦＦＭꎮ 实验 １ 和 ２ 的结

果表明ꎬ相比于常见的 ＤＣ 组合ꎬ提出的 ＤＳＣＭ 模块

虽然在一定程度上降低了分割性能ꎬ但是显著降低

ＵＬＲＴＳ￣Ｎｅｔ 的模型复杂度ꎮ
对比实验 ２ 和实验 ３ 的结果可以看出ꎬＭＳＦＦＭ￣３

子模块虽然增加了一定的计算成本ꎬ但却在分割精度

上取得显著提升ꎮ 这是因为其内部的 ＳＡＳＰＰ 模块能

够有效扩大模型的感受野ꎬ提取到丰富的多尺度特征

信息ꎬ使模型能够学习到上下文信息ꎬ从而提高模型

的分割性能ꎮ 实验 ３ 和 ４ 的结果证明了 ＭＳＦＦＭ￣５ 的

有效性ꎬ其内部的膨胀卷积具有更大的膨胀率ꎬ为
ＵＬＲＴＳ￣Ｎｅｔ 提供了更大的感受野ꎬ从而带来更好的性

能增益ꎮ 实验 ４ 和实验 ５ 的结果证明了 ＭＬ￣ＳＦＦＭ 的

有效性ꎬ该模块通过对编码器的浅层特征进行语义强

化ꎬ缩小了与深层特征之间的语义差距ꎬ从而有效地

提高了 ＵＬＲＴＳ￣Ｎｅｔ 的分割性能ꎮ
表 ４　 ＵＬＲＴＳ￣Ｎｅｔ 中三个核心模块的消融实验结果

Ｍｅｔｈｏｄ Ｓｕｂ￣ｍｏｄｕｌｅｓ ｉｎ ＵＬＲＴＳ￣Ｎｅｔ Ｓｋｉｐ ＪＩ(％) Ｐａｒａｍｓ(Ｍ) ＧＦＬＯＰｓ ＦＰＳ

１ ＤＣ×５ ＤＣ ８４.１１ ０.９５９ ４.２１ ２４５
２ ＤＳＣＭ×５ ＤＳＣＭ ８３.５９ ０.１０７ ０.５６ ２３０
３ ＤＳＣＭ×３＋ＭＳＦＦＭ￣３×２ ＤＳＣＭ ８４.６３ ０.４０６ １.５０ １８８
４ ＤＳＣＭ×３＋ＭＳＦＦＭ￣３＋ＭＳＦＦＭ￣５ ＤＳＣＭ ８５.４８ ０.４０６ １.５０ １７５
５ ＤＳＣＭ×３＋ＭＳＦＦＭ￣３＋ＭＳＦＦＭ￣５ ＭＬ￣ＳＦＦＭ ８５.７８ ０.４０７ １.５１ １６９

３　 讨论

经典轻量级图像分割模型 ＥＮｅｔ 被应用于皮肤

病变图像分割中ꎬ但其在皮肤病变图像上的分割性

能相较于目前主流的皮肤病变分割方法仍有明显差

距ꎮ 此外ꎬ现有基于深度学习的皮肤病变分割方法

往往存在实时推理速度较慢的问题ꎮ 针对以上方法

的不足ꎬ本文提出了一种新颖的实时皮肤病变分割

网络ꎬ旨在以较低的模型复杂度实现快速而准确的

分割ꎬ并在公开数据集上验证了该模型的实时性和

准确性ꎮ 与其他先进的皮肤病变分割方法相比ꎬ
ＵＬＲＴＳ￣Ｎｅｔ 在模型复杂度和推理速度上具有显著的

优势ꎬ并保持了有竞争力的皮肤病变分割精度ꎮ 此

外ꎬ与常见的经典分割模型相比ꎬＵＬＲＴＳ￣Ｎｅｔ 在处理

皮肤病变图像中常见的几种干扰时ꎬ展现出更高的

可靠性和鲁棒性ꎬ其分割结果更接近真实标签ꎮ 最
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终ꎬ消融实验进一步验证了 ＵＬＲＴＳ￣Ｎｅｔ 各个模块的

有效性以及改进方法的合理性ꎮ

４　 总结与展望

为了改善皮肤病变分割模型分割精度差、模型

复杂度高和推理速度慢的问题ꎬ提出了一种超轻量

实时分割网络ꎮ 该模型采用了相对轻量的编解码网

络架构ꎬ并使用深度可分离卷积代替了标准卷积ꎬ大
大降低了模型复杂度以及计算量ꎮ 其次ꎬ为了缩小

浅层特征与深层特征之间的语义差距ꎬ在跳跃连接

处设计了一个多级语义特征融合模块ꎮ 此外ꎬ提出

了多尺度特征融合模块ꎬ通过增加模型的感受野来

增强模型对上下文信息的学习能力ꎮ 最后ꎬ通过引

入了空间注意力和通道注意力ꎬ进一步增强了模型

对重要特征的学习能力ꎮ
本研究的局限性在于:尽管 ＵＬＲＴＳ￣Ｎｅｔ 在降低

模型复杂度和提升推理速度方面取得了显著进展ꎬ
实现了精准的皮肤病变图像分割效果ꎬ但其在 ＣＰＵ
上的推理速度仍有提升空间ꎮ 未来的研究将继续考

虑对模型进行更深入的轻量化改进ꎬ在不牺牲分割

精度的前提下ꎬ提高模型在 ＣＰＵ 上的推理速度ꎮ
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