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多尺度时空卷积结合 Ｔｒａｎｓｆｏｒｍｅｒ 的
脑电情绪分类算法研究

钟献彪１ꎬ２ꎬ王俊青２ꎬ任飞廉２ꎬ童澄达２ꎬ侯振中２ꎬ赵兴群１ꎬ２∗

(１.无锡太湖学院物联网工程学院ꎬ江苏 无锡 ２１４０６３ꎻ２.东南大学生物科学与医学工程学院ꎬ江苏 南京 ２１００９６)

摘　 要:基于脑电的情绪识别分类算法通常需要大量电极通道以获得良好的分类性能ꎬ然而这限制了其在实际应用中的灵活

性ꎮ 基于多尺度时间卷积及空间卷积ꎬ结合通道注意力和 Ｔｒａｎｓｆｏｒｍｅｒ 编码器模块ꎬ提出了一种混合模型(ＭＴＳＡＣＴ)ꎬ能够基于

少数通道的脑电信号进行情绪分类ꎮ 提出的算法在 ＤＲＥＡＭＥＲ 公开数据集和使用自研设备采集的数据集上开展了受试内、
混合被试 ２ 种条件下的实验ꎬ在两个情绪维度上均取得 ９５％以上的平均分类准确度ꎮ 最后探索了 ＥＥＧ 各频带的贡献度以及

对模型进行可解释化工作ꎬ这些结果表明ꎬ利用额叶和颞叶的 ６ 个脑电通道足以实现高分类准确度ꎮ
关键词:情绪识别ꎻ脑电ꎻ深度学习ꎻ少数通道ꎻ可视化
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　 　 情绪具有高度的主观性ꎬ理解并预测人类情感

状态ꎬ对抑郁等疾病的诊断有重要价值[１]ꎮ 常见的

情绪识别模型有离散和维度模型ꎮ 离散模型的代表

是 Ｅｋｍａｎ 离散情绪模型ꎬ将情绪划分为惊讶、恐惧、
喜悦、悲伤、愤怒、厌恶 ６ 种离散的情绪[２]ꎮ 维度模

型的代表是 Ｒｕｓｓｅｌｌ[３] 提出的 Ｖ－Ａ 二维空间模型ꎬ
其中ꎬＶ 代表效价维度(Ｖａｌｅｎｃｅ)ꎬ区分积极和消极

情绪ꎬＡ 代表唤醒维度(Ａｒｏｕｓａｌ)ꎬ衡量情感的强烈

程度ꎮ 脑电信号可直接捕获大脑皮层的电活动ꎬ是
情感计算领域广泛使用的一种生理信号[４－５]ꎮ

传统的基于脑电的情绪识别方法大多依赖于手

工提取特征ꎬ需要复杂的预处理ꎮ Ｄｕａｎ 等[６] 在

ＳＥＥＤ 数据集上采用微分熵来挖掘与情绪相关的特

征ꎬ在三分类受试者依赖的任务上取得 ８４.２２％的分

类准确率ꎮ Ｌｉｕ 等[７]通过 ＥＭＤ 将 ＥＥＧ 信号分解为

本征模态分量ꎬ从多维信息中提取 Ｌｅｍｐｅｌ￣Ｚｉｖ 复杂

度等特征ꎬ 在 Ｖａｌｅｎｃｅ 和 Ａｒｏｕｓａｌ 维度分别取得

８４.４６％和 ８４.９０％的分类准确度ꎮ
深度学习由于具有端到端的特性ꎬ近年来在情

绪识别领域应用广泛[８]ꎮ Ｔａｏ 等[９] 提出一种基于
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ＣＮＮ 和 ＬＳＴＭ 的模型ꎬ结合通道注意力和拓展自注

意力机制的网络结构 ＡＣＲＮＮꎬ在 Ｄｅａｐ 数据集上取

得了 ９２.７４％(Ｖａｌｅｎｃｅ)、９３.１４％(Ａｒｏｕｓａｌ)的分类准

确度ꎮ Ｄｉｎｇ 等[１０] 提出 ＴＳｃｅｐｔｉｏｎ 模型ꎬ结合动态时

间层和不对称空间层ꎬ有效捕获 ＥＥＧ 中的多尺度时

间信息和空间不对称性ꎮ Ｓｏｎｇ 等[１１] 提出了 ＥＥＧ
Ｃｏｎｆｏｒｍｅｒ 的新型神经网络ꎬ结合了 ＣＮＮ 和 Ｔｒａｎｓ￣
ｆｏｒｍｅｒꎬ用于运动想象的左右手分类任务和情感识

别任务ꎮ
然而ꎬ目前基于脑电的情绪识别主要依赖 ３２ 导

联或更多的电极通道ꎬ需要较为复杂和耗时的电极

准备过程ꎬ容错率低ꎬ降低了实验的可重复性ꎻ此外ꎬ
尽管使用深度学习进行分类的方法避免了手动提取

复杂特征的过程ꎬ但在少数通道脑电上的情绪识别

上分类准确率有待进一步提升ꎬ因此ꎬ本研究的主要

工作如下:①为充分挖掘少数通道脑电信号包含的

情感信息ꎬ提出了多尺度时空卷积结合 Ｔｒａｎｓｆｏｒｍｅｒ
的混合模型ꎻ②为证明提出模型有效性ꎬ对各个模块

开展了对比试验、消融实验等工作ꎻ③针对深度学习

模型解释性不足的问题ꎬ开展了特征及模型的可视

化工作ꎮ

１　 材料与方法

１.１　 模型结构

本文将提出的多尺度时空卷积结合 Ｔｒａｎｓｆｏｒｍｅｒ
编码器的混合模型命名为 ＭＴＳＡＣＴ (Ｍｕｌｔｉ￣ｓｃａｌｅ
Ｔｅｍｐｏｒａｌ￣Ｓｐａｔｉａｌ Ａｔｔｅｎｔｉｏｎ￣ｂａｓｅｄ Ｃｏｎｖｏｌｕｔｉｏｎａｌ ａｎｄ
Ｔｒａｎｓｆｏｒｍｅｒ ｎｅｔｗｏｒｋ)ꎬ它由多尺度时间卷积模块、空
间卷积模块、通道注意力模块、基于 Ｔｒａｎｓｆｏｒｍｅｒ 编

码器的自注意力模块ꎬ以及 １ 层全连接层组成ꎬ输出

经 Ｓｏｆｔｍａｘ 变换后映射为 ２ 类或 ４ 类情绪ꎬ模型的整

体结构如图 １ 所示ꎮ

图 １　 基于多尺度时空卷积和 Ｔｒａｎｓｆｏｒｍｅｒ 编码器的 ＭＴＳＡＣＴ 模型整体架构图

　 　 表 １ 是时间卷积和空间卷积层的卷积核、输入

输出通道数等参数表ꎬ层与层之间通过批量归一化

和 ＥＬＵ 激活函数进行连接ꎮ
表 １　 卷积层部分各个卷积层和卷积核的尺寸表

网络层 输入 输出 卷积核

多尺度时间卷积 １ ４０×３
(１ꎬＦｓ / ２)
(１ꎬＦｓ / ４)
(１ꎬＦｓ / ８)

通道注意力模块 ４０×３ ４０×３ (１ꎬＫ)
空间卷积 Ｓ１ ４０×３ ４０ (Ｃｈａｎｎｅｌꎬ１)
平均池化 ４０ ４０ (１ꎬ３５)

１×１ 卷积 Ｓ２ ４０ １６ (１ꎬ１)
分组卷积 Ｓ３ １６ １６ (１ꎬ１)
１×１ 卷积 Ｓ４ １６ ４０ (１ꎬ１)

　 　 在 ＥＥＧ 序列的编解码中ꎬ输入数据的形状通常

为 Ｃ×Ｔꎬ 其中 Ｃ 是脑电电极通道数量ꎬＴ 是所使用

的脑电序列的长度ꎮ 对于基于 Ｔｒａｎｓｆｏｒｍｅｒ 编码器

的自注意力模块ꎬ多头注意力的头数设置为 １０ꎬ深
度 Ｎ设置为 ６ꎬ表示由 ６ 个同样的自注意力结构堆

叠而成ꎬ嵌入维数设置为 ４０ꎮ 下文将分别介绍模型

各个模块以及它们各自的作用ꎮ
１.１.１　 多尺度时间卷积模块

受到 Ｉｎｃｅｐｔｉｏｎ 架构的启发[１２]ꎬ本文在时间信息

的提取上从宽度入手ꎬ设计了具有不同尺寸卷积核的

并行卷积层ꎬ以从不同的时间尺度上提取 ＥＥＧ 时序

序列的信息ꎮ 卷积核的高度设置为 １ꎬ宽度设置为采

样频率(Ｆｓ)的 １ / ２、１ / ４ 和 １ / ８ꎬ步长设置为 １ꎬ每个卷

积分支应用批量归一化和 ＥＬＵ 激活函数ꎬ以增强模

型的非线性ꎮ 最后所有并行卷积层的输出都在通道

５０１
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维度上拼接在一起ꎬ通过聚合不同时间尺度的信息使

得后续的网络层能够学习到这些特征的组合ꎮ
１.１.２　 通道注意力模块

Ｗａｎｇ 等[１３]提出了一种高效通道注意力模块

ＥＣＡＮｅｔ(Ｅｆｆｉｃｉｅｎｔ Ｃｈａｎｎｅｌ Ａｔｔｅｎｔｉｏｎ Ｎｅｔ)ꎬ与 ＳＥＮｅｔ
(Ｓｑｕｅｅｚｅ￣ａｎｄ￣Ｅｘｃｉｔａｔｉｏｎ Ｎｅｔｗｏｒｋｓ) [１４] 达到了相似的

性能ꎬ但是具有更少的参数量ꎬ是一种不降维的局部

跨通道交互策略ꎮ ＥＣＡＮｅｔ 利用全连接层实现固定

范围内的局部跨通道交互ꎮ 如图 １ 所示ꎬＧＡＰ 代表

全局平均池化ꎬ将 Ｈ×Ｗ×Ｃ的数据压缩为 １×１×Ｃꎬ聚
合了每个通道的特征ꎮ 根据通道维度 Ｃ 的函数自

适应地确定卷积核大小 Ｋꎬ然后进行一维卷积操作ꎬ
接着执行 Ｓｉｇｍｏｉｄ 函数来学习通道注意力ꎮ 卷积核

大小 Ｋ 是决定交互覆盖范围的关键参数ꎬ与通道有

关ꎬ本研究中 Ｋ设置为 ３ꎮ
１.１.３　 空间卷积模块

空间卷积模块的 Ｓ１ 层采用(Ｃｈａｎｎｅｌꎬ１)大小的

卷积核ꎬ来捕获电极通道间复杂的交互关系ꎮ 之后

应用平均池化ꎬ池化窗口为(１ꎬ３５)ꎬ步幅为(１ꎬ５)ꎬ
以平滑时间特征减少计算复杂性ꎮ 在第一层空间卷

积后使用 １×１ 卷积 Ｓ２ 将输入映射到低维度表示ꎬ
再应用分组卷积 Ｓ３ꎬ进一步提取空间信息ꎬ最后应

用 １×１ 卷积 Ｓ４ 将输出维度升到嵌入维数的尺寸ꎮ
层与层之间应用批量归一化层和 ＥＬＵ 激活函数用

于规范输入数据ꎬ加速训练过程ꎮ
１.１.４　 基于 Ｔｒａｎｓｆｏｒｍｅｒ 编码器的自注意力模块

Ｔｒａｎｓｆｏｒｍｅｒ 最初用于自然语言处理任务ꎬ比如

机器翻译等[１５]ꎬ输入序列经过一定数量的编码器层

后ꎬ得到高维的表示ꎮ 此前的空间卷积模块已经提

取到了空间信息ꎬ将重塑后的向量通过线性变换得

到三个等长的三元组ꎬ即查询 (Ｑ)、键 (Ｋ) 和值

(Ｖ)ꎬ通过计算 Ｑ 和 Ｋ 之间的点积ꎬ得到注意力分

数ꎮ 为了避免梯度消失问题ꎬ引入了一个缩放因子

调整ꎮ 注意力分数通过 Ｓｏｆｔｍａｘ 函数进行归一化ꎬ
得到最终的权重矩阵ꎬ并用于对 Ｖ 进行加权ꎬ通过

点积得到加权后的输出ꎬ过程如式(１)所示:

Ａｔｔｅｎｔｉｏｎ(ＱꎬＫꎬＶ)＝ Ｓｏｆｔｍａｘ
ＱＫＴ

ｄｋ

æ

è
ç

ö

ø
÷Ｖ (１)

式中:ｋ表示的键向量 Ｋ 的维度ꎮ 整个注意力计算

在自注意力模块中重复 Ｎ 次ꎮ 此外采用了多头策

略提高表示的多样性ꎬ输入 ｔｏｋｅｎ 被均匀分为 ｈ 个

片段ꎬ分别输入到多个自注意力模块中ꎬ并将结果连

接为模块输出ꎬ过程如式(２)、式(３)所示:
ＭＨＡ(ＱꎬＫꎬＶ) ＝ [ｈｅａｄ０ꎻ􀆺ꎻｈｅａｄｈ－１] (２)

ｈｅａｄｉ ＝Ａｔｔｅｎｔｉｏｎ(ＱｉꎬＫｉꎬＶｉ) (３)

式中:ＭＨＡ 代表多头注意力ꎬ ｉ 代表第 ｉ 个注意力

头ꎬｈｅａｄｉ 表示第 ｉ个注意力头的输出ꎮ
１.２　 数据及预处理

１.２.１　 ＤＲＥＡＭＥＲ 数据集

这是由 Ｋａｔｓｉｇｉａｎｎｉｓ 等[１６] 构建的多模态情感数

据集ꎬ由视频刺激下记录的 １４ 通道脑电和心电信号

构成ꎬ采样频率分别是 １２８ Ｈｚ 和 ２５０ Ｈｚꎮ 包括了

２３ 个受试者 ( １４ 男 ９ 女)ꎮ 受试者观看 １８ 段

１ ｍｉｎ~３ ｍｉｎ 的视频片段ꎬ激发 ９ 种不同的情绪ꎬ采
用 ＳＡＭ 情绪量表来对三个情绪维度进行打分ꎬ评分

范围为 １~５ 分ꎮ
１.２.２　 自建数据集

采用 ２０ 个情感视频激发情绪ꎬ记录 ２８ 个受试

者(１３ 男 １５ 女)靠近头部外围的 ６ 个通道(Ｆｐ１ꎬＦ７ꎬ
Ｔ３ꎬＦｐ２ꎬＦ８ꎬＴ４)的脑电信号ꎬ以及手部的心电信号ꎬ
ＥＥＧ 和 ＥＣＧ 记录设备采用自研的基于ＡＤＳ１２９９－８
的采集前端ꎬ采样频率设置为 ２５０ Ｈｚꎮ 受试者通过

ＳＡＭ 量表基于 Ｖ－Ａ 二维模型进行打分ꎬ评分范围

是 １~９ 分ꎮ
在少数脑电通道的选择上ꎬ首要考虑了用户友好

度ꎬ头部外围的 ６ 个通道(Ｆｐ１ꎬＦ７ꎬＴ３ꎬＦｐ２ꎬＦ８ꎬＴ４)便
于环形头带设计ꎬ可以使设备易于佩戴ꎬ且便于电极

定位ꎬ减少了电极质量检测和调控的时间ꎻ其次相关

文献证明了情绪相关脑区主要集中在额叶和颞

叶[１７]ꎬ考虑到覆盖关键脑区的需求ꎬ所选通道是与情

绪关联密切的额叶前部和颞叶通道ꎻ由于 ＤＲＥＡＭＥＲ
数据集上缺少 Ｆｐ１、Ｆｐ２ 通道ꎬ与所选头部外围通道不

完全对应ꎬ为了在不同数据集之间保持一致性ꎬ选择

了位 置 上 相 近 的 通 道 Ｆ３、 Ｆ７、 Ｔ３、 Ｆ４、 Ｆ８、 Ｔ４ꎬ
(ＤＲＥＡＭＥＲ 数据集中的 Ｔ７、Ｔ８ 即国际 １０ / ２０ 系统中

的 Ｔ３、Ｔ４ 位置)以评估模型的少数通道脑电分类性

能ꎮ 为保持输入数据维度的一致性ꎬ自建数据集 ＥＥＧ
降采样到 １２８ Ｈｚ 以保持输入数据的同步ꎬ即输入数

据维度(ＣꎬＴ)中 Ｔ 等于采样频率乘以采样时间ꎮ 数

据集都经过 １ Ｈｚ~５０ Ｈｚ 的 ５ 阶巴特沃斯带通滤波ꎬ
并且用式(４)所示的 ｚ￣ｓｃｏｒｅ 方法进行了标准化ꎮ

ｘ＝ ｘ
－μ
σ

(４)

式中:μ和 σ分别为时间序列 ｘ的均值和标准差ꎬ根
据文献[１８]ꎬ２ ｓ 的 ＥＥＧ 信号可以被认为蕴含情绪

状态信息ꎬ因此在本研究中ꎬ记录的 ＥＥＧ 信号都被

切割为 ２ ｓ 的无重叠片段ꎬ并且根据文献[１９]对每

个分片后的片段应用了情感基线的校正算法ꎬ突出

了与情绪任务相关部分的脑电信息ꎬ并使模型具有

一定的泛化能力ꎮ
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２　 实验和结果讨论

２.１　 数据集划分方式

基于脑电的情绪识别常见的 ３ 种数据集划分方

式为受试者内( ｉｎｔｒａ￣ｓｕｂｊｅｃｔ)、混合所有被试(ｍｉｘｅｄ￣
ｓｕｂｊｅｃｔ)、受试者间( ｉｎｔｅｒ￣ｓｕｂｊｅｃｔ)三种ꎮ 为使评估更

加客观ꎬ提出的模型分别在受试者内和混合所有被

试两种方式条件下实验ꎮ 具体地ꎬ受试者内条件下ꎬ
单个被试的样本按照 ８ ∶２ 的比例随机分为训练集和

测试集进行实验ꎬ在混合被试的条件下ꎬ训练数据和

测试数据来自于所有被试ꎬ随机打乱后同样按照 ８ ∶
２ 划分训练集测试集ꎮ 在两种条件下都进行了 ５ 折

交叉验证ꎮ
２.２　 实验参数设置

在本研究中ꎬ采用了基于脑电图(ＥＥＧ)信号的

二维情绪模型来作为情绪分类的依据ꎮ 以受试者评

分的中值为阈值ꎬ作为标签高低划分的依据ꎮ 具体

来说ꎬ对于 ＤＲＥＡＭＥＲ 公开数据集ꎬ阈值被设置为

３ꎬ对于自建数据集来说ꎬ阈值被设置为 ５ꎮ 所提出

的模型基于 Ｐｙｔｏｒｃｈ 框架实现并在 ＮＶＩＤＩＡ ＧｅＦｏｒｃｅ
ＲＴＸ ３０８０Ｔｉ ＧＰＵ 进行训练ꎮ 采用交叉熵作为模型

损失函数ꎬ在混合被试实验、受试内实验条件下初始

学习率设置为 １×１０－３ꎬｂａｔｃｈ ｓｉｚｅ 和 ｅｐｏｃｈ 分别设置

为 １ ０００ 和 ２００ꎬｄｒｏｐｏｕｔ ｒａｔｅ 设置为 ０.５ꎮ
２.２.１　 混合被试实验结果

表 ２ 和表 ３ 分别展示了提出的 ＭＴＳＡＣＴ 模型在

ＤＲＥＡＭＥＲ 和自建数据集上 ３ 种情绪分类任务下的

分类结果ꎬ并在 ＤＲＥＭＡＥＲ 数据集上复现了其论文中

提到的用于脑电情绪分类任务中的模型以进行对比ꎮ
结果表明ꎬ相比于 ＴＳｃｅｐｔｉｏｎ、ＡＣＲＮＮ、ＥＥＧ Ｃｏｎｆｏｒｍｅｒ
模型ꎬＭＴＳＡＣＴ 模型在 ＤＲＥＡＭＥＲ 数据集的 １４ 通道

上取得最高的平均分类准确度 ９８.５７％(Ｖａｌｅｎｃｅ)、
９８.３０％(Ａｒｏｓｕａｌ)、９８.４０±０.２２(四分类)ꎮ 使用 ６ 通道

条件下在两个维度上也分别达到了 ９５.６５％和 ９５.３０％
的平均分类准确度ꎬ四分类平均分类准确度为

９４.６７％ꎬ并且具有较小的方差和较高的 Ｆ１￣Ｓｃｏｒｅ 分

数ꎮ ＥＥＧ Ｃｏｎｆｏｒｍｅｒ 作为对比模型也具有一定的优

势ꎬ这可能表明 Ｔｒａｎｓｆｏｒｍｅｒ 编码器的自注意力结构

可以从 ＥＥＧ 时间序列中挖掘出更多的情绪任务相关

的信息ꎮ 此外ꎬＭＴＳＡＣＴ 模型在自采集数据集两个维

度分别取得了 ９６.９２％、９６.２２％的平均分类准确度ꎬ这
表明提出的模型还具有一定的泛化能力ꎮ

表 ２　 混合被试条件下在 ＤＲＥＡＭＥＲ 数据集上不同模型的分类结果 单位:％

模型(通道数) 情绪类型 Ａｃｃ Ｆ１￣Ｓｃｏｒｅ Ｒｅｃａｌｌ Ｐｒｅｃｉｓｉｏｎ

Ａｒｏｕｓａｌ ８５.２６±０.８３ ８５.２３±０.８３ ８５.２４±０.８２ ８５.２９±０.８３
ＴＳｃｅｐｔｉｏｎ(６) Ｖａｌｅｎｃｅ ８５.２９±０.６１ ８４.６６±０.６４ ８４.３６±０.６４ ８５.０８±０.６６

四分类 ７８.５７±０.７３ ７８.１８±０.７６ ７７.９２±０.７４ ７８.６３±１.０８

Ａｒｏｕｓａｌ ８８.１８±０.３１ ８８.１４±０.３１ ８８.１２±０.２９ ８８.２２±０.３４
ＡＣＲＮＮ(６) Ｖａｌｅｎｃｅ ８８.４９±０.６９ ８７.９８±０.６８ ８７.５７±０.５７ ８８.５８±０.９１

四分类 ８６.８９±０.９３ ８６.７２±０.９８ ８６.０９±１.０５ ８７.７６±０.８９

Ａｒｏｕｓａｌ ９３.７５±０.４９ ９３.７３±０.４９ ９３.７０±０.４８ ９３.７８±０.４９
ＥＥＧ Ｃｏｎｆｏｒｍｅｒ(６) Ｖａｌｅｎｃｅ ９３.９０±０.５２ ９３.６８±０.５５ ９３.５６±０.５９ ９３.８３±０.５４

四分类 ９３.１７±０.５１ ９３.１１±０.５５ ９２.９８±０.７０ ９３.２７±０.４５

Ａｒｏｕｓａｌ ９５.６５±０.４０ ９５.６４±０.４０ ９５.６５±０.４２ ９５.６４±０.３９
ＭＴＳＡＣＴ(６) Ｖａｌｅｎｃｅ ９５.３０±０.２４ ９５.１６±０.２４ ９５.２５±０.１７ ９５.０８±０.３１

四分类 ９４.６７±０.２１ ９４.６１±０.２１ ９４.７１±０.２２ ９４.５２±０.２０

Ａｒｏｕｓａｌ ９８.５７±０.１１ ９８.５６±０.１１ ９８.５８±０.１１ ９８.５５±０.１１
ＭＴＳＡＣＴ(１４) Ｖａｌｅｎｃｅ ９８.３０±０.２４ ９８.２４±０.２５ ９８.２５±０.２２ ９８.２３±０.２９

四分类 ９８.４０±０.２２ ９８.３９±０.２２ ９８.３７±０.２３ ９８.４１±０.２３

表 ３　 混合被试条件下在自建数据集上不同模型的分类结果 单位:％

情绪维度 Ａｃｃ Ｆ１￣Ｓｃｏｒｅ Ｒｅｃａｌｌ Ｐｒｅｃｉｓｉｏｎ

Ａｒｏｕｓａｌ ９６.９２±０.１３ ９６.４７±０.１４ ９６.３４±０.１０ ９６.６１±０.３０

ＭＴＳＡＣＴ Ｖａｌｅｎｃｅ ９６.２２±０.２０ ９６.２２±０.２０ ９６.２２±０.２０ ９６.２４±０.２０

四分类 ９５.５０±０.４７ ９５.２１±０.４５ ９５.０９±０.８６ ９５.３９±０.３０
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２.２.２　 受试者内条件下实验结果

图 ２ 为在 ＤＲＥＡＭＥＲ 数据集上受试者内条件下

Ｖａｌｅｎｃｅ 和 Ａｒｏｕｓａｌ 两个情绪维度的分类准确度折线

图ꎬ可以看出ꎬ在使用 １４ 通道的情况下ꎬＭＴＳＡＣＴ 模

型在所有被试上均获得最高分类准确度ꎬ使用 ６ 通

道的情况下ꎬ精度有所下降ꎬ但仍高于其他对比的模

型ꎬ这说明仅使用额叶和颞叶的 ６ 个脑电通道ꎬ提出

的模型仍然可以从中提取与情绪关联的信息ꎬ并获

得高分类准确度ꎮ

图 ２　 在受试者内条件下 ＤＲＥＡＭＥＲ 数据集上的

两个情感维度的分类准确度折线图

表 ４ 提供了 ＭＴＳＡＣＴ 模型在 ＤＲＥＡＭＥＲ 数据集

和自建数据集上的精度和 Ｆ１￣Ｓｃｏｒｅ 分数ꎬ可以看到ꎬ
在 ＤＲＥＡＭＥＲ 数据集上ꎬ混合被试和受试内两种实验

结果相近ꎬ而自建数据集则是在受试内条件下获得

了比混合被试条件下更高的平均分类准确度ꎮ
表 ４　 受试者内条件下两个数据集的分类结果

单位:％

情绪维度 Ａｃｃ Ｆ１￣Ｓｃｏｒｅ

ＤＲＥＡＭＥＲ Ａｒｏｕｓａｌ ９５.４２±２.１３ ９４.９２±２.３４
数据集 Ｖａｌｅｎｃｅ ９５.２７±２.２１ ９４.９８±２.３５

(６ 通道) 四分类 ９４.３５±２.３１ ９４.０５±２.６６
Ａｒｏｕｓａｌ ９８.６９±０.８８ ９８.３３±０.９０

自建数据集 Ｖａｌｅｎｃｅ ９８.３０±０.７２ ９８.２７±０.７６
四分类 ９７.９３±１.０８ ９７.６２±１.１３

２.３　 消融实验

为评估 ＭＴＳＡＣＴ 模型各个组件的功能ꎬ设计了

消融实验移除特定的组件继续评估模型的分类表

现ꎮ 具体地ꎬ设计了去除自注意力模块的 ＭＴＳＡＣ
模型ꎬ去除了通道注意力的 ＭＴＳＣＴ 模型ꎬ以及将多

尺度时间卷积改为单一时间尺度的 ＴＳＡＣＴ 模型ꎮ
实验在 ＤＲＥＡＭＥＲ 公开数据集的 ６ 通道上进行ꎬ条
件为混合所有受试者实验ꎬ进行了 ５ 折交叉验证ꎮ
消融实验的结果如表 ５ 所示ꎬ可以看出ꎬ相比于完整

的 ＭＴＳＡＣＴ 模型ꎬ去除了 Ｔｒａｎｓｆｏｒｍｅｒ 编码器模块的

ＭＴＳＡＣ 模型的平均分类准确度在 ３ 种分类条件下

分类准确度分别下降了 ８.５２％、８.９６％、１２.７１％ꎬ去
除了通道注意力模块的 ＭＴＳＣＴ 模型分别下降了

１.０２％、１.２１％、０.０２％ꎬ单一时间尺度的 ＴＳＡＣＴ 模型

分别下降了 １. ７６％、 １. ９２％、 １. ５６ꎮ 这说明基于

Ｔｒａｎｓｆｏｒｍｅｒ 编码器结构的自注意力模块在整个模型

中贡献度最高ꎬ多尺度时间卷积模块相较于单一尺

度时间卷积也有较高的提升ꎬ相比之下ꎬ通道注意力

模块仅提高了 １％左右的分类准确度ꎮ 这表明ꎬ基
于 Ｔｒａｎｓｆｏｒｍｅｒ 编码器的自注意力模块可以有效提

取长时间依赖信息ꎬ对于基于脑电时间序列的情绪

识别效果明显ꎮ
表 ５　 消融实验结果 单位:％

Ａｒｏｕｓａｌ

ＡＣＣ Ｆ１￣Ｓｃｏｒｅ

Ｖａｌｅｎｃｅ

ＡＣＣ Ｆ１￣Ｓｃｏｒｅ

四分类

ＡＣＣ Ｆ１￣Ｓｃｏｒｅ

ＭＴＳＣＡ ８７.１３±１.０４ ８７.０８±１.０４ ８６.３４±０.５５ ８５.８４±０.６４ ８１.９６±１.８１ ８１.６９±１.６８

ＭＴＳＴ ９４.６３±０.３９ ９４.６３±０.３９ ９４.０９±０.４３ ９４.０７±０.４１ ９４.６５±０.２５ ９４.６０±０.２９

ＴＳＡＴ ９３.８９±０.５０ ９３.８７±０.５０ ９３.３８±０.８６ ９３.１９±０.８７ ９３.１１±０.４６ ９３.０７±０.４７

２.４　 参数敏感性

为研究注意力头数量对分类结果的影响ꎬ评估

了不同注意力头下 ＭＴＳＡＣＴ 模型的表现ꎮ 由于嵌

入维数设置为了 ４０ꎬ因此注意力头个数必须为 ４０
的因数ꎬ分别取了 １ꎬ２ꎬ４ꎬ５ꎬ８ꎬ１０ꎬ２０ꎬ４０ 这 ８ 个注意

力头ꎬ分析不同注意力头对分类结果的贡献和影响ꎮ
图 ３ 为不同注意力头下分类准确度的箱线图ꎬ

从图中可以看出ꎬ不同注意力头的数量对于分类结

果的影响较小ꎬ当注意力头的个数为 ５ 和注意力头

的个数为 １０ 的时候ꎬ分类准确度较高ꎬ同时也具有

８０１



第 １ 期 钟献彪ꎬ王俊青等:多尺度时空卷积结合 Ｔｒａｎｓｆｏｒｍｅｒ 的脑电情绪分类算法研究 　 　

较强的集中趋势ꎬ表明分类准确度的波动范围较小ꎮ
从结果看ꎬ并没有呈现出明显的随着注意力头数量

提升而带来的分类准确度的提升的趋势ꎮ

图 ３　 不同注意力头的数量对于分类结果的影响

２.５　 频带贡献度

将 ＤＲＥＡＭＥＲ 数据集的 ６ 通道脑电信号使用小

波包分解重构[２０] 的方法ꎬ将信号分解为 ５ 个不同频

带的信号ꎬ依次为 δ(１ Ｈｚ~４ Ｈｚ)ꎬθ(４ Ｈｚ~８ Ｈｚ)ꎬα(８
Ｈｚ~１３ Ｈｚ)ꎬβ(１３ Ｈｚ ~３０ Ｈｚ)ꎬγ(３０ Ｈｚ ~ ５０ Ｈｚ)ꎬ分
别将小波分解后的信号输入 ＭＴＳＡＣＴ 进行分类ꎬ５ 个

频带各自的贡献如图 ４ 所示ꎮ 可以看到ꎬ高频波段ꎬ
尤其是 γ波段ꎬ具有最高的分类准确度贡献ꎬ而 δ 波
段的分类准确度最低ꎮ β和 α波段准确度贡献次于 γ
波段ꎮ 这表明与情绪任务相关的频段主要集中在高

频波段ꎬ其蕴含更多与情绪相关的信息ꎮ

图 ４　 不同频带下的分类准确度贡献

３　 可视化结果及分析

３.１　 训练过程的特征分布可视化

ｔ 分布邻域嵌入( ｔ￣ＳＮＥ)是一种用于降维和可

视化高维数据的非线性技术ꎮ 图 ５ 展示了 ＭＴＳＡＣＴ
模型在 ＤＲＥＡＭＥＲ 和自采数据集上ꎬ对被试 １ 的测

试集数据进行 ４ 分类时在最后一层全连接层中的特

征分布ꎮ 具体来说ꎬ图 ５(ａ)展示了 ＤＲＥＡＭＥＲ 数据

集在第 １０ 个 ｅｐｏｃｈ 和第 ２００ 个 ｅｐｏｃｈ 时ꎬ最后一个

特征图的 ｔ￣ＳＮＥ 可视化结果ꎮ 而图 ５(ｂ)则展示了

自采集数据集在第 １０ 个 ｅｐｏｃｈ 和第 ２００ 个 ｅｐｏｃｈ
时ꎬ最后一个特征图的特征可视化结果ꎮ 从这些图

中可以看出ꎬ随着训练的进行ꎬ各个类别之间的可分

性逐渐增强ꎮ 这表明我们的模型在特征学习过程中

成功地学习到了具有较强区分能力的特征表征ꎮ

图 ５　 基于 ｔ￣ＳＮＥ 的特征学习过程

３.２　 基于 Ｇｒａｄ￣ＣＡＭ 的模型可解释性分析

类激活映射(Ｃｌａｓｓ Ａｃｔｉｖａｔｉｏｎ ＭａｐｐｉｎｇꎬＣＡＭ)是
一种用于定位输入图像中特定目标对象区域的方

法ꎬ其激活值所在的区域通常是图像中目标所在的

区域ꎮ 然而ꎬＣＡＭ 只适用于有全局平均池化层且只

有 １ 个 全 连 接 层 的 情 形ꎮ Ｇｒａｄ￣ＣＡＭ ( Ｇｒａｄｉｅｎｔ￣
ｗｅｉｇｈｔｅｄ Ｃｌａｓｓ Ａｃｔｉｖａｔｉｏｎ Ｍａｐｐｉｎｇ) 是采用梯度的

ＣＡＭ 算法ꎬ适用于更加灵活的网络结构ꎮ 为了展示

ＭＴＳＡＣＴ 模型在时间信息提取上的关注ꎬ选取了多

尺度时间卷积层作为 Ｇｒａｄ￣ＣＡＭ 的目标层ꎬ 在

ＤＲＥＡＭＥＲ 数据集的被试 １ 的数据中ꎬ选取输入的 ４
个不同情绪类别的 ＥＥＧ 片段进行类激活图映射ꎬ以
观察每种情绪类别在脑电图中的时空信息的关注特

点ꎬ结果如图 ６ 所示ꎮ
图 ６ 中每个子图代表一个特定的情绪类别ꎬ不

同的亮度表示模型对不同区域的关注程度ꎬ亮度越

深(灰度更高或颜色更深)ꎬ表明模型在做出决策时

更加关注这部分的信息ꎮ 这些图像反映了 ＭＴＳＡＣＴ
模型在处理不同情绪类别的 ＥＥＧ 数据时ꎬ对时空信

息的关注特点ꎮ 从上到下的电极通道为(Ｆ７ꎬＦ３ꎬ
Ｔ７ꎬＴ８ꎬＦ４ꎬＦ８)ꎬ高效价高唤醒(ＨＡＨＶ)的类激活映

射图相比于低效价低唤醒(ＬＡＬＶ)在 ２ ｓ 的不同时
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刻上具有不同程度的激活ꎬ这说明处于 ＨＡＨＶ 情绪

状态下受试者的情绪状态可能更加 “持久”ꎬ而

ＨＡＬＶ 和 ＬＡＬＶ 情绪状态下受试者则呈现出“瞬时”
的激活特性ꎬ这可能表明ꎬ恐惧和悲伤类的情绪在激

发时间上可能是不连续的ꎬ对于 ＬＡＨＶ 这类以放松

为代表的情绪而言ꎬ各个时刻呈现的激活特性则基

本没有太大的变化ꎮ 另外从空间上看ꎬＨＡＨＶ 和

ＬＡＬＶ 情绪状态下ꎬＦ４、Ｆ８ 电极通道相比于 Ｆ３、Ｆ７
的左半球通道似乎呈现出更多的关注ꎬ表明前右半

额叶对消极情绪似乎更加敏感ꎮ

图 ６　 四种情绪类别的 ＥＥＧ 片段的 Ｇｒａｄ￣ＣＡＭ 可视化结果

　 　 然而这样的信息关联度仍然是不足的ꎬ关于类

激活映射如何在提出的 ＭＴＳＡＣＴ 模型上应用ꎬ并给

出更清晰的可视化解释ꎬ这需要进一步的探索ꎮ

４　 总结和讨论

本文提出一种适用于少数通道脑电的情绪识别

分类的模型 ＭＴＳＡＣＴꎬ结合了多尺度时间卷积、空间

卷积、通道注意力及基于 Ｔｒａｎｓｆｏｒｍｅｒ 编码器的自注

意力结构ꎬ充分挖掘蕴含在脑电片段中的时空信息ꎬ
提升了情感识别的准确率ꎮ 通过与其他同类型的模

型对比ꎬ证明了 ＭＴＳＡＣＴ 模型的优势ꎬ并且证明了只

用基于额叶和颞叶的 ６ 个脑电通道可以获得高分类

准确度ꎮ 通过消融实验发现ꎬ基于 Ｔｒａｎｓｆｏｒｍｅｒ 编码

器结构的自注意力层对分类任务的提升最为明显ꎬ说
明长时间的时间依赖信息对于基于时间序列的情感

识别而言十分重要ꎮ 另外ꎬ频带贡献度实验说明了 γ
频带具有更高的分类准确度贡献ꎬ表明高频带的脑电

信号与情绪的关联更加密切ꎮ
最后ꎬ为了直观地呈现模型的学习特征的过程ꎬ

通过 ｔ￣ＳＮＥ 对训练过程进行了可视化ꎮ 为了对模型

中间层的学习过程做进一步可视化ꎬ使用了 Ｇｒａｄ￣
ＣＡＭꎬ并尝试将结果与实际的情绪类别进行关联ꎮ

在未来的研究中ꎬ将在更具挑战的留一被试任

务上验证模型的有效性ꎬ并尝试建立模型与脑电信

号的更密切的关联ꎮ 为了使模型具有更强的泛化能

力ꎬ引入实验中未使用的 ＥＣＧ 信号ꎬ进行双模态的

情绪识别研究来提高跨被试条件下的分类性能ꎮ
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