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基于改进 Ｕｎｅｔ 模型的农作物病害语义分割研究∗

刘伟立ꎬ孙公凌云ꎬ连俊博ꎬ李响陈ꎬ惠国华∗

(浙江农林大学数学与计算机科学学院ꎬ浙江 杭州 １１３００)

摘　 要:针对农作物病害类内差异性大、类间相似性高等特点导致的分割困难问题ꎬ提出了一种改进的 Ｕｎｅｔ 模型 ＶＧＳＡ￣Ｕｎｅｔꎬ
用于提高农作物叶片病害图像的分割准确性ꎮ 将 ＶＧＧ１６ 作为 Ｕｎｅｔ 模型的编码器ꎬ在编码器与解码器之间集成了多尺度上下

文模块 ＧＣ＿ＡＳＰＰꎬ在获取图像多尺度信息的同时提升对图像全局特征的提取能力ꎬ使模型理解不同形态的病害图像细节ꎬ提
高模型在处理尺度变化较大的图像时的性能ꎻ在解码器中ꎬ使用双线性插值代替转置卷积ꎬ减少边缘信息的损失ꎬ提高模型计

算效率ꎻ使用混合损失函数ꎬ提高模型对细小病斑的分割能力ꎮ 与其他网络模型相比ꎬ改进的 ＶＧＳＡ￣Ｕｎｅｔ 模型在 ｍＰＡ
(９２.０４％)和 ｍＩｏＵ(８４.６１％)两项指标上均达到了最高值ꎮ 改进后的模型克服了病害特点造成的分割困难ꎬ对细小病斑的提取

更为精确ꎬ能有效地对农作物叶片病害进行准确分割ꎮ
关键词:语义分割ꎻ农作物病害ꎻ深度学习ꎻＵｎｅｔꎻＧＣ ｂｌｏｃｋꎻ空洞空间金字塔池化
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　 　 农作物病害是世界各地农业生产中的主要问题

之一ꎮ 病害对农作物的生长、发育和产量造成了严

重的影响[１－２]ꎮ 农作物叶片病害图像分割可以帮助

及时准确地识别和监控病害ꎬ从而采取有效措施防

治病害、提高农作物产量和质量ꎮ 然而ꎬ这一任务面

临诸多挑战ꎬ包括病害形态多样性、类内差异性大、
类间相似性高等问题[３]ꎬ这些因素都给准确分割病

害区域带来困难ꎮ
卷积神经网络具有局部感知性、参数共享、逐层

提取特征以及自动学习表示等特点ꎬ广泛应用于图

像识别及语义分割等领域ꎮ 在图像分类领域ꎬＡｌｅｘ￣
Ｎｅｔ[４]、ＶＧＧＮｅｔ[５]、ＧｏｏｇＬｅＮｅｔ[６] 和 ＲｅｓＮｅｔ[７] 等卷积

神经网络模型都取得较好的效果ꎮ 最新研究中ꎬ图
像分类方法已在农作物病害识别领域取得瞩目成

就ꎮ 李好等[８] 提出一种改进 ＳｈｕｆｆｌｅＮｅｔ Ｖ２ 的农作

物病害识别方法ꎬ在 ＰｌａｎｔＶｉｌｌａｇｅ 数据集上的分类准

确率达到了 ９９.２４％ꎮ 在当下研究成果基础上ꎬ继续

提高识别准确率较为困难ꎬ因此研究重心已经转到

模型轻量化方向ꎮ 王焕鑫等[９] 为了能在移动端实

现叶片病害识别ꎬ改进了 ＭｏｂｉｌｅＮｅｔＶ２ 模型ꎬ通过剪
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枝操作进行模型轻量化处理ꎬ最终在模型参数量减

少的同时使准确率提升到 ９８.４％ꎮ 病害分类的准确

率已达到了较高水准ꎬ但仍存在着一定的局限性ꎬ例
如一片叶子中出现多种不同种类的病害等类似问

题ꎬ仅靠分类方法无法解决ꎬ且在实际应用中ꎬ往往

达不到理论上的准确率ꎬ给农业生产带来不便ꎮ 相

比于目前主流的图像分类方法ꎬ语义分割任务允许

在一张图像中同时识别和分割出多个物体ꎬ其可以

将图像中的每个像素分配到特定的语义类别的特

点ꎬ对于分割出物体的轮廓和边界起到关键作用ꎮ
因此ꎬ对病害部位进行语义分割至关重要ꎮ

在语义分割领域ꎬＳｅｇＮｅｔ[１０]、Ｕｎｅｔ[１１]、ｐｓｐｎｅｔ[１２]、
Ｄｅｅｐｌａｂｖ３＋[１３－１４] 等模型也取得了不俗的成绩ꎮ 在

现有农作物病害识别研究中ꎬ关于语义分割的文献

报道相对较少ꎮ 钟昌源等[１５] 提出一种基于分组注

意力模块的农作物病害叶片语义分割模型ꎬ验证了

注意力模块对农作物病害叶片语义分割的有效性ꎮ
但是由于其只是分割出生病的叶片ꎬ不能充分体现

模型的优势ꎬ限制了模型的应用范围ꎮ 赵小虎等[１６]

在 Ｕｎｅｔ 网络结构基础上进行改进ꎬ加入注意力机制

模块ꎬ实现多尺度提取番茄病害特征ꎮ 研究结果表

明ꎬ多尺度提取特征能有效地提高番茄病害分割性

能ꎬ但是当面对不同作物的不同病害分割时ꎬ不同作

物的不同病害类型可能表现为相似的症状ꎬ这时只

依靠提取多尺度特征无法解决问题ꎮ 相比于文献

[１５]中分割整个病害叶片和文献[１６]中分割单一

种类作物ꎬ本研究对多种作物病害类型和病斑部位

进行分割ꎬ能解决前者存在的问题ꎬ分割结果细节更

丰富ꎬ具有潜在的优势ꎮ
本研究基于改进 Ｕｎｅｔ 模型ꎬ提出了用于农作物

病害叶片语义分割的 ＶＧＳＡ￣Ｕｎｅｔ 模型ꎮ 该模型将

ＶＧＧ１６ 作为特征提取器ꎬ设计了融合全局上下文模

块和多尺度特征模块的 ＧＣ＿ＡＳＰＰ 模块ꎬ以更好地

捕捉和处理复杂病害特征ꎮ 此外ꎬ模型采用混合损

失函数ꎬ改善了边界细节缺失的问题ꎮ 基于以上改

进ꎬＶＧＳＡ￣Ｕｎｅｔ 不但可以提高农作物叶片病害图像

的分割准确性ꎬ也可以有效应对病害类内差异性大、
类间相似性高导致的分割准确率低的问题ꎮ

１　 材料与方法

１.１　 数据集的建立

１.１.１　 数据采集及标注

ＰｌａｎｔＶｉｌｌａｇｅ 数据集[１７] 是一个旨在促进植物病

理学和自动化诊断系统研究的大型图像数据集ꎮ 该

数据集由美国宾夕法尼亚州立大学的研究人员开

发ꎬ包含来自 １４ 种不同植物的图像ꎮ 本研究以苹果

和葡萄两种农作物为研究对象ꎬ包括苹果黑星病、褐
斑病、炭疽病以及葡萄黑腐病、褐斑病、轮斑病等共

６ 类病害ꎬ如图 １ 所示ꎮ 本文使用的数据集从 Ｐｌａ￣
ｎｔＶｉｌｌａｇｅ 数据集对应分类中选取每类病害样本各

３００ 张ꎬ共 １ ８００ 张高质量图片ꎮ 使用图像标注工具

Ｌａｂｅｌｍｅ 对收集的病害图像病害区域进行人工手动

标注ꎬ使用多种标注工具如多边形、矩形或笔刷ꎬ在
图像上绘制区域并为其分配语义标签ꎮ 完成标注

后ꎬ保存标注结果为 ＪＳＯＮ 文件ꎬ其中包含了图像路

径、标注的区域和对应的语义标签ꎬ最后将构建好的

数据集命名为“ＰＶ６”ꎮ

图 １　 ＰｌａｎｔＶｉｌｌａｇｅ 图片集示例图

１.１.２　 数据特点

对于农作物病害而言ꎬ叶片病害表现形式多种

多样ꎬ包括斑点、斑块、褐化、变形等ꎮ 此外ꎬ农作物

的叶片病害也具有其特殊性ꎬ例如:①类内差异性

大:同一种病害在不同的阶段或在不同的环境条件

下可能呈现不同的表现形态ꎮ 病害开始时可能只是

一些小斑点ꎬ但随着病害的发展ꎬ这些斑点可能会扩

大、合并ꎬ或者颜色加深ꎮ ②类间相似性高:不同种

类的病害可能表现相似症状ꎬ例如都出现黄斑或者

褐斑ꎮ 这使得仅依靠局部特征很难区分不同种类的

病害ꎮ ③病害区域大小和位置的多样性:病害可能

在叶片的任何位置出现ꎬ大小也可能从几个像素到

几百个像素不等ꎮ
１.１.３　 数据预处理

将数据按照 ９ ∶１ 的比例划分训练集和验证集ꎮ
在训练模型之前ꎬ为了提高模型的训练效果和鲁棒

性ꎬ使其能够更好地适应不同场景和数据的特点ꎬ对
图像进行预处理ꎮ 首先将输入图像的分辨率统一调

整为 ５１２×５１２ 像素ꎬ然后对每个批次的图像进行线

上图像增强ꎬ包括图像长宽比扭曲、图像翻转、图像

９１８１
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裁剪、随机缩放和色域变化方法ꎬ增强了数据的多样

性ꎮ 其中通过色域变化方法对图像进行处理ꎬ可以

模拟不同的光照条件和颜色偏差ꎬ提高了模型对于

实际应用场景中光照和颜色变化的适应性ꎮ 最后对

图像样本统一进行归一化处理ꎮ 图 ２ 展示了(以
图 １图示为例)经过增强处理的某个批次图像ꎮ

图 ２　 图像增强示例图

图 ３　 ＶＧＳＡ￣Ｕｎｅｔ 模型结构图

１.２　 模型的改进

１.２.１　 改进的 Ｕｎｅｔ 模型

针对农作物叶片病害的特点ꎬ对 Ｕｎｅｔ 网络进行

了改进ꎬ将改进后的模型命名为 ＶＧＳＡ￣Ｕｎｅｔꎬ其结构

如图 ３ 所示ꎮ 对比普通卷积、残差网络、深度可分离

卷积的结果后ꎬ选择效果最佳的 ＶＧＧ１６ 作为主干网

络ꎬ删除其最后的全连接层ꎬ仅保留特征提取部分作

为编码器ꎮ 输入图像可以是任意大小的农作物病害

图像ꎬ在输入网络之前ꎬ首先对图像进行预处理

操作ꎮ
编码器部分位于图 ３ 的左侧ꎮ 该部分进行了 ４

次 ２ 倍下采样ꎬ每次下采样都将输入特征图的尺寸

大小缩减为原来的一半ꎮ 图像输入网络ꎬ经过主干

网络对原始图像进行特征提取ꎬ得到四种不同尺度

的特征图(１ / ２ꎬ１ / ４ꎬ１ / ８ꎬ１ / １６)ꎬ然后将最深层特征

送入 ＧＣ＿ＡＳＰＰ 模块ꎮ
解码器部分位于图 ３ 的右侧ꎮ 该部分采用了自

定义的上采样模块ꎬ每个模块包括上采样层、卷积层

和激活函数ꎮ 在上采样阶段ꎬ使用双线性插值来替

代转置卷积ꎬ以减小边缘信息的损失并提高计算效

率ꎮ 解码阶段从 ＧＣ＿ＡＳＰＰ 模块获得的特征图开

始ꎬ逐步进行上采样和特征融合ꎮ 在解码器的最后ꎬ
通过一个 １×１ 的卷积层得到最终的输出ꎮ
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１.２.２　 空洞卷积与空间金字塔池化

在普通卷积层中ꎬ每个输出神经元只与输入图

像中某个小区域内的神经元相连ꎬ这个区域被称为

卷积核的感受野ꎮ 在深度卷积神经网络中ꎬ随着网

络层数的加深ꎬ感受野逐渐变大ꎬ但增长速度非常缓

慢ꎮ 因此ꎬ对于大尺寸的输入图像来说ꎬ最后一层的

感受野较小ꎬ无法很好地捕捉全局信息ꎮ 空洞卷

积[１８]通过在卷积核中引入空洞来增加感受野的大

小ꎬ从而解决了上述问题ꎮ

图 ４　 ＡＳＰＰ 结构图

空洞空间金字塔池化(ＡＳＰＰ [１９]模块)的核心思

想是利用空洞卷积在不同的采样率上同时进行卷积

操作ꎬ以捕捉和融合不同尺度的信息ꎮ 相较于单一

尺度的空洞卷积ꎬＡＳＰＰ 可以同时利用多个不同采

样率的空洞卷积来捕捉不同尺度下的特征信息ꎮ 这

使得 ＡＳＰＰ 具有更强的多尺度特征提取能力ꎬ更好

地捕捉物体在不同尺度上的形状和细节信息ꎻＡＳＰＰ
采用金字塔结构的特征池化方法ꎬ在不同的空间采

样率下对特征图进行池化ꎬ从而在保留空间信息的

同时ꎬ更好地融合全局的语义信息ꎻＡＳＰＰ 通过在不

同的空洞率下进行卷积操作ꎬ有效地增加感受野的

大小ꎬ提高网络的视野ꎬ同时不会显著增加计算复杂

度ꎮ 如图 ４ 所示ꎬＡＳＰＰ 包含了 ４ 个空洞卷积层ꎬ其
中有 １ 个卷积核大小为 １×１ 的空洞卷积层ꎬ用于捕

获图像的局部特征ꎻ有 ３ 个卷积核大小为 ３×３ 的空

洞卷积层(采样率分别为 ６、１２、１８)ꎬ用于捕获更大

范围的感受野ꎻ最右侧包含 １ 个自适应池化层ꎬ将特

征图压缩至 １×１ꎬ然后通过双线性插值恢复分辨率

(最右侧 ３ 层)ꎮ 最后将所有空洞卷积分支和全局

池化分支的特征在通道维度上进行拼接ꎬ经过 １ 个

卷积核大小为 １×１ 的卷积层进行降维ꎬ得到最终特

征ꎮ 而池化金字塔各层的膨胀因子可自定义ꎬ从而

实现自由的多尺度特征提取ꎮ

１.２.３　 全局上下文模块

在传统的 ＣＮＮ 中ꎬ卷积操作只关注输入特征图

中的局部区域ꎬ无法很好地捕捉全局上下文信息ꎬ可
能会限制网络在复杂场景进行分类、检测和分割等任

务的性能ꎮ ＧＣＮｅｔ[２０] 在卷积神经网络中加入全局上

下文模块(ＧＣ ｂｌｏｃｋ)(图 ５)ꎬＧＣ ｂｌｏｃｋ 主要由语义模

块(Ｃｏｎｔｅｘｔ Ｍｏｄｅｌｉｎｇ)和转换模块(Ｔｒａｎｓｆｏｒｍ)组成ꎮ
其中ꎬ语义模块首先使用卷积核大小为 １×１ 的卷积层

将输入特征图通道数转换为 １ꎬ表示输入特征的全局

信息ꎬ然后经过 Ｓｏｆｔｍａｘ 激活函数在通道维度上对全

局信息进行归一化ꎮ 转换模块中ꎬ特征图通过 １ 个卷

积核大小为 １×１ 卷积层ꎬ将输入特征图的通道数转换

为全局上下文特征的通道数ꎻ接着经过 ＬａｙｅｒＮｏｒｍ
层ꎬ对特征图在通道维度上进行归一化ꎻ再经过 ＲｅＬＵ
激活函数ꎬ引入非线性特性ꎻ然后通过 １ 个卷积核大

小为 １×１ 的卷积层ꎬ将全局上下文特征的通道数转换

回到原始输入特征的通道数ꎮ 最后ꎬ将全局上下文特

征与原始输入特征相加ꎬ得到最终的输出ꎮ 这样ꎬ
ＧＣＮｅｔ 可以有效地利用全局信息来指导网络的特征

提取和分割等任务ꎬ从而提高网络的性能ꎮ

图 ５　 ＧＣ ｂｌｏｃｋ 结构图

１.２.４　 改进的 ＧＣ＿ＡＳＰＰ 结构

本研究结合全局上下文模块(ＧＣ ｂｌｏｃｋ)和空洞

空间金字塔池化 (ＡＳＰＰ ) 设计了 ＧＣ ＿ＡＳＰＰ 模块

(图 ６)ꎬ以提升模型在农作物病害图像分割中的性

能ꎮ ＧＣ＿ＡＳＰＰ 模块结构通过使用不同采样率的空

洞卷积层来捕获多尺度空间以及全局上下文信息ꎬ
来加强模型对全局信息的理解并增强其处理不同尺

度病害特征的能力ꎮ 这种结合使模型不仅能理解病

害的扩散规律和叶片的整体健康状态ꎬ而且在处理
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具有高类内差异性和类间相似性的病害图像时ꎬ能
有效预测并提高对病害区域的检测和分割能力ꎮ

图 ６　 ＧＳ＿ＡＳＰＰ 结构图

为了避免全局上下文信息在多尺度特征捕获中

的不足ꎬ使每个尺度的特征都能充分整合全局上下文

信息ꎬ本研究在 ＡＳＰＰ 中的每个空洞卷积层后面都加

入了一个 ＧＣ ｂｌｏｃｋ 模块ꎮ 在 ＧＣ＿ＡＳＰＰ 模块中ꎬ特征

信息经过带有 ＧＣ ｂｌｏｃｋ 的四个空洞卷积层处理后ꎬ
得到具有不同空间分辨率的四个特征图ꎬ然后将这四

个特征图与经过全局池化层处理后的全局特征图在

通道维度上进行拼接ꎬ得到最终的特征图ꎮ 这有助于

模型更好地理解目标区域与背景区域之间的关系ꎬ从
而提高分割质量ꎻ使得不同尺度特征都有机会与全局

上下文信息进行融合ꎬ帮助模型更好地捕捉具有不同

大小和形状的目标区域ꎬ并提高分割精度ꎮ
１.２.５　 复合损失函数

ＣＥ Ｌｏｓｓ[２１](交叉熵函数)是一种经典的损失函

数ꎬ广泛应用于各种分类任务ꎬ在语义分割中也取得

了良好的效果ꎮ ＣＥ Ｌｏｓｓ 更关注像素级别的分类ꎬ无
法直接优化边界和细节信息的预测结果ꎬ因此在处理

分割任务中可能存在一定的局限性ꎮ Ｄｉｃｅ Ｌｏｓｓ[２２]是
一种用于语义分割任务的损失函数ꎬ通过比较预测结

果与真实标签之间的重叠度来度量模型的性能ꎮ 其

基于 Ｄｉｃｅ 系数(也称为 Ｓøｒｅｎｓｅｎ￣Ｄｉｃｅ 系数)ꎬ该系数

衡量了两个集合的相似度ꎮ 通过最小化 Ｄｉｃｅ Ｌｏｓｓꎬ模
型被鼓励更好地学习到分割结果的边界和细节信息ꎬ
从而提高语义分割模型的性能和分割质量ꎮ Ｄｉｃｅ
Ｌｏｓｓ 的具体形式见式(１)ꎬＣＥ Ｌｏｓｓ 的具体形式见

式(２)ꎮ 本文设计的损失函数通过结合 Ｄｉｃｅ Ｌｏｓｓ 和

ＣＥ Ｌｏｓｓꎬ以解决分类精度和边界细节缺失的问题ꎬ从
而提高语义分割模型的性能和分割质量ꎮ

Ｄｉｃｅ Ｌｏｓｓ 的损失率 ＬＤ 为:

ＬＤ(ｐꎬｑ)＝ １－
２ ×∑

Ｗ

ｉ ＝ １
∑
Ｈ

ｊ ＝ １
｜ ｐｉｊ ∩ ｑｉｊ ｜

∑
Ｗ

ｉ ＝ １
∑
Ｈ

ｊ ＝ １
( ｜ ｐｉｊ ｜ ＋ ｜ ｑｉｊ ｜ )

(１)

ＣＥ Ｌｏｓｓ 的损失率 ＬＣＥ为:

ＬＣＥ(ｐꎬｑ)＝ －ｌｏｇ２

ｅｘｐ(ｑｉｊ)

∑
Ｗ

ｉ ＝ １
∑
Ｈ

ｊ ＝ １
ｅｘｐ(ｐｉｊ)

é

ë

ê
ê
ê

ù

û

ú
ú
ú

(２)

混合损失函数的损失率 ＬＤＣＥ为:
ＬＤＣＥ ＝ＬＣＥ(ｐꎬｑ)＋ＬＤ(ｐꎬｑ) (３)

式中:Ｗ、Ｈ 分别代表输入图片的高度和宽度ꎬｐｉｊ为
模型预测结果中坐标( ｉꎬｊ)的输出值ꎬｑｉｊ为标签中坐

标为( ｉꎬｊ)真实值ꎮ
１.３　 试验工具与环境

１.３.１　 试验环境

本研究在 ６４ 位的 Ｗｉｎｄｏｗｓ １０ 操作系统上进行

试验ꎬ搭载的处理器为 １２ｔｈ Ｇｅｎ Ｉｎｔｅｌ(Ｒ)Ｃｏｒｅ(ＴＭ)
ｉ５－１２６００ＫＦ ３.７０ ＧＨｚꎬ显卡型号为 ＲＴＸ ３０８０ꎬ使用

Ｐｙｔｈｏｒｃｈ １.１０.２ 深度学习框架在 Ｐｙｃｈａｒｍ ２０２１.１.２ 开

发环境中进行试验ꎬ使用的编程语言为 Ｐｙｔｈｏｎ ３.６.５ꎮ
１.３.２　 参数设置

经过多次实验调参ꎬ选择最优的学习率、优化

器、Ｅｐｏｃｈｓ、Ｂａｔｃｈ Ｓｉｚｅ 参数ꎮ 设置初始学习率为

０.０００１ꎬ并使用 Ａｄａｍ[２３] 作为优化器ꎮ 采用余弦退

火方法调整学习率ꎬ有助于加快模型的收敛速度并

避免陷入局部最优解ꎮ 训练过程中的 Ｅｐｏｃｈｓ 设置

为 １５０ꎬ受试验环境限制ꎬＢａｔｃｈ Ｓｉｚｅ 设置为 ８ꎮ
１.３.３　 评估标准

本研究针对农作物数据集进行分割性能评估ꎬ
选取平均像素准确率(ｍＰＡ)、平均交并比(ｍＩｏＵ)、
精确率(Ｐｒｅｃｉｓｉｏｎ)作为评价网络分割性能的指标ꎮ

ｍＰＡ 计算了所有像素中正确分类的像素的比

例ꎬ是每个类别的像素精度的平均值ꎬ计算公式如下:

ｍＰＡ＝ ＴＰ＋ＴＮ
ＴＰ＋ＴＮ＋ＦＰ＋ＦＮ

(４)

ｍＩｏＵ 是一种常用于评估图像分割任务的度量

标准ꎬ一个类别的预测区域(与实际区域重叠的部

分)和实际区域的并集的比例ꎬ再求所有类别交并

比的平均值ꎬ即平均交并比ꎬ计算公式如下:

ｍＩｏＵ＝ ＴＰ
ＦＰ＋ＦＮ＋ＴＰ

(５)

Ｐｒｅｃｉｓｉｏｎ 计算的是所有被模型预测为正例的样

本中ꎬ真正为正例的样本的比例ꎬ计算公式如下:

Ｐｒｅｃｉｓｉｏｎ ＝ ＴＰ
ＴＰ＋ＦＰ

(６)
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式中:ＴＰ(Ｔｒｕｅ Ｐｏｓｉｔｉｖｅｓ)表示被正确地分类为正例

的像素数量ꎻＴＮ(Ｔｒｕｅ Ｎｅｇａｔｉｖｅｓ)表示被正确地分类

为负例的像素数量ꎻＦＰ(Ｆａｌｓｅ Ｐｏｓｉｔｉｖｅｓ)表示被错误

地分类为正例的像素数量ꎻＦＮ(Ｆａｌｓｅ Ｎｅｇａｔｉｖｅｓ)表

示被错误地分类为负例的像素数量ꎮ

２　 结果与分析

２.１　 不同改进方式的效果比较与分析

为了验证各个模块的作用ꎬ在采用 ＶＧＧ１６ 作为

主干网络的 Ｕｎｅｔ 模型的基础上分别添加不同模块

进行对比ꎮ 设计方案 １ 为不加入任何模块的试验ꎻ
方案 ２ 为只加入 ＡＳＰＰ 模块的试验ꎻ方案 ３ 为只加

入 ＧＣ ｂｌｏｃｋ 的试验ꎻ方案 ４ 为将 ＧＣ ｂｌｏｃｋ 模块加入

ＡＳＰＰ 全连接层ꎻ方案 ５ 为在 ＡＳＰＰ 中的每一个空洞

卷积层后面加入一个 ＧＣ ｂｌｏｃｋ 模块ꎮ 表 １ 展示了

５ 种方案在 ＰＶ６ 数据集上的试验结果ꎮ
表 １　 各模块消融试验 ％

方案 ｍＰＡ ｍＩｏＵ Ｐｒｅｃｉｓｉｏｎ

１ ８８.４７ ８２.２３ ９１.８２
２ ９１.７２ ８４.１１ ９０.８０
３ ９１.４０ ８３.８６ ９０.８２
４ ９１.６４ ８３.６１ ９０.２７
５ ９２.０４ ８４.６１ ９１.０８

　 　 方案 ２ 的 ｍＩｏＵ 值为 ８４.１１％ꎬ说明 ＡＳＰＰ 模块

在提升模型性能方面具有一定的作用ꎮ ＡＳＰＰ 模块

通过使用不同尺度的空洞卷积层能够捕捉多尺度的

农作物叶片信息ꎬ从而提高分割性能ꎮ 方案 ３ 的

ｍＩｏＵ 值为 ８３.８６％ꎬ这表明 ＧＣ ｂｌｏｃｋ 对于模型性能

的提升有一定贡献ꎮ ＧＣ ｂｌｏｃｋ 通过全局上下文信息

来增强局部特征ꎬ可以帮助模型理解病斑与叶片的

联系ꎮ 方案 ４ 的 ｍＩｏＵ 值为 ８３.６１％ꎬ此结果低于单

独使用 ＡＳＰＰ 模块和 ＧＣ ｂｌｏｃｋ 的结果ꎮ 这可能是由

于将 ＧＣ ｂｌｏｃｋ 加入到 ＡＳＰＰ 全连接层后ꎬ使得全局上

下文信息在 ＡＳＰＰ 模块中的整合不够充分ꎬ导致性能

下降ꎮ 方案 ５ 的 ｍＩｏＵ 值为 ８４.６１％ꎬ结果优于其他方

案ꎮ 这表明在每个空洞卷积层后添加 ＧＣ ｂｌｏｃｋ 模块

能够更好地整合全局上下文信息ꎬ从而使 ＡＳＰＰ 模块

在捕获多尺度上下文信息方面更加高效ꎮ
根据消融试验结果ꎬ通过对比 ＧＣ＿ＡＳＰＰ 模块

加入前后的模型性能ꎬ模型在平均像素准确率

(ｍＰＡ)、平均交并比(ｍＩｏＵ)等关键指标上均有所提

升ꎬ表现出了更高的准确性和鲁棒性ꎮ 这说明 ＧＣ＿
ＡＳＰＰ 模块通过结合多尺度空洞卷积和全局上下文

信息可以提升模型处理不同形态病害的能力ꎬ显示

了 ＧＣ＿ＡＳＰＰ 模块在处理具有复杂特征的病害图像

中的有效性ꎮ 此外ꎬ消融试验进一步展示了 ＧＣ
ｂｌｏｃｋ 和 ＡＳＰＰ 在提升模型理解图像全局信息和细

节特征方面的互补作用ꎮ
２.２　 不同模型的效果比较与分析

为了验证网络结构的有效性ꎬ分别使用相同参数

在 ＰＶ６ 数据集上训练 ＦＣＮ[２４]、Ｄｅｅｐｌａｂｖ３ ＋、ｐｓｐｎｅｔ、
Ｕｎｅｔ、Ｏｒｃｎｅｔ[２５]、 Ｓｅｇｆｏｒｍｅｒ[２６]、Ｋｎｅｔ[２７] 和 ＶＧＳＡ￣Ｕｎｅｔꎮ
ＶＧＳＡ￣Ｕｎｅｔ 与其他常用模型处理的对比试验结果见表

２ꎮ 由表２ 可知ꎬＶＧＳＡ￣Ｕｎｅｔ 的平均像素准确率ｍＰＡ 值

达到 ９２.０４％ꎬ平均交并比 ｍＩｏＵ 值达到 ８４.６１％ꎬ精确率

Ｐｒｅｃｉｓｉｏｎ 值达到 ９１.０８％ꎮ 与上述模型相比ꎬ改进的

ＶＧＳＡ￣Ｕｎｅｔ 像素准确率提高了 ４.３８％~９.６６％ꎬ平均交

并比提高了 ３.５０％~８.１７％ꎮ 其中与未改进的 Ｕｎｅｔ 相
比ꎬＶＧＳＡ￣Ｕｎｅｔ 在像素准确率、平均交并比和精确率上

分别提高了 ５.７３％、７.６３％、３.９２％ꎬ证明了 ＶＧＳＡ￣Ｕｎｅｔ
在农作物病害分割问题上的优越性ꎮ

表 ２　 不同模型对比试验结果 ％

网络模型 ｍＰＡ ｍＩｏＵ Ｐｒｅｃｉｓｉｏｎ
ＦＣＮ ８２.３８ ７７.４９ ９０.９４

Ｄｅｅｐｌａｂｖ３＋ ８７.４６ ７７.５０ ８６.６１
ｐｓｐｎｅｔ ８６.８１ ７６.４４ ８５.９３
Ｕｎｅｔ ８６.３１ ７６.９８ ８７.１６
Ｏｒｃｎｅｔ ８６.０６ ７８.８９ ９０.４３

Ｓｅｇｆｏｒｍｅｒ ８７.３０ ８０.５２ ９０.９４
Ｋｎｅｔ ８７.６６ ８１.１１ ９１.３５

ＶＧＳＡ￣Ｕｎｅｔ ９２.０４ ８４.６１ ９１.０８

　 　 改进后的模型(ＶＧＳＡ￣Ｕｎｅｔ)在训练过程中显示

出的训练集和验证集的 Ｌｏｓｓ 曲线如图 ７ 所示ꎬ可以

看出两条曲线几乎重合ꎮ 这表明模型在训练数据上

没有出现过拟合ꎬ并具有良好的泛化能力ꎮ

图 ７　 改进后模型 Ｌｏｓｓ 曲线

为更加直观地验证本方法在农作物叶片病害分

割中的优势ꎬ对叶片病害分割结果进行可视化ꎬ如
图 ８ 所示ꎮ 农作物病害图像包含了许多细小病斑ꎬ
因此图 ９ 放大了图像细节以实现更清晰的可视化ꎮ
从图中可以看出ꎬ苹果褐斑病和葡萄轮斑病表现出

较强的类内差异性ꎬ即病害部位既能呈现为规则斑

点ꎬ又能呈现为连续不规则区域ꎮ 在分割大面积连
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续不规则区域时(如图 ９ 左侧方框)ꎬ可以明显看到

除了本文模型外其余模型均不能将该区域分割完

整ꎬ并且不能有效地分割出相邻病斑间的轮廓ꎮ 葡

萄黑腐病与葡萄褐斑病表现出较强的类间相似性ꎬ

即两种类型病害表现出外观相似的病害形态ꎬ改进

后的网络模型能更加精准地区分相应的病害类型ꎬ
对图像病害区域的分割边界更平滑ꎬ在细小病斑区

域分割效果更好ꎮ

图 ８　 农作物病害图像分割结果
２.３　 模型泛化能力验证

由于缺乏专门针对农作物病害语义分割的公开

数据集ꎬ因此有必要验证所提出模型的泛化能力ꎮ
为实现这一目标ꎬ使用相同参数在著名的 Ｐａｓｃａｌ
ＶＯＣ ２００７ 数据集[２８] 上进行了试验ꎮ Ｐａｓｃａｌ ＶＯＣ

２００７ 数据集提供了 ２０ 种物体类别和丰富的图像内

容ꎬ可以在没有专用农业病害分割数据集的情况下

为评估模型的性能和泛化能力提供合理的基准ꎮ 最

终得到的指标如表 ３ 所示ꎮ
由表 ３ 可知ꎬ改进模型 ＶＧＳＡ￣Ｕｎｅｔ 的结果整体
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图 ９　 农作物病害图像分割结果(大面积不连续区域)

优于试验中的其他分割模型ꎬ虽然 ｍＰＡ 略低于部分

模型ꎬ但是仍处于较高水平ꎬ表明 ＶＧＳＡ￣Ｕｎｅｔ 在像

素级别的分类准确性方面具有较强的能力ꎻｍＩｏＵ 与

Ｐｒｅｃｉｓｉｏｎ 达到了 ６６.６７％、８１.８０％ꎬ均为最高ꎬ这说明

ＶＧＳＡ￣Ｕｎｅｔ 在区分不同类别物体的边界、正确识别

目标物体等方面具有更好的性能ꎮ
以上结果表明ꎬ在 Ｐａｓｃａｌ ＶＯＣ ２００７ 数据集上ꎬ

ＶＧＳＡ￣Ｕｎｅｔ 的泛化能力较强ꎬ具有较高的语义分割

性能ꎮ 这主要归功于模型结构的优势ꎬ这些组件共

同提高了模型在特征提取、多尺度特征融合和全局

上下文信息等细节捕捉方面的能力ꎬ从而使 ＶＧＳＡ￣
Ｕｎｅｔ 在泛化能力上表现出色ꎮ

表 ３　 ＶＯＣ 数据集对比试验结果 ％

网络模型 ｍＰＡ ｍＩｏＵ Ｐｒｅｃｉｓｉｏｎ

ＦＣＮ ６６.８０ ５６.３０ ７８.６１
Ｄｅｅｐｌａｂｖ３＋ ７８.１３ ６３.３５ ７４.８４

ｐｓｐｎｅｔ ７２.４０ ５９.１２ ７３.３７
Ｕｎｅｔ ６８.４３ ５８.１７ ７６.５１
Ｏｒｃｎｅｔ ７７.３７ ６１.６９ ７３.８５

Ｓｅｇｆｏｒｍｅｒ ７７.６７ ６１.６７ ７３.９２
Ｋｎｅｔ ７１.２８ ６１.３３ ７８.８９

ＶＧＳＡ￣Ｕｎｅｔ ７６.３０ ６６.６７ ８１.８０

３　 结论

本研究提出了一种基于改进 Ｕｎｅｔ 的农作物病害

分割方法ꎬ旨在提高农作物病害图像分割的准确率ꎮ
本方法采用 ＶＧＧ１６ 作为特征提取网络ꎬ引入改进的

ＧＣ＿ＡＳＰＰ 模块ꎬ获取图像多尺度上下文信息ꎮ 设计

优化的损失函数能够较好地分割出细小病斑的轮廓ꎮ
改进后的模型ｍＰＡ 值达到了 ９２.０４％ꎬｍＩｏＵ 值达到了

８４.６１％ꎬ有效地克服了农作物病害类内差异性大、类
间相似性高所带来的分割困难等问题ꎬ表现出较高的

分割性能ꎬ验证了基于改进 Ｕｎｅｔ 模型的农作物病害

语义分割研究方法具有较好的应用价值ꎮ
本研究方法仍存在一定的局限性ꎮ 由于所选取

的数据集来自于 ＰｌａｎｔＶｉｌｌａｇｅꎬ数据集质量较高ꎬ且
拍摄条件光线良好ꎬ叶片背景较为单一ꎬ因此与实地

拍摄的图片在复杂背景条件下可能存在一定误差ꎮ
在今后的研究中ꎬ将进一步讨论在复杂背景条件下

的农作物病害图像分割问题ꎮ
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