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摘　 要:为有效提取运动想象脑电特征并保留足够信息ꎬ寻求提升运动想象脑电(ＭＩ￣ＥＥＧ)深度学习分类精度的途径ꎬ从通道

信息密度出发ꎬ提出了一种基于同步性及节点特性的通道选择方法ꎮ 在脑网络的构建中引入锁相值ꎬ完成脑网络中各个节点

的相关性分类筛选ꎬ根据通道信息密度从 ３２个与运动想象研究相关的 ＥＥＧ通道中选择 ２０个通道作为卷积神经网络(ＣＮＮ)
的输入ꎬ开展离线分类性能比较ꎮ 研究筛选通道对 ＭＩ￣ＥＥＧ分类的影响ꎬ发现 １０位招募被试的运动想象脑电信号平均分类准

确率由 ８６.２９％提升到了 ９０.４６％ꎬ而 ４组公开数据集样本的该指标从 ８５.３０％提升到了 ９３.５６％ꎬ结果分析从 ＥＥＧ 能量的变化

和脑网络集团化程度的角度揭示了通道选择对 ＭＩ￣ＥＥＧ的 ＣＮＮ分类性能的影响ꎮ
关键词:运动想象脑电ꎻ脑网络ꎻ通道选择ꎻ锁相值ꎻ卷积神经网络
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　 　 脑机接口(Ｂｒａｉｎ￣Ｃｏｍｐｕｔｅｒ ＩｎｔｅｒｆａｃｅꎬＢＣＩ)ꎬ指的

是在人的大脑与相关电子设备之间设置一种直接的

连接方式ꎬ使人的大脑与设备之间可以进行所需要的

信息交换[１－２]ꎮ 在构建脑机接口系统时ꎬ可以使用不

同的方法对大脑信号进行采集记录ꎬ以作为脑机接口

系统的输入[３]ꎮ 一般来说ꎬ根据检测采集大脑信号的

传感器安放位置ꎬ可以将脑机接口系统分为侵入式、
半侵入式和非侵入式三种类型[４]ꎮ 其中ꎬ非侵入式

ＢＣＩ无需通过手术将传感器植入体内ꎬ风险更低[５]ꎬ
而非侵入式 ＢＣＩ 中的脑电图(Ｅｌｅｃｔｒｏｅｎｃｅｐｈａｌｏｇｒａｍꎬ
ＥＥＧ)操作简单ꎬ实时性较高ꎬ近年来已被广泛运用在

ＢＣＩ研究中[６]ꎮ 随着 ＢＣＩ技术的发展ꎬ运动想象脑电

(Ｍｏｔｏｒ Ｉｍａｇｅｒｙ ＥｌｅｃｔｒｏｅｎｃｅｐｈａｌｏｇｒａｐｈｙꎬＭＩ￣ＥＥＧ)的研

究作用也在日益增加[７－１０]ꎬ尤其是在医疗康复领域的
人机交互研究ꎬ如在促进中风后的运动恢复研究[１１]

及由患者精神意图控制的辅助康复设备设计[１２]和用
于辅助康复的控制电刺激设备设计[１３]等方面都有着
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重要意义ꎮ 而安全且有效地进行基于 ＭＩ￣ＥＥＧ 的医

疗康复研究ꎬ对 ＭＩ￣ＥＥＧ信号的分类效率及分类准确

率有着较高的要求ꎬ这也是目前 ＭＩ￣ＥＥＧ研究中比较

重要的问题[１４－１５]ꎮ
在 ＥＥＧ信号中ꎬｍｕ节律(８~１２Ｈｚ)和 ｂｅｔａ节律

(１３~３０Ｈｚ)会在被试处于静息状态时出现在感觉

运动区ꎬ当被试进行某一侧肢体的运动(Ｍｏｔｏｒ Ｅｘｅ￣
ｃｕｔｉｏｎꎬＭＥ)或者运动想象(Ｍｏｔｏｒ ＩｍａｇｅｒｙꎬＭＩ)时ꎬ大
脑另一侧皮质的感觉运动区里ꎬＥＥＧ 信号的 ｍｕ 节

律和 ｂｅｔａ 节律会减小ꎮ 这一生理现象被称为事件

相关 去 同 步 化 ( Ｅｖｅｎｔ￣Ｒｅｌａｔｅｄ Ｄｅｓｙｎｃｈｒｏｎｉｚａｔｉｏｎꎬ
ＥＲＤ) [１６]ꎮ 当运动或运动想象停止后ꎬ感觉运动区

里 ＥＥＧ信号的 ｍｕ 节律和 ｂｅｔａ 节律会恢复到之前

的状态ꎬ这种生理现象称为事件相关同步化(Ｅｖｅｎｔ￣
Ｒｅｌａｔｅｄ ＳｙｎｃｈｒｏｎｉｚａｔｉｏｎꎬＥＲＳ)ꎮ ＥＲＤ 和 ＥＲＳ 的这一

特性ꎬ是 ＭＩ￣ＥＥＧ信号特征的一种表征ꎬ体现了大脑

在进行对侧肢体运动想象时的差异性ꎬ这种对侧效

应也成为了目前进行 ＭＩ￣ＥＥＧ信号分类的主要理论

基础和分类标识[１７]ꎮ
针对 ＭＩ￣ＥＥＧ的分类ꎬ有研究尝试过使用传统

机器学习方法进行 ＢＣＩ 系统的构建ꎬ进行卒中和癫

痫患者的交流辅助[１８] 以及对轮椅机器人的控

制[１９]ꎮ 但由于 ＭＩ￣ＥＥＧ具有低信噪比、非平稳性等

特点ꎬ传统的机器学习方法无法获得较高的分类精

度ꎬ因此开始了使用深度学习方法对 ＭＩ￣ＥＥＧ 进行

分类的研究ꎮ 深度学习是一种在图像[２０]、语音[２１]

分类中都取得了优秀效果的机器学习模型ꎬ而卷积

神经网络(Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ ＮｅｔｗｏｒｋꎬＣＮＮ)作为

深度学习的代表算法ꎬ可以在特征图中发现具有高

鲁棒性的空间特征[２２]ꎬ能够在 ＥＥＧ 分类中发挥作

用ꎮ 近年来针对 ＭＩ￣ＥＥＧ 分类出现了许多优秀的

ＣＮＮ算法ꎬ其中 ＥＥＧＮｅｔ[２３] 算法凭借高泛化性和高

准确率的优势ꎬ被广泛应用于 ＭＩ￣ＥＥＧ研究中ꎬ其核

心思想为分别对通道维度和时间维度进行卷积ꎬ以
分别从这两个维度直接提取特征并进行分类ꎮ 从通

道维度提取特征时ꎬ主要使用小卷积核进行卷积ꎬ同
时需要对 ＥＥＧ通道进行重新选择ꎬ选择与运动想象

相关的通道ꎬ并保留各通道间的相关性ꎮ 对于 ＣＮＮ
卷积核的处理ꎬ张军峰等[２４]使用改进的密度峰值聚

类(ＤＰＣ)算法进行优化ꎬ应用于花生籽粒完整性检

测ꎬ通过聚类分析选择最佳特征图ꎬ从而确定 ＣＮＮ
的最佳卷积核ꎮ 该方法从局部密度的角度对特征信

息进行筛选ꎬ为 ＭＩ￣ＥＥＧ数据的 ＣＮＮ 分类提供了通

道筛选的依据ꎮ 通道筛选除了利于保留用于分类的

特征信息ꎬ还可以减少脑电采集需要的电极通道ꎬ从

而一定程度地降低成本和分析时间ꎬ提高可用性和

用户接受度[２５]ꎬ对实现临床应用有很大帮助ꎮ
ＭＩ￣ＥＥＧ的通道选择问题已在相关研究中得到

了关注ꎮ 潘礼正等[２６]从通道特征信息角度出发ꎬ基
于个体差异和频带信号特点ꎬ提出了一种基于个体

自适应的运动想象脑电信号特征表征方法ꎬ实现了

各个频带的信号通道选择ꎮ 该方法考虑了各个信号

通道的特征信息ꎬ进行了 ＭＩ￣ＥＥＧ的特征表征ꎬ但并

未考虑通道间的相关性信息ꎮ 为了将 ＭＩ￣ＥＥＧ 信号

中的特征信息最大化提取ꎬ进一步提升 ＭＩ￣ＥＥＧ 信

号分类效率ꎬ除可以利用 ＥＲＤ / ＥＲＳ 现象提取 ＭＩ￣
ＥＥＧ信号的特征信息ꎬ还可以考虑各 ＭＩ￣ＥＥＧ 信号

通道间的相关性信息ꎮ
锁相值(Ｐｈａｓｅ Ｌｏｃｋｉｎｇ ＶａｌｕｅꎬＰＬＶ)作为一种体

现相位同步性的概念ꎬ可以作为判断 ＥＥＧ通道间相

关性大小的数据指标[２７]ꎮ Ｇｏｎｕｇｕｎｔｌａ 等[２８] 利用

ＥＥＧ和 ＰＬＶ构建脑网络ꎬ对比休息状态和运动想象

状态的脑网络差异ꎮ 作为通道间相关性信息的数据

体现ꎬＰＬＶ与通道特征信息综合ꎬ可对通道信息密

度进行排序ꎬ从而成为通道筛选的新途径ꎮ
考虑特征信息密度对 ＣＮＮ分类性能的作用ꎬ充

分利用各 ＥＥＧ通道的特征信息和通道之间相关性

信息ꎬ研究通道选择对 ＭＩ￣ＥＥＧ分类精度的影响ꎬ本
文主要进行了以下工作:①通过构建脑网络的方式ꎬ
反映各个通道之间的相关性ꎻ②根据各个节点的特

性和节点间相关性信息ꎬ重新选择信息密度高的

ＭＩ￣ＥＥＧ通道ꎬ作为 ＣＮＮ 的输入数据ꎻ③利用 ＣＮＮ
对通道选择对 ＭＩ￣ＥＥＧ 的影响进行分类ꎬ验证本文

提出的通道选择方法对分类准确率的提升效果ꎬ并
进行时频分析和脑网络的平均聚类系数分析ꎬ讨论

影响分类准确率增幅的因素ꎮ 相较于其他的通道筛

选方法ꎬ本文不局限于每个通道的特征信息ꎬ而是从

通道特征信息和通道间同步性信息的角度出发ꎬ以
脑网络方法从整体电极通道考虑ꎬ保留信息密度较

高的通道ꎬ旨在尽可能表现被试 ＭＩ￣ＥＥＧ信号特征ꎬ
提升 ＣＮＮ 在非限定数据集上的分类性能ꎬ对 ＭＩ￣
ＥＥＧ应用于康复、外设控制及疾病诊断等领域有着

一定的应用潜力ꎮ

１　 数据获取与处理

１.１　 数据来源

为了验证本文的通道选择方法对 ＭＩ￣ＥＥＧ 分类

准确率提升的有效性及泛用性ꎬ本文使用了 ＢＣＩ
ｃｏｍｐｅｔｉｔｉｏｎ Ⅳ[２９] 的公开数据集 １ 和实验室自采

ＥＥＧ数据进行分析处理ꎮ 其中公开数据集包含了

９７９１
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实采数据和人工生成数据ꎬ本文仅选择了被试 Ａ、Ｂ、
Ｆ、Ｇ提供的实采数据ꎮ 实验内容为健康被试从左

手、右手和脚选择两类运动想象任务ꎬ根据屏幕的箭

头提示进行相应的运动想象任务ꎮ 采样通道为 ５９
个通道ꎬ采样频率为 １ ０００ Ｈｚꎮ 开始为 ２ ｓ的空白屏

幕ꎬ之后显示 ４ ｓ提示动作ꎬ帮助被试进行运动想象

任务ꎬ最后为 ２ ｓ 的固定十字架ꎮ 每位被试分别进

行了 ２００次运动想象任务ꎮ
实验室自采 ＥＥＧ数据中被试为 １０ 名在校学生

(Ｓ１~ Ｓ１０ꎬ均为男性ꎬ平均年龄为 ２３岁)ꎮ 被试均为

右利手ꎬ没有已知的神经或心理障碍ꎬ没有使用精神

类药物或任何影响中枢神经系统的药物ꎬ此前没有

参加过任何 ＢＣＩ实验ꎮ 数据采集设备为 ＡＮＴ Ｎｅｕｒｏ
公司 出 产 的 ｅｅｇｏ 系 统 以 及 配 套 软 件 ｅｅｇｏＴＭ
ｓｏｆｔｗａｒｅꎮ 采样通道为 １０－２０ 国际标准中的 ６４ 个通

道ꎬ采样频率为 １０２４Ｈｚꎮ 每个受试者分别坐在一张

舒适的椅子上ꎬ目视显示实验范式的电脑屏幕进行

左右手运动想象实验ꎮ 在实验过程中ꎬ受试者被要

求避免眨眼和肢体动作ꎮ 实验部分包括四组连续脑

电图信号记录ꎮ 每个受试者每组实验中包括 ４０ 次

运动想象任务ꎬ共做 ４ 组实验ꎬ１６０ 次运动想象任

务ꎮ 运动想象流程如图 １ 所示ꎬ在每次运动想象任

务中ꎬ计算机屏幕首先显示黑屏 ３ ｓꎬ然后显示拳头

向左或向右移动的视频 ３ ｓꎬ最后是一个 ５ ｓ 的向上

向左或向上向右的箭头ꎬ每完成 １０ 次任务休息

３０ ｓꎮ 受试者在屏幕变黑时保持放松ꎬ在播放视频

时保持专注ꎬ并在箭头出现时开始想象相应的动作ꎮ
两组实验之间休息 ５ ｍｉｎꎮ

图 １　 每次运动想象任务流程

１.２　 数据预处理

为了从包含大量噪声的原始 ＥＥＧ信号中提取出

较为纯净的 ＭＩ￣ＥＥＧ 成分ꎬ本文使用 ＭＡＴＬＡＢ 下的

ＥＥＧＬＡＢ工具箱对公开数据集和采集到的原始连续

ＥＥＧ进行简单的预处理ꎮ 首先进行 ５０ Ｈｚ 的去工频

干扰滤波ꎬ由于运动想象所产生的脑电波节律变化主

要集中在 ｍｕ节律(８ Ｈｚ~１２ Ｈｚ)和 ｂｅｔａ节律(１３ Ｈｚ~
３０ Ｈｚ)频段[３０]ꎬ本文之后进行了 １ Ｈｚ~３５ Ｈｚ的带通

滤波ꎬ并降采样至 ５００ Ｈｚꎮ 为了提取出执行运动想象

时的 ＭＩ￣ＥＥＧ信号ꎬ需要对连续的数据进行分段(ｅｐ￣
ｏｃｈ)ꎬ即提取出所有箭头出现的前 ０.５ ｓ 至箭头出现

后 ４ ｓ的 ＭＩ￣ＥＥＧ数据ꎮ 最后对数据进行了独立成分

分析(ＩＣＡ)ꎬ以去除数据中非脑电的成分ꎮ

２　 研究方法

本文从通道特征信息和通道间相关性信息的角

度出发ꎬ对 ＭＩ￣ＥＥＧ 信号特征进行提取ꎮ 根据通道

特征信息选择与运动想象脑电研究相关的通道作为

初始通道ꎬ构建基于图论的脑网络ꎬ再依靠反映同步

性的通道间相关性信息对初始通道进行筛选ꎬ得到

最终保留的 ＭＩ￣ＥＥＧ 通道ꎬ并将其作为 ＣＮＮ 的输

入ꎬ进行分类验证ꎮ 作为一种面向运动想象脑电分

类的卷积神经网络ꎬＥＥＧＮｅｔ可以分别从通道和时间

两个维度进行卷积ꎬ提取两个维度中的信号特征ꎬ从
而完成对 ＥＥＧ 数据的分类ꎮ 在本研究的前期工作

中[３１]ꎬ在参考 ＥＥＧＮｅｔ 网络结构的基础上ꎬ再结合

ＭＩ的特点ꎬ已经实现了一种直接利用 ＥＥＧ 时序信

号作为输入的 ＣＮＮ 算法ꎬ以处理 ＥＥＧ 信号离线和

在线分类问题ꎮ 在此基础上ꎬ根据本文提出的通道

筛选方法ꎬ使用该 ＣＮＮ网络结构进行验证分析ꎮ
２.１　 ＥＥＧ 信号的通道选择

为了尽可能保存 ＥＥＧ 信号中各个通道的特征

信息和通道之间的相关性信息ꎬ同时对不重要的通

道进行剔除ꎬ提高分析效率和分类准确率ꎬ需要对

ＥＥＧ信号中可以保留的通道进行选择ꎮ Ａｌ￣Ｓａｅｇｈ
等[３２]发现ꎬ与运动想象相关的通道主要为 １０－２０
国际标准导联系统中的 ＦＣ５ꎬＦＣ３ꎬＦＣ１ꎬＦＣｚꎬＦＣ２ꎬ
ＦＣ４ꎬ ＦＣ６ꎬ Ｃ５ꎬ Ｃ３ꎬ Ｃ１ꎬ Ｃｚꎬ Ｃ２ꎬ Ｃ４ꎬ Ｃ６ꎬ ＣＰ５ꎬ ＣＰ３ꎬ
ＣＰ１ꎬＣＰＺꎬＣＰ２ꎬＣＰ４ꎬＣＰ６ꎮ 这些通道正好对应着大

脑皮质中的感觉运动区ꎬ并且其中的 Ｃ３ 和 Ｃ４ 通道

为 ＭＩ￣ＥＥＧ 的 ＥＲＤ / ＥＲＳ 现象主要研究通道ꎮ 由于

通道之间存在相关性关系ꎬ本文考虑针对不同被试ꎬ
在部分通道中选择与被试相适应的通道数据进行运

动想象分类ꎮ 为了尽可能多保存 ＭＩ￣ＥＥＧ 的信息ꎬ
综合考虑本文实验数据的情况ꎬ本文保留了 Ｆ５ꎬＦ３ꎬ
Ｆ１ꎬＦ２ꎬＦ４ꎬＦ６ꎬＦＣ５ꎬＦＣ３ꎬＦＣ１ꎬＦＣｚꎬＦＣ２ꎬＦＣ４ꎬＦＣ６ꎬ
Ｃ５ꎬＣ３ꎬ Ｃ１ꎬ Ｃｚꎬ Ｃ２ꎬ Ｃ４ꎬ Ｃ６ꎬ ＣＰ５ꎬ ＣＰ３ꎬ ＣＰ１ꎬ ＣＰ２ꎬ
ＣＰ４ꎬＣＰ６ꎬＰ５ꎬＰ３ꎬＰ１ꎬＰ２ꎬＰ４ꎬＰ６ 共计 ３２ 个通道作

为初始通道进行分类验证ꎬ以作为对照ꎬ在此基础上

进行下一步的通道筛选ꎮ 同时将运动想象研究中常

用的 Ｃ３ꎬＣｚꎬＣ４ꎬＦＣ３ꎬＦＣｚꎬＦＣ４ꎬＣＰ３ꎬＣＰ４ 通道[３３]作

为固定选择通道ꎬ在剩余的 ２４ 个通道中ꎬ根据构建

脑网络得到的通道之间相关性信息ꎬ再选择 １２个通

道进行 ２０通道的分类验证实验ꎮ

０８９１
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２.２　 脑网络结构的构建

为了更好地提取 ＥＥＧ 信号的特征ꎬ除了根据

ＥＲＤ / ＥＲＳ现象选择保留的 ＥＥＧ 信号通道ꎬ还需要

考虑通道与通道之间的特征信息关系ꎮ 本文根据通

道特征信息和通道间的相关性关系ꎬ构建了基于图

论的脑网络ꎮ 基于图论的脑网络可以表示为 Ｇ ＝
(ＶꎬＥ) ꎬ其中 Ｖ＝(Ｖ１ꎬＶ２ꎬＶ３ꎬ􀆺) ꎬ代表脑网络中节

点的集合ꎬＥ⊆Ｖ×Ｖ 代表由脑网络中的节点组成的

边的集合ꎮ 在基于图论的脑网络中ꎬ可以使用以下

网络特征参数对网络性能进行评价ꎮ
２.２.１　 脑网络特征参数

为了评价所构建脑网络的连接性和相关性ꎬ本
文使用平均度 Ｋａꎬ平均聚类系数 ＣＣ 和网络密度

Ｄｅｎ进行网络性能的衡量ꎮ
平均度 Ｋａꎬ指脑网络中所有节点的度的平均

值ꎮ 其中 Ｎ为脑网络中的节点数量ꎬＫ ｉ 指脑网络中

第 ｉ个节点的度ꎮ

Ｋａ ＝
１
Ｎ ∑

Ｎ

ｉ ＝ １
Ｋ ｉ (１)

平均聚类系数 ＣＣ指脑网络中节点和邻居节点

连接的程度ꎬ可以体现脑网络的集团化程度ꎮ 其中

Ｃ ｉ 指脑网络中第 ｉ个节点的聚类系数ꎮ

ＣＣ＝ １
Ｎ ∑

Ｎ

ｉ ＝ １
Ｃ ｉ (２)

网络密度 Ｄｅｎ指脑网络的稠密程度ꎬ其中 Ｅ 为

脑网络中经过阈值筛选后存在的边数ꎮ

Ｄｅｎ＝ Ｅ
Ｎ(Ｎ－１) / ２

(３)

２.２.２　 节点相关性关系

为了体现节点与节点之间的相关性关系ꎬ本文

引入锁相值的概念ꎬ来确定节点之间是否有边的存

在ꎮ 锁相值可以将 ＥＥＧ 信号中各通道的同步性特

征引入脑网络ꎬ尽可能运用每个节点的信息以及节

点之间的关系ꎮ 如式(４)、式(５)所示ꎬ对于单变量

的连续时间信号 ｘ( ｔ)和 ｙ( ｔ) ꎬ其相位同步关系可

以通过锁相值表示:

ＰＬＶ＝ ｜ ‹ｅｉΦｘｙ( ｔ)› ｔ ｜ ＝ ‹ｃｏｓΦｘｙ( ｔ)› ２ｔ ＋‹ｓｉｎΦｘｙ( ｔ)› ２ｔ
(４)

Φｘｙ( ｔ)＝ Φｘ( ｔ)－Φｙ( ｔ) (５)
式中:‹ ›表示对时间的平均值ꎬΦｘ( ｔ)和 Φｙ( ｔ) 分

别代表 ｘ( ｔ) 和 ｙ( ｔ) 的瞬时相位ꎮ 根据上述公式ꎬ
可以得出任意两个时间信号 ｘ( ｔ) 和 ｙ( ｔ) 的锁相

值ꎬ若 ＰＬＶ＝ ０ꎬ则说明 ｘ( ｔ) 和 ｙ( ｔ) 无相位同步ꎻ若
ＰＬＶ＝ １ꎬ则 ｘ( ｔ)和 ｙ( ｔ)相位同步ꎮ ＰＬＶ 的取值为

[０ꎬ１]ꎬＰＬＶ值越大ꎬ说明相位差的变化越小[３４]ꎮ

因此ꎬ本文引入锁相值的概念描述 ＥＥＧ信号中

各通道的相关性ꎬ并构建脑网络ꎮ 考虑在构建脑网

络时ꎬ运动想象研究常用通道 Ｃ３ꎬＣｚꎬＣ４ꎬＦＣ３ꎬＦＣｚꎬ
ＦＣ４ꎬＣＰ３ꎬＣＰ４需要固定保留ꎬ因此本文从这 ８ 个固

定选择通道出发ꎬ对余下的 ２４ 个通道进行分类选

择ꎮ 将每个通道视为脑网络中的一个节点ꎬ而对每

个节点 ｕ进行分类的依据主要为以下三点:①节点

特性ꎬ主要包括通道的 ＥＲＤ / ＥＲＳ 现象ꎬ本文根据此

特征选择了 Ｃ３ꎬＣｚꎬＣ４ꎬＦＣ３ꎬＦＣｚꎬＦＣ４ꎬＣＰ３ꎬＣＰ４ 作

为 ８个固定通道以及包括固定通道在内的 ３２ 个初

始通道作为待选通道ꎻ②与相邻节点的相关性ꎬ根据

节点 ｕ与其他节点 ＰＬＶ 值大小确定节点间的相关

性大小ꎻ③根据节点 ｕ 与其相邻节点间的相关性大

小以及相邻节点的分类标签来确定节点之间是否存

在边连接关系ꎬ也就是确定节点 ｕ 的分类标签ꎮ 根

据上述内容ꎬ本文提出了一种基于脑网络的通道分

类筛选方法ꎮ
２.２.３　 相关性矩阵的构建

为了得到节点间的相关性ꎬ将 ＥＥＧ的电极通道

视为节点ꎬ则节点间的锁相值视为边ꎮ 根据计算得

到各通道之间的锁相值ꎬ可以得到各个节点的相关

性矩阵ꎬ从而构建出脑网络ꎮ 本文定义两个通道之

间的功能连接 ｄｉｊꎬ表示通道 ｉ 和通道 ｊ 之间的锁相

值ꎬ如式(６)所示:
ｄｉｊ ＝ＰＬＶ( ｉꎬｊ) (６)

据此ꎬ便可以得到正向化后的相关性矩阵 Ｄꎬ如
式(７)所示:

Ｄ＝

ｄ１１ ｄ１２ 􀆺 ｄ１ｎ
ｄ２１ ｄ２２ 􀆺 ｄ２ｎ
⋮ ⋮ ⋱ ⋮
ｄｎ１ ｄｎ２ 􀆺 ｄｎｎ

æ

è

ç
ç
ç
çç

ö

ø

÷
÷
÷
÷÷

(７)

得到相关性矩阵后ꎬ需要选择合适的阈值将相

关性矩阵转化为邻接矩阵ꎮ 经过阈值选择后构建的

脑网络不能过分稀疏或稠密ꎬ需要满足平均度 Ｋａ >
２ｌｎＮꎬ并且网络密度 Ｄｅｎ 不宜过高ꎬ综合考虑网络

的连通性等约束条件后ꎬ本文将阈值选择为 ０.４ꎮ 即

节点间锁相值大于阈值ꎬ则认为节点间存在边ꎬ否则

就没有边的存在ꎮ
２.２.４　 节点相关性分类

完成相关性矩阵的构建后ꎬ需要根据节点间相

关性和已知节点的分类标签得到所有节点的分类标

签ꎬ完成节点相关性分类ꎮ 将节点 ｕ 的分类标签 Ｐｕ
按式(８)定义:

Ｐｕ ＝
０　 节点未被选择

１　 节点被选择{ (８)

１８９１
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首先将固定选择通道 Ｃ３ꎬＣｚꎬＣ４ꎬ ＦＣ３ꎬ ＦＣｚꎬ
ＦＣ４ꎬＣＰ３ꎬＣＰ４的分类标签定为 １ꎬ对于剩余未带标

签的 ２４个节点ꎬ将其分类标签初始化为 ０ꎮ 之后根

据相关性矩阵和已知的分类标签ꎬ对 ２４个节点的分

类系数 Ｙｕ 按式(９)进行迭代更新ꎮ

Ｙｕ ＝
１

∑
ｎ

ｉ ＝ １
ｄｉｕ

×Ｄｕꎬ:Ｐ (９)

式中:ｎ为本文选择的初始通道数 ３２ꎬＰ 为由 ３２ 个

节点的分类标签组成的 ３２×１ 矩阵ꎮ 当结果收敛或

达到最大迭代次数时ꎬ则停止迭代ꎮ 若 Ｙｕ >０.５ꎬ则
该节点代表的通道被选择ꎬ节点 ｕ的 Ｐｕ 为 １ꎻ若 Ｙｕ<

０.５ꎬ则该节点代表的通道未被选择ꎬ节点 ｕ 的 Ｐｕ 为
０ꎮ 筛选后ꎬ可得到 ２０个分类标签为 １ 的节点和 １２
个分类标签为 ０的节点ꎬ分类标签为 １的 ２０个节点

即为最终保留的通道ꎮ
２.３　 ＣＮＮ 结构的重建

本文共使用了 １０ 名自采被试和 ４ 名公开被试

的 ＥＥＧ数据ꎬ因此提出的 ＭＩ￣ＥＥＧ 分类问题属于小

样本集分类问题ꎮ 为了避免出现由于模型过于复杂

而产生的过拟合现象ꎬ本文的 ＣＮＮ结构只包含三层

卷积层ꎬ两层池化层ꎬ一层相关性层ꎬ在经典的

ＥＥＧＮｅｔ基础上ꎬ调整了卷积核的大小和卷积步长ꎬ
如图 ２所示ꎮ

图 ２　 基于通道重新选择的 ＣＮＮ 结构

　 　 在数据保留初始 ３２ 通道进行分类时ꎬＣＮＮ 结

构中输入的单个样本维数为 １×３２×５００ꎬ第一层卷积

核的大小为 １×１４ꎬ步长为 １×２ꎬ采用部分填充的方

式ꎮ 该层主要是对一维信号进行时域卷积ꎬ减小信

号在时间维度上的长度ꎬ细化时域信号中各个信道

的特征ꎮ 第一层卷积输出的特征图通道数为 １６ꎮ
第二层卷积核大小为 ２×９ꎬ步长为 ２×１ꎮ 这样修改

卷积运算可以在保持左右脑通道信号不混合的同

时ꎬ整合相邻通道的信息ꎮ 在第二层卷积之后ꎬ以
０.２５的比率进行剪枝操作ꎮ 随机剪枝使部分神经

元失活ꎬ从而避免了神经网络的过拟合ꎮ 接下来是

第一个池化层ꎬ池化内核大小为 ２×４ꎬ可以从卷积层

计算的特征图中提取重要的特征信息ꎮ 因为特征图

的长度比宽度大得多ꎬ所以使用 ２×４ 池内核ꎮ 卷积

的第三层使用 ２×８卷积核ꎬ卷积的步长仍然是 ２×１ꎮ
在此之后ꎬ以 ０.２５ 的比率执行修剪ꎬ并执行 ２×４ 池

化操作ꎮ 所有卷积运算的填充参数设置为 ０ꎬ即无

填充模式ꎮ
当进行筛选后 ２０通道的分类时ꎬ第三层卷积层

的卷积步长调整为 １×１ꎬ其余参数不进行改变ꎮ 此

外ꎬ在每次卷积操作后进行批量归一化处理ꎬ并使用

指数线性单元(ＥＬＵ)激活函数进行激活ꎬＥＬＵ 激活

函数的公式见式(１０)ꎬ其中 α 默认为 １ꎮ 批处理归

一化操作可以加快神经网络的学习速度ꎬ减少对初

始权值的依赖ꎮ ＥＬＵ激活功能是对 ＲｅＬＵ 激活功能

的改进ꎮ 与 ＲｅＬＵ 激活函数相比ꎬ其输出的平均值

接近于 ０ꎬ不会给下一层神经元增加额外的偏差ꎬ从
而加快了模型的收敛速度ꎮ 并且ꎬ在输入为负的情

况下具有软饱和的特点ꎬ对噪声的鲁棒性更强ꎮ

ｆ(ｘ)＝
ｘ ｘ>０
α(ｅｘ－１) ｘ≤０{ (１０)

３　 实验结果与分析

３.１　 ＥＲＤ / ＥＲＳ 现象验证

为了验证保留的被试数据通道是否具有明显

的 ＥＥＧ 信号特征ꎬ本文采取时频分析的方法对

ＥＥＧ 信号进行特征提取ꎬ观察 ＭＩ￣ＥＥＧ 数据的

ＥＲＤ / ＥＲＳ现象ꎮ 该方法结合时域和频域分析在
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脑电信号特征提取中的优点ꎬ对 ＥＥＧ 信号实现多

角度多尺度特征提取[３５] ꎮ 本文使用小波变换

(Ｗａｖｅｌｅｔ ＴｒａｎｓｆｏｒｍꎬＷＴ)对 １４ 位被试的数据进行

了时频分析ꎬ并绘制了时频图ꎮ 其中 Ｓ１ 被试 Ｃ３
和 Ｃ４ 通道的时频图见图 ３ꎮ

图 ３　 Ｓ１ 被试 Ｃ３ 和 Ｃ４ 通道时频分析

从图中可以看出ꎬ运动想象开始后ꎬ在运动想象

所产生的脑电波节律变化主要集中的 ｍｕ 节律和

ｂｅｔａ节律频段ꎬ均出现了较为明显的事件相关去同

步化现象ꎬ已在图中框出ꎮ 本文针对其他 １３名被试

Ｃ３和 Ｃ４通道的 ＥＥＧ信号进行了相同的时频分析ꎬ
除了 Ｓ５和 Ｓ６的 ＥＲＤ现象不明显之外ꎬ其他被试的

时频图中都观察到了较为典型的 ＥＲＤ现象ꎬ这一现

象可以在后续分类过程中ꎬ通过 ＥＥＧ信号能量值对

不同被试 ＥＲＤ 现象的差异进行量化ꎮ 由此可以初

步验证ꎬ本文采集的数据可以进行有效的 ＥＥＧ信号

特征提取ꎮ
３.２　 脑网络的相关性矩阵及特征参数

将本文研究的与运动想象相关的 ３２ 个初始通

道 Ｆ５ꎬＦ３ꎬＦ１ꎬＦ２ꎬＦ４ꎬＦ６ꎬＦＣ５ꎬＦＣ３ꎬＦＣ１ꎬＦＣｚꎬＦＣ２ꎬ
ＦＣ４ꎬ ＦＣ６ꎬ Ｃ５ꎬ Ｃ３ꎬ Ｃ１ꎬ Ｃｚꎬ Ｃ２ꎬ Ｃ４ꎬ Ｃ６ꎬ ＣＰ５ꎬ ＣＰ３ꎬ
ＣＰ１ꎬＣＰ２ꎬＣＰ４ꎬＣＰ６ꎬＰ５ꎬＰ３ꎬＰ１ꎬＰ２ꎬＰ４ꎬＰ６ 按照 １ ~
３２重新编号ꎬ根据节点间相关性构建每位被试的相

关性矩阵ꎬ其中 Ｓ１ 和 Ｓ１１ 的相关性矩阵如图 ４ 所

示ꎮ 其中横坐标和纵坐标代表运动想象脑电信号中

初始通道的序号ꎬ矩阵中的元素为节点间的锁相值ꎬ
颜色越亮则说明节点间的相关性越强ꎬ颜色越暗则

说明节点间的相关性越弱ꎮ
同时ꎬ本文计算了 １４ 名被试的脑网络特征参

数ꎬ包括平均度 Ｋａꎬ平均聚类系数 ＣＣ 和网络密度

Ｄｅｎꎬ如表 １ 所示ꎮ 可以发现 Ｓ２ 和 Ｓ９ 的平均度ꎬ
平均聚类系数和网络密度最高ꎬ说明这两位被试

的脑网络复杂程度和集团化程度最高ꎬ拥有的信

息密度更高ꎬ并且在运动想象时进行信息传递的

能力更强ꎮ

图 ４　 Ｓ１ 和 Ｓ１１ 被试节点相关性矩阵

表 １　 １４ 名被试的脑网络特征参数

被试 Ｋａ ＣＣ Ｄｅｎ

Ｓ１ １４.０２ ０.６６ ０.６３
Ｓ２ １６.６８ ０.６９ ０.７５
Ｓ３ １３.０５ ０.６７ ０.５９
Ｓ４ １３.８４ ０.６８ ０.５９
Ｓ５ １４.３１ ０.６７ ０.６７
Ｓ６ １４.１３ ０.６５ ０.６３
Ｓ７ １４.４５ ０.６９ ０.６７
Ｓ８ １３.５０ ０.６７ ０.６３
Ｓ９ １６.８２ ０.６８ ０.８１
Ｓ１０ １４.５１ ０.６８ ０.６８
Ｓ１１ １４.４９ ０.５６ ０.７０
Ｓ１２ １５.１４ ０.５７ ０.７６
Ｓ１３ １３.５５ ０.５５ ０.６３
Ｓ１４ １３.７３ ０.６７ ０.６３

３.３　 分类的评价指标

对于分类问题而言ꎬ常用的评价指标有:准确率

(Ａｃｃｕｒａｃｙ)、精准率(Ｐｒｅｃｉｓｉｏｎ)和召回率(Ｒｅｃａｌｌ)ꎮ
本文使用准确率作为分类评价指标ꎬ准确率的计算

公式如式(１１)所示:

ＡＣＣ＝
∑
ｎ

ｉ ＝ １
ａｉ

Ｎ
(１１)

式中:ａｉ 为第 ｉ类分类正确样本数ꎬＮ为总样本ꎮ
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３.４　 基于通道筛选的分类结果

本文针对 １０ 组自采 ＭＩ￣ＥＥＧ 数据和 ４ 组公开

ＭＩ￣ＥＥＧ数据ꎬ分别保留了初始 ３２ 通道和筛选后 ２０
通道的数据ꎬ并将数据按照 ８ ∶２ 的比例划分为训练

集和测试集ꎬ进行分类比较ꎮ 最终将自采数据和公

开数据初始 ３２通道数据的最佳准确率与筛选后得

到 ２０通道数据的最佳准确率分别汇总于表 ２ 和

表 ３ꎬ并通过图 ５和图 ６ 柱状图表示ꎮ 同时ꎬ所有被

试经筛选后保留的 ２０个通道如表 ４所示ꎮ
表 ２　 １０ 组自采数据初始通道和筛选后通道的准确率

％

被试 ３２通道准确率 ２０通道准确率 提升幅度

Ｓ１ ８９.４７ ９０.４２ １.０６
Ｓ２ ８６.９２ ８９.１３ ２.５４
Ｓ３ ８７.１０ ８７.２１ ０.１２
Ｓ４ ８４.３８ ９４.０４ １１.４４
Ｓ５ ８４.４６ ９１.７３ ８.６０
Ｓ６ ８８.９６ ９２.０９ ３.５２
Ｓ７ ８６.６９ ８９.２８ ２.９９
Ｓ８ ８４.６２ ９２.１３ ８.８８
Ｓ９ ８６.３０ ８９.５８ ３.８０
Ｓ１０ ８４.０１ ８８.９９ ５.９３

图 ６　 ４ 组公开数据初始通道和筛选后通道的准确率

表 ３　 ４ 组公开数据初始通道和筛选后通道的准确率

％

被试 ３２通道准确率 ２０通道准确率 提升幅度

Ｓ１１ ８５.８５ ９７.６４ １３.７３
Ｓ１２ ８４.４８ ９４.４０ １１.７５
Ｓ１３ ８４.６２ ９４.３８ １１.５３
Ｓ１４ ８６.２４ ８７.８３ １.８４

图 ５　 １０ 组自采数据初始通道和筛选后通道的准确率

表 ４　 １４ 名被试数据筛选后保留的 ２０ 个通道结果

被试 筛选后保留的通道

Ｓ１ ＦＣ５ꎬＣ３ꎬＣｚꎬＣ４ꎬＣＰ１ꎬＣＰ２ꎬＣＰ６ꎬＰ４ꎬＦ５ꎬＦＣ３ꎬＦＣｚꎬ
ＦＣ４ꎬＣ５ꎬＣ１ꎬＣ２ꎬＣ６ꎬＣＰ３ꎬＣＰ４ꎬＰ２ꎬＰ６

Ｓ２ Ｆ４ꎬＦＣ５ꎬＦＣ１ꎬＦＣ２ꎬＦＣ６ꎬＣ３ꎬＣｚꎬＣ４ꎬＣＰ５ꎬＣＰ１ꎬＦ２ꎬ
Ｆ６ꎬＦＣ３ꎬＦＣｚꎬＦＣ４ꎬＣ５ꎬＣ１ꎬＣ２ꎬＣＰ３ꎬＣＰ４

Ｓ３ Ｆ３ꎬＦＣ５ꎬＦＣ１ꎬＦＣ２ꎬＣ３ꎬＣｚꎬＣ４ꎬＣＰ２ꎬＣＰ６ꎬＦ５ꎬＦＣ３ꎬ
ＦＣｚꎬＦＣ４ꎬＣ５ꎬＣ１ꎬＣ２ꎬＣ６ꎬＣＰ３ꎬＣＰ４ꎬＰ６

Ｓ４ Ｆ３ꎬＦＣ５ꎬＦＣ１ꎬＦＣ６ꎬＣ３ꎬＣｚꎬＣ４ꎬＣＰ６ꎬＰ４ꎬＦ５ꎬＦＣ３ꎬ
ＦＣｚꎬＦＣ４ꎬＣ５ꎬＣ１ꎬＣ２ꎬＣ６ꎬＣＰ３ꎬＣＰ４ꎬＰ６

Ｓ５ Ｆ３ꎬＦＣ５ꎬＦＣ１ꎬＣ３ꎬＣｚꎬＣ４ꎬＣＰ２ꎬＣＰ６ꎬＰ４ꎬＦ５ꎬＦＣ３ꎬ
ＦＣｚꎬＦＣ４ꎬＣ５ꎬＣ１ꎬＣ２ꎬＣ６ꎬＣＰ３ꎬＣＰ４ꎬＰ２

Ｓ６ Ｆ３ꎬＦＣ５ꎬＦＣ１ꎬＣ３ꎬＣｚꎬＣ４ꎬＣＰ１ꎬＣＰ２ꎬＣＰ６ꎬＦ５ꎬＦＣ３ꎬ
ＦＣｚꎬＦＣ４ꎬＣ５ꎬＣ１ꎬＣ２ꎬＣ６ꎬＣＰ３ꎬＣＰ４ꎬＰ６

Ｓ７ ＦＣ１ꎬＦＣ２ꎬ ＦＣ６ꎬ Ｃ３ꎬ Ｃｚꎬ Ｃ４ꎬ ＣＰ５ꎬ ＣＰ１ꎬ Ｆ６ꎬ ＦＣ３ꎬ
ＦＣｚꎬＦＣ４ꎬＣ５ꎬＣ１ꎬＣ２ꎬＣ６ꎬＣＰ３ꎬＣＰ４ꎬＰ５ꎬＰ１

Ｓ８ Ｆ４ꎬＦＣ２ꎬＦＣ６ꎬＣ３ꎬＣｚꎬＣ４ꎬＣＰ５ꎬＰ３ꎬＦ２ꎬ Ｆ６ꎬ ＦＣ３ꎬ
ＦＣｚꎬＦＣ４ꎬＣ５ꎬＣ１ꎬＣ２ꎬＣ６ꎬＣＰ３ꎬＣＰ４ꎬＰ５

Ｓ９ Ｆ３ꎬＦＣ５ꎬＦＣ１ꎬＣ３ꎬＣｚꎬＣ４ꎬＣＰ２ꎬＣＰ６ꎬＰ４ꎬＦ５ꎬＦ１ꎬ
ＦＣ３ꎬＦＣｚꎬＦＣ４ꎬＣ５ꎬＣ１ꎬＣＰ３ꎬＣＰ４ꎬＰ２ꎬＰ６

Ｓ１０ Ｆ３ꎬＦＣ５ꎬＦＣ１ꎬＣ３ꎬＣｚꎬＣ４ꎬＣＰ２ꎬＣＰ６ꎬＰ４ꎬＦ５ꎬＦＣ３ꎬ
ＦＣｚꎬＦＣ４ꎬＣ５ꎬＣ１ꎬＣ２ꎬＣ６ꎬＣＰ３ꎬＣＰ４ꎬＰ６

Ｓ１１ Ｆ２ꎬＦＣ３ꎬＦＣ１ꎬＦＣｚꎬＦＣ２ꎬＦＣ４ꎬＣ３ꎬＣ１ꎬＣｚꎬＣ２ꎬＣ４ꎬ
Ｃ６ꎬＣＰ５ꎬＣＰ３ꎬＣＰ２ꎬＣＰ４ꎬＣＰ６ꎬＰ３ꎬＰ１ꎬＰ２

Ｓ１２ ＦＣ３ꎬＦＣ１ꎬＦＣｚꎬＦＣ２ꎬＦＣ４ꎬＣ３ꎬＣ１ꎬＣｚꎬＣ２ꎬＣ４ꎬＣ６ꎬ
ＣＰ５ꎬＣＰ３ꎬＣＰ１ꎬＣＰ２ꎬＣＰ４ꎬＰ５ꎬＰ３ꎬＰ１ꎬＰ２

Ｓ１３ Ｆ２ꎬＦＣ３ꎬＦＣ１ꎬＦＣｚꎬＦＣ２ꎬＦＣ４ꎬＦＣ６ꎬＣ５ꎬＣ３ꎬＣ１ꎬＣｚꎬ
Ｃ２ꎬＣ４ꎬＣ６ꎬＣＰ５ꎬＣＰ３ꎬＣＰ２ꎬＣＰ４ꎬＰ３ꎬＰ１

Ｓ１４ Ｆ２ꎬＦ４ꎬＦＣ３ꎬＦＣ１ꎬＦＣｚꎬＦＣ２ꎬＦＣ４ꎬＣ３ꎬＣ１ꎬＣｚꎬＣ２ꎬ
Ｃ４ꎬＣ６ꎬＣＰ５ꎬＣＰ３ꎬＣＰ２ꎬＣＰ４ꎬＣＰ６ꎬＰ１ꎬＰ２

　 　 从结果来看ꎬ对通道进行筛选后自采数据和公

开数据的准确率均有不同程度的提升ꎮ １０ 组自采

数据使用初始通道得到的分类准确率平均值为

８６.２９％ꎬ使用筛选后通道得到的分类准确率平均值

为 ９０.４６％ꎬ分类准确率的平均增幅为 ４.８３％ꎮ ４ 组

公开数据使用初始通道得到的分类准确率平均值为

８５.３０％ꎬ使用筛选后通道得到的分类准确率平均值

为 ９３.５６％ꎬ分类准确率的平均增幅为 ９.６９％ꎮ 这说

明通过构建脑网络的方式对通道重新筛选对分类准

确率的提升有很大的帮助ꎮ 为了验证本文提出方法

的有效性ꎬ将 ４组公开数据分类结果与文献[３６]进
行了比较ꎬ该文分别使用了公共空间模式(ＣＳＰ)、滤
波器组共空间模式(ＦＢＣＳＰ)和时－频域滤波网络

(ＯＳＳ￣ＦＮ)方法进行特征提取ꎬ并使用支持向量机

(ＳＶＭ)对与本文相同的公开数据集进行了分类ꎬ结
果如表 ５所示ꎮ 从对比结果来看ꎬ经过本文提出的

通道选择方法处理后ꎬ公开数据集大部分数据的分

类准确率有一定程度的提升ꎮ
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表 ５　 ４ 组公开数据的分类准确率比较

被试 ＣＳＰ￣ＳＶＭ ＦＢＣＳＰ￣ＳＶＭ ＯＳＳＦＮ￣ＳＶＭ 本文方法

Ｓ１１ ６７.１ ６６.５ ８９.８ ９７.６４
Ｓ１２ ７６.６ ８７.３ ８６.８ ９４.４０
Ｓ１３ ６５.３ ８７.２ ９３.０ ９４.３８
Ｓ１４ ７４.６ ８２.５ ９２.４ ８７.８３

图 ７　 Ｓ３ꎬＳ４ꎬＳ１１ 和 Ｓ１４ 被试 Ｃ３ 和 Ｃ４ 通道时频分析

３.５　 结果分析及讨论

本文对 １０组自采 ＭＩ￣ＥＥＧ 数据和 ４ 组公开 ＭＩ￣
ＥＥＧ数据ꎬ分别保留了初始 ３２通道和筛选后 ２０通道

的数据ꎬ使用本文提出的 ＣＮＮ结构进行了分类比较ꎬ
结果表明ꎬ１４ 组数据在进行通道筛选后分类准确率

均有不同程度的提升ꎬ其中准确率最高的被试为

Ｓ１１ꎬ通道重新筛选后的分类准确率达到了 ９７.６４％ꎬ
最低的被试为 Ｓ３ꎬ通道重新筛选后的分类准确率为

８７.２１％ꎮ 由此可见ꎬ本文提出的分类方法对于有效提

取被试 ＭＩ￣ＥＥＧ特征以及提升分类准确率有着较为

明显的效果ꎬ针对结果开展了进一步的分析ꎮ
①本文提到的通道筛选方法考虑到了每个被试

的差异性ꎬ针对不同被试选择不同的通道进行分类ꎬ
这需要使用每个被试的数据构建特定的脑网络结

构ꎬ根据通道间的相关性关系得到需要保留的通道ꎬ
因此计算量会随着被试数据量的增大而增长ꎮ 为了

减轻工作量ꎬ提升效率ꎬ后续在扩充数据库的基础

上ꎬ会考虑根据筛选后保留的通道结果ꎬ适当增加固

定选择通道的数量ꎬ减少需要进行筛选的通道数ꎬ减
轻数据处理负担ꎮ

②从结果可知ꎬ本文的 １０ 名被试数据在经过通

道重新筛选处理后ꎬ分类准确率均得到了提升ꎮ 但是

从结果来看ꎬ不同的被试ꎬ准确率提升的幅度也有差

距ꎮ 经过通道筛选后分类准确率增幅最低的被试为

Ｓ１ꎬＳ３ꎬＳ１４ꎬ其增幅分别为 １.０６％ꎬ０.１２％ꎬ１.８４％ꎬ而经

过通道筛选后分类准确率增幅最高的被试为 Ｓ１１ꎬ
Ｓ１２ꎬＳ１３ꎬ其增幅分别为 １３.７３％ꎬ１１.７５％ꎬ１１.５３％ꎮ 为

了探明产生分类准确率提升差距的原因ꎬ本文从

ＥＲＤ / ＥＲＳ的角度进行了分析讨论ꎮ
Ｃ３和 Ｃ４通道为 ＭＩ￣ＥＥＧ 的 ＥＲＤ / ＥＲＳ 现象主

要研究通道ꎬＥＲＤ / ＥＲＳ 现象最为明显ꎮ 因此ꎬ本文

挑选了自采数据和公开数据中准确率提升幅度最高

的被试 Ｓ４ 和 Ｓ１１ꎬ以及准确率提升最低的被试 Ｓ３
和 Ｓ１４ꎬ对四组数据的 Ｃ３ 和 Ｃ４ 通道的时频图进行

了比较ꎮ 图 ７ 为 Ｓ４ꎬＳ１１ꎬＳ３ꎬ和 Ｓ１４ 被试 Ｃ３ 和 Ｃ４
通道的时频图ꎮ

从图 ７中可以看出ꎬ对于自采被试 Ｓ３ 和 Ｓ４ꎬ在
其运动想象的时间段(０ ~ ２.５ ｓ)ꎬＳ４ 的 ＥＲＤ 现象较

Ｓ３更为明显ꎮ 而对于公开被试 Ｓ１１ 和 Ｓ１４ꎬ在其运

动想象的时间段(２ ｓ~８ ｓ)ꎬＳ１１ 的 ＥＲＤ现象较 Ｓ１４
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更为明显ꎬ上述现象显示准确率增幅的差异可能与

被试的 ＥＲＤ / ＥＲＳ现象的效果相关ꎮ
为了进一步研究分类准确率增幅差异的原因ꎬ

验证这一推论的正确性ꎬ后续对 ４ 名被试 Ｃ３ 和 Ｃ４
通道的 ＥＥＧ能量进行了计算对比ꎮ 根据时频图中

ＥＥＧ能量的变化找到每位被试在实验过程中静息

和进行运动想象的时间窗ꎬ每位被试分别选取了一

段静息状态的时间窗和两段运动想象的时间窗ꎬ得
到在静息状态时间窗和运动想象时间窗内ꎬ４ 名被

试 Ｃ３和 Ｃ４通道 ｍｕ 节律的平均 ＥＥＧ 能量ꎬ如图 ８
所示ꎮ 可以发现ꎬ从静息状态到运动想象状态ꎬＳ３
和 Ｓ１４被试 Ｃ３和 Ｃ４ 通道的 ＥＥＧ 能量变化曲线较

为平缓ꎬ没有 Ｓ４ 和 Ｓ１１ 被试 Ｃ３ 和 Ｃ４ 通道的 ＥＥＧ
能量变化明显ꎮ

图 ８　 Ｓ３ꎬＳ４ꎬＳ１１ 和 Ｓ１４ 被试 Ｃ３ 和 Ｃ４ 通道 ｍｕ 节律的平均 ＥＥＧ 能量变化

　 　 为了进一步验证准确率增幅与被试的 ＥＲＤ /
ＥＲＳ现象的效果是否相关ꎬ本文将 １４ 名被试 Ｃ３ 和

Ｃ４通道的 ＥＥＧ能量进行了计算ꎬ分别按照 ｍｕ 节律

和 ｂｅｔａ节律给出了 ＥＥＧ能量的变化幅度ꎬ如图 ９所
示ꎮ 然后分别将 １４名被试 Ｃ３ 通道 ｍｕ 节律和 ｂｅｔａ
节律、Ｃ４通道 ｍｕ节律和 ｂｅｔａ节律的能量变化与 １４
名被试准确率增幅变化进行了相关性分析ꎬ如表 ６
所示ꎮ 结果显示ꎬ对于 １４名被试整体来看ꎬＣ３ 通道

的 ｂｅｔａ节律与分类准确率的增幅之间的相关性最

强ꎮ 之后对 １４名被试 Ｃ３ 通道 ｂｅｔａ 节律 ＥＥＧ 能量

变化幅度与分类准确率增幅进行了显著性水平检

验ꎬ得到其显著性水平为 Ｐ ＝ ０.００１ ０１<０.０５ꎬ存在相

关性ꎮ 由此可以得出结论ꎬ本文所提出的通道重新

选择方法对 ＥＥＧ信号分类准确率的提升效果ꎬ与被

试 ＥＲＤ / ＥＲＳ现象的效果以及运动想象的活跃程度

相关联ꎬ并且受 Ｃ３通道的 ｂｅｔａ节律的影响最大ꎮ

图 ９　 １４ 名被试 Ｃ３ 和 Ｃ４ 通道 ｍｕ 节律和 ｂｅｔａ 节律

的 ＥＥＧ 能量变化幅度
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表 ６　 ＥＥＧ 能量变化幅度与分类准确率增幅的相关性

通道及频段 相关系数 显著性水平

Ｃ３通道 ｍｕ节律(８ Ｈｚ~１２ Ｈｚ) ０.６８１ ０８ ０.００７ ３２
Ｃ４通道 ｍｕ节律(８ Ｈｚ~１２ Ｈｚ) ０.５８９ ７１ ０.０２６ ４５
Ｃ３通道 ｂｅｔａ节律(１３ Ｈｚ~３０ Ｈｚ) ０.７７９ ３８ ０.００１ ０１
Ｃ４通道 ｂｅｔａ节律(１３ Ｈｚ~３０ Ｈｚ) ０.６０９ ９０ ０.０２０ ５６

　 　 ③除了从 ＥＲＤ / ＥＲＳ 的角度对分类准确率增幅

差异进行了分析ꎬ本文还从信息密度的角度ꎬ对脑网

络特征参数和分类准确率增幅进行了相关性分析ꎮ
对 １４名被试的脑网络特征参数平均度 Ｋａꎬ平

均聚类系数 ＣＣ和网络密度 Ｄｅｎ 与准确率增幅变化

进行相关性分析ꎬ如表 ７所示ꎮ 结果显示ꎬ平均聚类

系数与分类准确率增幅之间的相关性最强ꎬ平均度

和网络密度与分类准确率之间基本不相关ꎮ 同时ꎬ
对 ３种脑网络特征参数与分类准确率增幅进行了显

著性水平检验ꎬ结果显示只有平均聚类系数与准确

率增幅之间的显著性水平 Ｐ ＝ ０.００７ ３３<０.０５ꎬ具有

显著的统计学意义ꎬ其他两项特征参数与准确率增

幅之间并没有显著的统计学意义ꎮ 这说明本文所提

出的通道重新选择方法对 ＥＥＧ 信号分类准确率的

提升效果ꎬ与被试脑网络平均聚类系数呈负相关ꎬ说
明对于脑网络集团化程度越低的对象ꎬ分类准确率

的提升将会越明显ꎮ 对于脑网络集团化程度越低的

被试ꎬ脑网络传输信息的能力较弱ꎬ进行运动想象任

务时脑电信号活跃度较低ꎬ在对 １４名被试的平均聚

类系数和初始分类准确率进行相关性分析后发现ꎬ
其相关系数为 ０.２４２ ３７ꎬ表明二者为正相关关系ꎬ也
就是脑网络集团化程度越高ꎬ初始分类准确率越高ꎮ
但对于初始分类准确率较高的对象ꎬ其初始准确率

越接近 １００％ꎬ分类准确率升空间较小ꎬ因此提升效

果相较于初始分类准确率较低的对象并不明显ꎬ这
也解释了为何分类准确率提升效果与被试脑网络平

均聚类系数呈负相关ꎮ 从这一角度能够说明ꎬ本文

提出的通道重新选择方法可以更有效地提升脑网络

集团化程度较低对象的 ＥＥＧ信号分类准确率ꎬ在临

床应用中有助于更好地识别信息传输能力较弱的患

者的运动意图ꎮ
表 ７　 脑网络特征参数与分类准确率增幅的相关性

脑网络特征参数 相关系数 显著性水平

平均度 Ｋａ －０.０８９ ６０ ０.７６０ ６５
平均聚类系数 ＣＣ －０.６８１ ０１ ０.００７ ３３
网络密度 Ｄｅｎ ０.０６３ ７３ ０.８２８ ６４

４　 结论

本文提出了一种基于同步性及节点特性的通道

选择方法ꎬ根据脑电通道信息密度对通道进行重新

筛选ꎬ并研究了该方法对 ＭＩ￣ＥＥＧ 的 ＣＮＮ 分类性能

的影响ꎮ 针对公开数据集和实验室自采数据集ꎬ进
行了时频分析ꎬ从 ＥＲＤ / ＥＲＳ 的角度进行了通道特

征信息的提取ꎬ同时完成了基于同步性的脑网络构

建ꎬ获取了通道间的相关性信息ꎬ并最终根据通道特

征信息和通道间相关性信息ꎬ保留信息密度高的通

道ꎬ完成了对 ＭＩ￣ＥＥＧ通道的重新选择ꎬ并将通道筛

选前后的 ＥＥＧ信号作为输入在 ＣＮＮ中进行了分类

验证比较ꎮ 结果显示ꎬ１０组自采数据和 ４ 组公开数

据在经过本文提出的通道选择方法处理后ꎬ在 ＣＮＮ
模型的平均分类准确率由初始 ３２ 通道数据的

８６.０１％提升到了筛选后 ２０ 通道数据的 ９１.１６％ꎬ说
明该通道选择方法对 ＭＩ￣ＥＥＧ的分类准确率提升有

较明显的效果ꎮ 同时ꎬ根据时频分析得到的 ＥＥＧ能

量变化以及表示信息密度的脑网络特征参数ꎬ本文

对 ＭＩ￣ＥＥＧ分类准确率增幅的影响因素进行了探

究ꎬ发现本文的通道选择方法对 ＭＩ￣ＥＥＧ 信号分类

准确率的提升效果ꎬ与被试 ＥＥＧ 能量的变化(运动

想象的活跃程度)以及被试脑网络的平均聚类系数

(脑网络集团化程度) 相关联ꎬ并且受 Ｃ３ 通道的

ｂｅｔａ节律的影响最大ꎬ同时与平均聚类系数呈负

相关ꎮ
为了适用于更大的被试规模ꎬ后续将继续优化

针对不同被试进行通道筛选的方法ꎬ对固定选择通

道和待筛选通道的数量进行调整ꎬ并考虑结合相关

的数据预处理方法ꎬ尝试更有效的伪迹剔除ꎬ进一步

研究 ＭＩ￣ＥＥＧ质量的提升对分类准确率的影响ꎮ 本

文所做的工作验证了基于同步性及节点特性对通道

重新选择方法的可行性ꎬ有效提取了 ＭＩ￣ＥＥＧ 通道

的特征信息和通道间的相关性信息ꎬ并据此提高了

ＭＩ￣ＥＥＧ的 ＣＮＮ分类性能ꎬ同时分析了分类准确率

提升幅度与 ｍｕ 节律和 ｂｅｔａ 节律的平均 ＥＥＧ 能量

以及表示信息密度的脑网络特征参数之间的关系ꎬ
为 ＭＩ￣ＥＥＧ研究在康复和控制等领域提供更多可

能性ꎮ
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