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边云协同的视频分析任务卸载优化策略∗

童佳慧ꎬ李　 越ꎬ李燕君∗ꎬ毛科技
(浙江工业大学计算机科学与技术学院ꎬ浙江 杭州 ３１００２３)

摘　 要:当前交通、安防等领域广泛应用摄像头采集视频进行分析ꎬ传统将视频流直接上传到云平台处理的方式面临接入量

受限、时延大等问题ꎻ边云协同架构下ꎬ将部分视频流卸载到边缘服务器可降低时延ꎬ可缓解云服务压力ꎮ 考虑到视频分析任

务对准确率、时延和能耗都有一定要求ꎬ提出通过同时控制视频帧的分辨率、边缘服务器部署卷积神经网络(Ｃｏｎｖｏｌｕｔｉｏｎ
Ｎｅｕｒａｌ ＮｅｔｗｏｒｋꎬＣＮＮ)模型的策略以及边云卸载决策ꎬ来最大化视频分析准确率ꎬ同时满足长期平均时延和能耗约束的问题ꎮ
利用李雅普诺夫随机优化理论将原优化问题转化为每个时隙的独立优化问题ꎬ并采用蚁群优化算法求解得到动态卸载优化

策略ꎬ包括视频帧的分辨率选择、边缘服务器部署哪些 ＣＮＮ 模型以及边云卸载决策ꎮ 仿真实验结果表明ꎬ所提动态卸载策略

相比其他基线方案能够在满足约束的情况下获得更高的视频分析准确率ꎮ
关键词:边云协同计算ꎻ卸载决策ꎻ李雅普诺夫理论ꎻ蚁群优化算法ꎻ视频分析
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　 　 物联网时代数据呈爆发式增长ꎬ尤其是视频流数

据[１]ꎮ 以视频监控设备为例ꎬ相关数据统计显示ꎬ截
止 ２０２０ 年底ꎬ全球共计约 ７.７ 亿监控摄像头在使用

中ꎬ其中约有一半在中国ꎬ用于交通、安防等领域ꎬ每
时每刻都产生大量的视频数据ꎮ 这些视频数据通常

需要进行实时分析[２]ꎬ以实现目标跟踪、流量分析、入
侵者监测等目的ꎮ 由于终端设备的算力有限[３]ꎬ传统

方式是将视频流上传到云平台进行处理ꎬ由于云平台

算力强大ꎬ可以在短时间内完成分析任务[４]ꎮ 但是如

果将所有视频数据都上传到云平台处理ꎬ会产生传输

时延大、可接入设备有限等问题[５－６]ꎮ

为此ꎬ研究人员提出了边缘计算架构ꎬ将算力推

向更靠近终端的边缘侧ꎬ从而提高响应速度ꎮ 然而ꎬ
与云端相比ꎬ边缘服务器的计算和存储资源相对有

限ꎬ无法部署和并行计算大量卷积神经网络(Ｃｏｎｖｏ￣
ｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ ＮｅｔｗｏｒｋꎬＣＮＮ)模型ꎬ难以应对大规模

视频流并发处理ꎮ 而边云协同架构下ꎬ如图 １ 所示ꎬ
边缘服务器可以部署部分 ＣＮＮ 模型ꎬ承担部分计算

任务ꎬ缓解核心网和云端压力ꎬ实现边云计算和存储

资源相互补充ꎬ从整体上提高视频任务分析的效率ꎮ
一般来说ꎬ处理视频分析任务对准确率、时延和系

统能耗都有一定要求[７]ꎮ 针对视频分析任务卸载优化
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问题ꎬ文献[８]仅考虑将视频流卸载到云端处理ꎬ通过

为不同用户选择最佳视频转码服务ꎬ以满足带宽、延迟

和帧率等视频处理要求ꎮ 一些文献研究了边缘计算架

构下的视频分析ꎮ 文献[９]考虑将视频卸载至边缘云

服务器进行处理ꎬ通过在线联合速率控制和带宽分配ꎬ
优化了视频质量和传输延迟ꎮ 文献[１０]通过动态调节

边缘端视频流的配置和对应的分段间隔ꎬ实现最大化

实时视频分析的检测准确性ꎮ 文献[１１]提出了分布式

智能视频监控系统ꎬ并将其部署在边缘计算环境中ꎬ该
系统可有效减少网络通信开销ꎬ并提供低时延和高准

确性的视频分析解决方案ꎮ 少量文献考虑边云协同场

景ꎬ文献[１２]提出了边云协同的视频分析系统ꎬ通过视

频内容实时调整数据速率ꎬ以获得准确率和带宽的平

衡ꎮ 但是几乎没有文献在边云协同场景下ꎬ同时考虑

视频分析准确度、能耗与时延等指标ꎮ
本文提出边云协同的视频分析任务卸载优化策

略ꎬ构建了视频分析准确率最大化问题ꎬ同时考虑系

统对长期平均时延和能耗的约束ꎬ利用李雅普诺夫随

机优化理论将原优化问题转化为每个时隙的独立优

化问题ꎬ并采用蚁群优化算法求解得到动态卸载优化

策略ꎬ包括视频帧的分辨率选择、边缘服务器部署哪

些 ＣＮＮ 模型以及边云卸载决策ꎬ在保障时延和能耗

性能满足系统要求情况下ꎬ优化了视频分析准确率ꎮ

图 １　 边云协同的视频分析任务卸载场景

１　 相关模型

１.１　 系统模型

一个典型的面向视频分析任务的边云协同系统

如图 １ 所示ꎬ包含一个云服务器ꎬ用 ｓ０ 表示ꎬ一个边缘

服务器ꎬ用 ｓ１ 表示ꎬＮｕ 个摄像头ꎬ用 ｕｉ 表示第 ｉ 个摄

像头ꎬｉ＝{０ꎬ１ꎬ２ꎬ􀆺ꎬＮｕ－１}ꎮ 不同分辨率的视频帧需

要不同的 ＣＮＮ 模型处理ꎬ共有 Ｎｍ 个 ＣＮＮ 模型ꎬ用ｍｊ
表示第 ｊ个 ＣＮＮ 模型ꎬｊ＝{０ꎬ１ꎬ２ꎬ􀆺ꎬＮｍ－１}ꎮ 本系统

中前端摄像头不具备处理能力ꎬ由于计算和存储资源

有限ꎬ边缘服务器上会动态选择部署部分 ＣＮＮ 模型ꎬ
而中心云服务器上部署了全部 ＣＮＮ 模型ꎮ 若摄像头

ｕｉ 产生的计算任务所需的 ＣＮＮ 模型未部署在边缘服

务器上或已经被其他任务占用ꎬ则必须卸载到中心云

服务器进行处理ꎮ 时间被离散化为等长的时隙ꎬｔ ＝
{０ꎬ１ꎬ２ꎬ􀆺}ꎬ在时隙 ｔꎬｘｊ( ｔ)＝ １ 表示 ＣＮＮ 模型 ｍｊ 部

署在边缘服务器上ꎬ否则 ｘｊ( ｔ)＝ ０ꎬ且满足∑
Ｎｍ－１

ｊ ＝ ０
ｘｊ( ｔ)<

Ｎｍꎮ 若摄像头 ｕｉ 在时隙 ｔ 将视频预处理成分辨率为

ｌｉꎬｊ(ｔ)的帧ꎬ则表示该任务需要使用 ＣＮＮ 模型 ｍｊ 来
计算ꎮ 用变量 ｉ(ｔ)表示摄像头 ｕｉ 在时隙 ｔ的卸载情

况ꎬ ｉ(ｔ)＝ ０ 表示摄像头 ｕｉ 的视频分析任务卸载到中

心云服务器ꎻ ｉ(ｔ)＝ １ 则表示卸载到边缘服务器ꎮ
１.２　 时延模型

摄像头 ｕｉ 在时隙 ｔ采集到的视频帧要先通过预

处理压缩为分辨率为 ｌｉꎬｊ( ｔ) × ｌｉꎬｊ( ｔ)的视频帧ꎬ表示

该视频帧需要用 ＣＮＮ 模型 ｍ ｊ 进行分析ꎬ视频帧大

小为 μ[ ｌｉꎬｊ( ｔ)] ２ꎬ其中 μ 是一个常数ꎮ 该视频帧先

发送到边缘服务器ꎬ产生的通信时延表示为:

Ｄｔｒａｎｓ
ｉ ( ｔ)＝

[ ｌｉꎬｊ( ｔ)] ２

ｖｉ
(１)

式中:ｖｉ 表示摄像头 ｕｉ 到边缘服务器的传输速率ꎮ
边缘服务器的任务处理延迟取决于任务所需的

资源和实际分配的资源ꎮ 因此ꎬ在时隙 ｔꎬ若摄像头

ｕｉ 的视频分析任务在边缘服务器 ｓ１ 上进行处理ꎬ其
计算时延为:

Ｄｃｏｍｐ
ｉ ( ｔ)＝

ｏｉ( ｔ)
φｉ( ｔ) ｆ

(２)

式中:ｏｉ( ｔ)表示完成视频分析任务需要的 ＣＰＵ 周期

数ꎮ 计算资源 ｏｉ( ｔ)与任务数据量大小 μ[ ｌｉꎬｊ( ｔ)] ２

呈线性比例关系ꎬｏｉ( ｔ)＝ θμ[ ｌｉꎬｊ( ｔ)] ２ꎬθ 是常数ꎬ表
示处理单位数据消耗的 ＣＰＵ 周期数ꎮ ｆ表示边缘服

务器 ｓ１ 的计算能力ꎬφｉ( ｔ)表示在时隙 ｔ 中分配给摄

像头 ｕｉ 的计算资源占边缘服务器 ｓ１ 计算资源的比

例ꎬ为方便计算ꎬ边缘服务器平均分配资源ꎮ 由此可

得ꎬ在时隙 ｔ由摄像头 ｕｉ 产生的视频分析任务卸载

到边缘云服务器处理所需的总时延为:
Ｄｅｄｇｅ
ｉ ( ｔ)＝ Ｄｔｒａｎｓ

ｉ ( ｔ)＋Ｄｃｏｍｐ
ｉ ( ｔ) (３)

若视频分析任务需要卸载至云端ꎬ该任务需要先

传输至边缘服务器ꎬ然后再由边缘服务器上传至中心

云服务器进行处理ꎮ 由于中心云服务器具有较强的

计算能力ꎬ因此计算时延可以忽略不计[１２]ꎮ 此外ꎬ中
心云服务器往往与终端设备之间的距离较远ꎬ将传输

时延视为固定时延(Ｆｉｘｅｄ ＤｅｌａｙꎬＦＤ)ꎬ表示为:

９２１
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ＦＤ＝ ２Ｌｆｄ (４)
式中:Ｌｆｄ表示边缘云服务器与中心云服务器之间单

次通信所需的固定时延ꎮ 由此可得ꎬ在时隙 ｔ 由摄

像头 ｕｉ 产生的计算任务卸载到中心云服务器所需

的总时延为:
Ｄｃｌｏｕｄ
ｉ ( ｔ)＝ Ｄｔｒａｎｓ

ｉ ( ｔ)＋ＦＤ (５)
根据式(３)和式(５)ꎬ系统在完成摄像头 ｕｉ 的

视频分析任务总时延可表示为:
　 Ｄｉ(ｔ)＝ Ｄｔｒａｎｓ

ｉ (ｔ)＋ ｉ(ｔ)Ｄ
ｃｏｍｐ
ｉ (ｔ)＋[１－ ｉ(ｔ)]ＦＤ (６)

１.３　 能耗模型

摄像头 ｕｉ 预处理后的视频帧通过无线方式上

传至边缘服务器ꎬ该传输过程中消耗的能量为:
Ｅ ｔｒａｎｓ
ｉ ( ｔ)＝ ＰＤｔｒａｎｓ

ｉ ( ｔ) (７)
式中:Ｐ表示摄像头的信号发射功率ꎬ所有摄像头功

率一致ꎬＤｔｒａｎｓ
ｉ ( ｔ)由式(１)可得ꎮ

在边缘服务器上部署 ＣＮＮ 模型需要消耗能

量[１３]ꎬ通过以下公式计算:

ＥＣＮＮ(ｔ)＝ ∑
Ｎｍ－１

ｊ ＝ ０
ｅｊｘｊ(ｔ)＋ａｊｍａｘ{ｘｊ(ｔ)－ｘｊ(ｔ－１)ꎬ０} (８)

式中:ｅｊ 表示 ＣＮＮ 模型 ｍ ｊ 配置在边缘服务器上消

耗的能量ꎬａ ｊ 表示边缘服务器的磁盘加载模型 ｍ ｊ 带
来的初始化开销ꎬ只有在 ｘ ｊ( ｔ)＝ １ 且 ｘ ｊ( ｔ－１)＝ ０ 时ꎬ
才需要消耗磁盘加载能耗ꎬ即 ｘ ｊ( ｔ)－ｘ ｊ( ｔ－１)＝ １ꎮ 当

摄像头 ｕｉ 的视频分析任务被卸载至边缘服务器上

进行处理时ꎬ所需要的核心功率为:
Ｐｃｏｍｐ
ｉ ( ｔ)＝ κｅｄｇｅ[φｉ( ｔ) ｆ] ３ (９)

式中:κｅｄｇｅ表示边缘服务器的 ＣＰＵ 有效电容系数ꎬ
由芯片结构决定ꎬκｅｄｇｅ>０ꎮ 结合式(２)的计算时延ꎬ
边缘服务器计算任务产生的能耗为:

Ｅｃｏｍｐ
ｉ ( ｔ)＝ ｏｉ( ｔ)κｅｄｇｅ[φｉ( ｔ) ｆ] ２ (１０)

边缘服务器和中心云服务器之间经由互联网连

接ꎬ不考虑传输能耗ꎮ 同时ꎬ由于计算任务在中心云

服务器上的处理时延与任务大小无关ꎬ因此在中心

云服务器上处理计算任务所消耗的能量用常数

Ｅｃｌｏｕｄ表示ꎮ
系统完成摄像头 ｕｉ 所产生的视频分析任务能

耗表示为:
Ｅ ｉ( ｔ)＝ Ｅ ｔｒａｎｓ

ｉ ( ｔ)＋ＥＣＮＮ( ｔ)＋ ｉ( ｔ)Ｅ
ｃｏｍｐ
ｉ ( ｔ)＋

[１－ ｉ( ｔ)]Ｅ
ｃｌｏｕｄ (１１)

１.４　 视频分析准确率模型

为了研究图像分辨率与视频分析准确率之间的

关系ꎬ我们在 ＮＶＩＤＩＡ Ｊｅｔｓｏｎ Ｎａｎｏ 设备上进行实验

获取视频分析准确率模型ꎬ如图 ２ 所示ꎮ
实验步骤如下:
步骤 １　 在设备上部署 ＹＯＬＯｖ４ 模型ꎬ用于目

图 ２　 ＮＶＩＤＩＡ Ｊｅｔｓｏｎ Ｎａｎｏ

标识别和检测ꎻ
步骤 ２　 用不同分辨率的一段监控视频作为设

备输入ꎻ
步骤 ３　 通过将 ＹＯＬＯｖ４ 在最高分辨率(实验中

设置为 １ ２８０ ｐ)视频上的识别结果作为实验的参照

标准ꎬ与其他分辨率视频得出的检测结果进行对照ꎮ
图 ３ 展示了两种不同分辨率下对同一视频帧的

检测结果ꎬ其中ꎬ交并比 ＩｏＵ( Ｉｎｔｅｒｓｅｃｔｉｏｎ ｏｖｅｒ Ｕｎｉｏｎ)
设置为 ＩｏＵ≥０.５ꎮ 我们采用 Ｆ￣ｍｅａｓｕｒｅ[１４] 评价视频

分析准确率ꎬ由两部分组成:①正确率(Ｐｒｅｃｉｓｉｏｎꎬ
Ｐｒ)ꎬ即识别出的正确信息条数 /识别出的信息条

数ꎻ②召回率(ＲｅｃａｌｌꎬＲｅ)ꎬ即识别出的正确信息条

数 /图像样本中的信息条数ꎮ 这两个评价标准能够

保证识别的查准率和查全率ꎮ Ｆ￣ｍｅａｓｕｒｅ 表示为:

Ｆ＝(α２＋１)Ｐｒ×Ｒｅ
α２(Ｐｒ＋Ｒｅ)

(１２)

式中:α表示正确率和召回率的调和系数ꎬ实验中 α
设置为 １ꎮ

图 ３　 不同分辨率下的视频帧检测结果

图 ４ 展示了随视频帧分辨率增大ꎬ视频分析准确

率的变化趋势ꎮ 从上述实验结果中可以得出:①图像

的分辨率越高ꎬ物体检测的准确率越高ꎻ②当分辨率

增加到一定程度之后ꎬ随着分辨率的继续提升ꎬ对分

析准确率的提高影响不大ꎮ 因此ꎬ分辨率与准确率之

间的关系可以使用凸函数来表示ꎮ 图中的曲线用函

数 １.００５－５.１２５ｅ－ｌｉ( ｔ) / １９５来拟合ꎬ均方误差小于 ０.０１ꎮ
根据上述实验中的发现ꎬ我们使用一个凸函数来表示

图像分辨率与分析准确率之间的关系:
Ａｉ( ｔ)＝ ｆ( ｌｉꎬｊ( ｔ)) (１３)

０３１
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图 ４　 视频分析准确率随分辨率的变化关系

２　 问题归纳与解决方案

２.１　 问题归纳

本文考虑在完成视频分析任务的长期平均时延

和平均能耗满足约束条件的前提下ꎬ如何通过摄像

头分辨率选择、边缘服务器的 ＣＮＮ 模型部署选择和

边云卸载策略的优化ꎬ来最大化视频分析准确率ꎮ
归纳的优化问题 Ｐ１ 如下:

Ｐ１: ｍａｘ
 ｉ(ｔ)ꎬｌｉꎬｊ(ｔ)ꎬｘｊ(ｔ)

ｌｉｍ
Ｔ→＋∞

１
Ｔ∑
Ｔ－１

ｔ ＝ ０
∑
Ｎｕ－１

ｉ ＝ ０
Ａｉ(ｔ)

　 ｓ.ｔ. Ｃ１: ｉ(ｔ) ∈ {０ꎬ１}ꎬ∀ｉꎬｔꎻ
Ｃ２:ｌｉꎬｊ(ｔ) ∈ Ｌꎬ∀ｉꎬｊꎬｔꎻ

Ｃ３:ｘｊ(ｔ) ∈ {０ꎬ１}ꎬ∑
Ｎｍ－１

ｊ ＝ ０
ｘｊ(ｔ) < Ｎｍꎬ∀ｊꎬｔꎻ

Ｃ４: ｌｉｍ
Ｔ→＋∞

１
Ｔ∑
Ｔ－１

ｔ ＝ ０
Ｄｉ(ｔ) ≤ Ｄｍａｘ

ｉ ꎬ∀ｉꎻ

Ｃ５: ｌｉｍ
Ｔ→＋∞

１
Ｔ∑
Ｔ－１

ｔ ＝ ０
Ｅｉ(ｔ) ≤ Ｅｍａｘ

ｉ ꎬ∀ｉ

(１４)

式中:约束条件 Ｃ１ 表示在每个时隙 ｔꎬ摄像头 ｕｉ 只
能选择一种卸载决策ꎻ约束条件 Ｃ２ 表示图像分辨

率取值范围ꎬＬ为与边缘服务器部署的 ＣＮＮ 模型个

数对应的离散值ꎻ约束条件 Ｃ３ 表示在每个时隙 ｔꎬ
边缘服务器上可选择是否部署模型 ｍ ｊꎬ且每种模型

最多缓存 １ 个ꎻ约束条件 Ｃ４ 和 Ｃ５ 分别指出每个摄

像头 ｕｉ 的长期平均处理时延和长期平均能耗需要

满足的阈值ꎮ
由于问题 Ｐ１ 的约束条件为长期平均约束ꎬ很难

直接求解ꎬ因此ꎬ我们采用李雅普诺夫优化框架首先

将长期平均优化问题转换成单个时隙的优化问题ꎮ
２.２　 基于李雅普诺夫优化框架的问题求解

根据李雅普诺夫优化理论ꎬ引入 Ｎｕ 个虚拟能

耗队列{Ｑｉ( ｔ)} Ｎｕ
－１

ｉ＝０ ꎬ每个队列定义为摄像头在每个

时隙内能耗的队列积压ꎮ 本文设置 Ｑｉ(０)＝ ０ꎬ同时

更新队列为:
Ｑｉ( ｔ＋１)＝ ｍａｘ[Ｑｉ( ｔ)＋Ｅ ｉ( ｔ)－Ｅｍａｘ

ｉ ꎬ０] (１５)
式中:Ｑｉ( ｔ)为一个排队网络ꎬＥ ｉ( ｔ)表示队列的到达

率ꎬＥｍａｘ
ｉ 表示队列的服务率ꎮ
同理ꎬ建立 Ｎｕ 个虚拟时延队列{Ｙｉ( ｔ)} Ｎｕ

－１
ｉ＝０ ꎬ更

新队列为:
Ｙｉ( ｔ＋１)＝ ｍａｘ(Ｙｉ( ｔ)＋Ｄｉ( ｔ)－Ｄｍａｘ

ｉ ꎬ０) (１６)
在时隙 ｔꎬ联合控制能耗队列和时延队列ꎬ定义总

队列积压 Ｚ ( ｔ) ＝ {Ｑ ( ｔ)ꎬ Ｙ ( ｔ)}ꎬ其中 Ｑ ( ｔ) ＝
{Ｑｉ(ｔ)}Ｎｕ

－１
ｉ＝０ ꎬＹ(ｔ)＝ {Ｙｉ( ｔ)}Ｎｕ

－１
ｉ＝０ ꎮ 为了保证摄像头的

长期平均能耗和时延低于设定值ꎬ虚拟队列应满足:

ｌｉｍ
Ｔ→∞

１
Ｔ
Ｅ[ ｜Ｚ( ｔ) ｜ ] ＝ ０ (１７)

定义二次李雅普诺夫函数为:

Ｌ(Ｚ( ｔ))＝ １
２ ∑

Ｎｕ－１

ｉ ＝ ０
Ｑｉ( ｔ) ２ ＋∑

Ｎｕ－１

ｉ ＝ ０
Ｙｉ( ｔ) ２[ ] (１８)

为保证虚拟队列的稳定性ꎬ进一步引入李雅普

诺夫漂移函数 ΔＬ(Ｚ( ｔ))ꎬ用于表示相邻时隙李雅

普诺夫函数的增长量:
　 ΔＬ(Ｚ( ｔ))＝ Ｅ[Ｌ(Ｚ( ｔ＋１)－Ｌ(Ｚ( ｔ)) ｜Ｚ( ｔ)] (１９)

在保证队列稳定性的同时ꎬ需要同时考虑目标

的优化ꎬ即最大化视频分析准确率ꎮ 而队列的稳定

与目标的优化通常是相互矛盾的ꎬ因此ꎬ需要在队列

稳定和目标优化之间找到平衡点ꎬ这就需要引入惩

罚项ꎬ结合式(１９)得到漂移加惩罚函数:

Λ(Ｚ( ｔ))≜ΔＬ(Ｚ( ｔ))－Ｖ∑
Ｎｕ－１

ｉ ＝ ０
Ｅ[Ａｉ( ｔ) ｜Ｚ( ｔ)] (２０)

式中:Ｖ是控制参数ꎬ以调节队列稳定性和分析准确

率的权重ꎮ 由于 Λ(Ｚ( ｔ))中的 ΔＬ(Ｚ( ｔ))部分包含

ｔ＋１ 时隙的李雅普诺夫函数 Ｌ(Ｚ( ｔ＋１))ꎬ因此ꎬ根据

李雅普诺夫漂移惩罚理论对式(１４)中约束条件 Ｃ３、
Ｃ４ 以及式(１８) ~式(２０)进行变换和放缩ꎬ根据李雅

普诺夫漂移定理[１５]ꎬ可以得到:

ΔＬ(Ｑ( ｔ))≤Ｂ１＋ ∑
Ｎｕ－１

ｉ ＝ ０
Ｑｉ( ｔ)Ｅ[(Ｅ ｉ( ｔ)－Ｅｍａｘ

ｉ ) ｜Ｚ( ｔ)]

(２１)

ΔＬ(Ｙ( ｔ))≤Ｂ２＋ ∑
Ｎｕ－１

ｉ ＝ ０
Ｙｉ( ｔ)Ｅ[(Ｄｉ( ｔ)－Ｄｍａｘ

ｉ ) ｜Ｚ( ｔ)]

(２２)
式中:

Ｂ１ ＝
１
２ ∑
Ｎｕ－１

ｉ ＝ ０
Ｐ μ( ｌ

ｍａｘ) ２

ｒｍａｘ ＋(Ｅｍａｘ
ｉ ) ２＋{

ｍａｘ[θμ(ｌｍａｘ)２κｅｄｇｅ ｆ２ꎬＥｅｄｇｅ]
　
　}

２

＋∑
ｍｊ－１

ｊ ＝ ０
(ｅｊ＋ａｊ)２ (２３)

Ｂ２ ＝
１
２

∑
Ｎｕ－１

ｉ＝０

μ( ｌｍａｘ) ２

ｒｍａｘ ＋ｍａｘ θμ( ｌ
ｍａｘ) ２

ｆ
ꎬＦＤé

ë
êê

ù

û
úú{ }

２

＋æ

è
ç

(Ｄｍａｘ
ｉ ) ２　

　
ö

ø
÷ (２４)
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式中:ｌｍａｘ表示可选分辨率最大值ꎬｒｍａｘ表示最大传输

速率ꎬ可以看出 Ｂ１ 和 Ｂ２ 均为常数ꎮ 结合式(２３)和
式(２４)ꎬ可得:

ΔＬ(Ｚ(ｔ))≤Ｂ^＋∑
Ｎｕ－１

ｉ ＝ ０
Ｑｉ(ｔ)Ｅ[(Ｅｉ(ｔ)－Ｅｍａｘ

ｉ ) ｜Ｚ(ｔ)]＋

∑
Ｎｕ－１

ｉ ＝ ０
Ｙｉ( ｔ)Ｅ[(Ｄｉ( ｔ)－Ｄｍａｘ

ｉ ) ｜Ｚ( ｔ)] (２５)

式中:Ｂ^＝Ｂ１＋Ｂ２ꎬ结合式(２０)可以得到:

ΔＬ(Ｚ(ｔ))≤Ｂ^＋∑
Ｎｕ－１

ｉ ＝ ０
Ｑｉ(ｔ)Ｅ[(Ｅｉ(ｔ)－Ｅｍａｘ

ｉ ) ｜Ｚ(ｔ)]＋

Ｙｉ(ｔ)Ｅ[(Ｄｉ(ｔ)－Ｄｍａｘ
ｉ ) ｜Ｚ(ｔ)]－ＶＥ[Ａｉ(ｔ) ｜Ｚ(ｔ)]} (２６)

根据李雅普诺夫优化理论ꎬ可以将问题 Ｐ１ 转化

为最小化漂移加惩罚函数 Λ (Ｚ ( ｔ)) 的上界ꎬ即
式(２６)的右边部分ꎮ 由于该部分存在常数项ꎬ不影响

问题求解ꎬ因此对其进行删除ꎬ则问题 Ｐ１ 可转换为:

　 Ｐ２: ｍａｘ
 ｉ( ｔ)ꎬｌｉꎬｊ( ｔ)ꎬｘ ｊ( ｔ)

∑
Ｎｕ－１

ｉ ＝ ０
Ｑｉ(ｔ)Ｅｉ(ｔ)＋Ｙｉ(ｔ)Ｄｉ(ｔ)－ＶＡｉ(ｔ)

　 ｓ.ｔ. Ｃ１: ｉ( ｔ)∈{０ꎬ１}ꎬ∀ｉꎬｔꎻ
Ｃ２:ｌｉꎬｊ( ｔ)∈Ｌꎬ∀ｉꎬｊꎬｔꎻ

Ｃ３:ｘｊ(ｔ)∈{０ꎬ１}ꎬ∑
Ｎｍ－１

ｊ ＝ ０
ｘｊ(ｔ)<Ｎｍꎬ∀ｊꎬｔ (２７)

２.３　 李雅普诺夫优化框架下基于蚁群优化算法卸载

优化策略

　 　 问题 Ｐ２ 是组合优化问题ꎬ可以通过穷举法进

行求解ꎬ但穷举法需要比较 ２ＮｕＮｍＮｕ
＋２种组合ꎮ 对于

这种情况ꎬ当 Ｎｕ 和 Ｎｍ 较小时可以实现ꎬＮｕ 和 Ｎｍ
较大时几乎很难在短时间内获得最优解ꎮ 为此提出

蚁群优化(Ａｎｔ Ｃｏｌｏｎｙ ＯｐｔｉｍｉｚａｔｉｏｎꎬＡＣＯ)算法求解

该问题ꎮ 其算法流程如下:
算法 １　 基于 ＡＣＯ 的边云协同最优卸载算法

１:输入:Ｑｉ( ｔ)ꎬＹｉ( ｔ)ꎬｘ ｊ( ｔ－１)ꎬｒｉ( ｔ)
２:输出:最优卸载方案 ｉ( ｔ)ꎬｌｉꎬｊ( ｔ)ꎬｘ ｊ( ｔ)
３:初始化所有路径的信息素浓度ꎻ
４:　 Ｗｈｉｌｅ(第 ｋ只蚂蚁存在未访问顶点)ｄｏ:
５:　 将 Ｎ只蚂蚁随机放在 Ｎｕ＋１ 个顶点上ꎬ将已经访问的

顶点写入禁忌表中ꎻ
６:　 第 ｋ只蚂蚁依据 Ｐｉꎬｊ概率的决策选择下一个顶点( ｉ是
当前蚂蚁所在顶点ꎬｊ 是当前蚂蚁未访问的顶点ꎬＰｉꎬｊ是由

顶点 ｉ和 ｊ 之间根据式(２７) 和路径信息浓度构成的函

数)ꎬ将 ｊ写入禁忌表ꎬ一直到所有顶点访问完ꎻ
７:　 计算 ｋ条路径的长度ꎬ选出最短路径ꎻ
８:　 根据本次蚂蚁访问更新所有边的信息浓度ꎬ并将禁忌

表清空ꎻ
９:Ｅｎｄ ｗｈｉｌｅ
１０:求解出每个摄像头的任务最优卸载路径ꎬ获得该时间

片内的最优卸载决策变量ꎮ

使用蚁群算法求得问题 Ｐ２ 的近似解ꎬ算法的

复杂度为 Ｏ(Ｎ３
ｕＮｍ)ꎮ

本节使用基于李雅普诺夫优化框架下的 ＡＣＯ
算法(简称 ＬｙＡＣＯ 算法)ꎬ即通过李雅普诺夫优化

理论将原优化问题转化为每个时隙的独立优化问

题ꎬ采用蚁群优化算法求解得到动态卸载优化策略ꎬ
包括视频帧的分辨率选择、边缘服务器部署哪些

ＣＮＮ 模型以及边云卸载决策ꎬ在保证能耗和时延队

列稳定的前提下ꎬ最大化视频分析准确率ꎮ 具体实

现过程如下:
①在时隙 ｔꎬ初始化能耗和时延队列ꎬ获取当前

时隙的环境状态ꎻ
②根据式(１５)、式(１６)计算任务卸载的时延和

能耗队列ꎬ根据式(１３)计算视频分析准确率ꎻ
③通过 ＡＣＯ 算法ꎬ求解问题 Ｐ２ꎬ获得优化卸载

策略ꎻ
④根据优化卸载策略进行相应的分辨率选择、

模型部署和任务卸载ꎬ同时更新虚拟队列ꎮ
⑤更新 ｔ＝ ｔ＋１ꎬ重复步骤①ꎮ

４　 实验与分析

４.１　 参数设置

仿真实验平台采用 Ｌｉｎｕｘ 环境下的 Ｐｙｔｈｏｎ３＋Ｔｅｎ￣
ｓｏｒＦｌｏｗ２.２ꎬ硬件条件是 Ｉｎｔｅｌ Ｃｏｒｅ ｉ９－１２９００Ｋꎬ３２ ＧＢ内
存ꎮ 实验中ꎬ对所有终端摄像头ꎬ统一设置能耗上限

Ｅｍａｘ
ｉ 为 ０.６ ｍＪꎬ时延上限 Ｄｍａｘ

ｉ 为 ０.７ ｓꎬ分辨率取值范围

Ｌ设置为{３６０ ｐꎬ５４０ ｐꎬ７２０ ｐꎬ９００ ｐꎬ１ ０８０ ｐ}ꎬ若无其他

说明ꎬ本节出现的其他参数在表 １ 给出ꎮ
表 １　 实验参数设置

符号 含义 值
Ｂ 总带宽 １００ ＭＨｚ
ｆ 计算资源 １０ ＧＨｚ
σ２ 背景噪声 －１００ ｄＢｍ
Ｎｕ 摄像头数量 １５
Ｎｍ ＣＮＮ 模型数量 ５
ｐｉ 发射功率 １００ ｍＷ
ｃ 单位数据所需计算资源 １００ Ｍｅｇａｃｙｃｌｅ / ＭＢ
Ｌｆｄ 边云通信固定时延 ０. １ ｓ
κｅｄｇｅ 边缘服务器 ＣＰＵ 有效电容系数 １０－２８

Ｖ 权重参数 １

　 　 实验中选择了以下四种方法作为基线算法与本

文所提 ＬｙＡＣＯ 算法进行比较ꎬ具体介绍如下:①Ｏｐｔｉ￣
ｍａｌ￣Ｃｏｎｆｉｇｕｒａｔｉｏｎꎬ即最优配置算法ꎬ该算法在不考虑

时延和能耗的情况下ꎬ仅最大化分析准确率ꎮ
②Ｃｌｏｕｄ￣Ｏｎｌｙ[１３]:即云卸载算法ꎬ该算法仅考虑将视

频分析任务卸载至中心云服务器进行处理ꎮ ③Ｅｄｇｅ￣
Ｏｎｌｙ:即边缘卸载算法ꎬ该算法仅考虑将视频分析任
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务卸载至边缘服务器进行处理ꎮ ④Ｒａｎｄｏｍ 算法:即
随机算法ꎬ该算法中视频帧分辨率、边缘服务器 ＣＮＮ
模型部署和卸载决策均随机选取ꎮ
４.２　 参数对算法性能的影响

通过李雅普诺夫优化将问题转换后的优化目标

是能耗、时延和分析准确率的加权和ꎬ而参数 Ｖ 负

责控制能耗和时延与分析准确率在目标函数中的权

重ꎮ 图 ５ 和图 ６ 显示了平均能耗队列积压和平均时

延队列积压度随时间变化的情况ꎮ

图 ５　 参数 Ｖ对平均能耗队列积压的影响

图 ６　 参数 Ｖ对平均时延队列积压的影响

图 ７　 Ｄｍａｘ对算法性能的影响

由图可见ꎬ无论 Ｖ设置为何值ꎬ队列长度都从 ０
开始增长ꎬ当经过若干轮次迭代之后ꎬ积压值会趋于

收敛ꎬ收敛值的大小则由参数 Ｖ 决定ꎮ 当 Ｖ 值越

大ꎬ算法收敛速度越慢ꎬ虚拟队列稳定后的积压值越

大ꎻ相反ꎬ当 Ｖ 值越小ꎬ算法收敛速度越快ꎬ虚拟队

列稳定后的积压值越小ꎮ
图 ７ 展示了在不同的时延约束下ꎬ系统的分析

准确率情况ꎮ 截取了系统运行过程中第 ５００ 个时隙

至第 ７００ 个时隙的平均准确率进行绘制ꎬ由于每个

时隙的状态会随着时间变化ꎬ因此ꎬ系统的平均分析

准确率有一定波动ꎮ 从图中看出ꎬ在时延约束较为

宽松的情况下ꎬ视频分析准确率可以达到 ９０％以

上ꎻ而当时延约束较为严厉ꎬ准确率随之降低到

７０％左右ꎬ波动性也增大ꎮ 这是因为在其他条件相

同的情况下ꎬ系统为了满足苛刻的时延约束ꎬ需要通

过牺牲准确率性能来维持时延虚拟队列的稳定性ꎮ
４.３　 不同算法的性能比较

本节研究了随着网络带宽的增大ꎬ几种不同算法

得到的分析准确率、时延和能耗等性能的变化情况ꎮ
随着网络带宽从 ７０ Ｍｂｐｓ 逐渐增大到１２０ Ｍｂｐｓꎬ准确

率、时延和能耗的变化情况如图 ８、图 ９ 和图 １０ 所示ꎮ

图 ８　 几种算法在带宽增大下的准确率比较

图 ９　 几种算法在带宽增大下的时延比较

(时延约束 Ｄｍａｘ
ｉ 为 ０.６ ｓꎬ能耗约束 Ｅｍａｘ

ｉ 为 ０.７ ｍＪ)

图 １０　 几种算法在带宽增大下的能耗比较

(时延约束 Ｄｍａｘ
ｉ 为 ０.６ ｓꎬ能耗约束 Ｅｍａｘ

ｉ 为 ０.７ ｍＪ)

网络带宽的变化主要影响的是数据从摄像头传

输到边缘服务器产生的时延ꎬ随着可用带宽的逐渐

增加ꎬ除了 Ｏｐｔｉｍａｌ￣Ｃｏｎｆｉｇｕｒａｔｉｏｎ 算法外ꎬ其余算法

获得的分析准确率均随之增大ꎬ这是由于充足的网

络带宽资源能够满足更高分辨率的视频传输ꎬ时延

和能耗也会随着带宽的逐渐增大而降低ꎮ 从图 ８ 可
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以看出ꎬＯｐｔｉｍａｌ￣Ｃｏｎｆｉｇｕｒａｔｉｏｎ 算法的准确率总是最

高ꎬ因为该算法总是选择最高分辨率进行视频帧的

传输ꎬ然而从图 ９ 和图 １０ 看出ꎬ该算法产生的时延

和能耗均远偏离约束ꎬ完全不能满足要求ꎮ 与之对

比ꎬ随着带宽资源的增加ꎬ本文提出的 ＬｙＡＣＯ 算法

得到的能耗和时延均满足相应约束ꎬ并且分析准确

率性能仅次于 Ｏｐｔｉｍａｌ￣Ｃｏｎｆｉｇｕｒａｔｉｏｎ 算法ꎬ优于其他

基线算法ꎮ 同时ꎬ从图中可以发现ꎬＬｙＡＣＯ 算法的

各项性能与其余基线算法的差距随着带宽增加逐渐

降低ꎬ因此ꎬ在带宽资源越受限的情况下ꎬ越能体现

出本文提出算法的优越性ꎮ

４　 结语

本文研究了在边云协同架构下ꎬ如何通过同时

控制视频帧的分辨率、边缘服务器部署 ＣＮＮ 模型的

策略以及边云卸载决策ꎬ来最大化视频分析准确率ꎬ
同时要满足长期平均时延和能耗约束的问题ꎮ 为解

决此问题ꎬ利用李雅普诺夫优化理论将原优化问题

转化为每个时隙的独立优化问题ꎬ并采用蚁群优化

算法求解得到动态卸载优化策略ꎮ 仿真结果表明ꎬ
所提动态卸载策略相比其他基线方案能够在满足约

束的情况下获得更高的视频分析准确率ꎮ
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