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危化品车辆装卸载过程识别的 Ｔｒａｎｓｆｏｒｍｅｒ￣ＲＮＮ 模型∗
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摘　 要:针对危化品运输过程的偷倒、漏倒问题导致的安全事故ꎬ构建 Ｔｒａｎｓｆｏｒｍｅｒ￣ＲＮＮ 模型ꎬ对运输过程中的运行、装载、卸载

三种状态进行识别ꎮ 首先获取通过安装了传感器的车辆传回的速度、载重、原始 ＡＤ 值等实时数据ꎬ通过差分提取速度差、载
重差、方向差等特征ꎻ其次构建融合 Ｔｒａｎｓｆｏｒｍｅｒ 和 ＲＮＮ 的分类模型ꎬ通过 Ｔｒａｎｓｆｏｒｍｅｒ 完成对输入的表征学习ꎬＲＮＮ 进行学习ꎬ
自注意力机制突出关键特征ꎻ最后由全连接网络输出分类结果ꎮ 实验结果表明ꎬ所构建的模型在危化品车运输过程识别中的

准确率、查准率、查全率和 Ｆ１ 值均优于现有模型ꎮ
关键词:车辆装卸载识别ꎻＴｒａｎｓｆｏｒｍｅｒ 模型ꎻ循环神经网络ꎻ自注意力机制ꎻ时间序列
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　 　 危险化学品(简称危化品)指具有毒害、腐蚀、
爆炸、燃烧等性质ꎬ并对人体、环境具有危害的化学

品ꎬ其在运输过程中存在不安全因素[１]ꎮ 一方面ꎬ
装盛危化品的罐体经不起碰撞挤压ꎬ在运输过程中

容易发生损坏、泄露ꎻ另一方面ꎬ运输人员在运输过

程中存在偷倒、漏倒的行为ꎬ造成经济损失的同时也

存在一定的安全隐患ꎮ 近年来ꎬ随着危化品运输量

与日俱增ꎬ相应的危化品运输事故屡见不鲜[２]ꎬ但
危化品运输车(简称危化品车)运输过程长期脱离

监控ꎮ 要实现对危化品车运输过程的实时监控ꎬ需
借助车载传感器实时采集运输过程相关信息ꎬ以判

断车辆的运行状态ꎬ这对保障危化品安全规范运输ꎬ
促进安全生产具有重要意义ꎮ

目前ꎬ国内对危化品车安全监管研究处于起

步阶段[３－５] ꎬ危化品运输监控应向综合化、联合化、
动态化的方向发展:为科学解决危化品道路运输

路径的决策问题ꎬ构建基于概率语言平均解距离

评价法的危化品道路运输路径决策模型[３] ꎻ针对

港口危化品风险监管存在的问题ꎬ构建考虑安全

事故发生率的演化博弈模型[４] ꎻ为实现危化品全

过程安全监管ꎬ利用区块链技术研究危化品各个

环节数据的安全可信共享和多个主体之间的协同

管理技术[５] ꎮ 上述研究在一定程度上保障了危化

品的运输安全ꎬ但目前针对偷倒、漏倒问题的研究

尚处于空白阶段ꎬ在具体如何判别车辆运输状态

的方法上未见深入ꎮ 相比于在管理站的静态监

控ꎬ运输过程中的动态监控更依赖于传感器的数

据反馈ꎬ但目前能够采集的数据由于车辆运行而
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存在大量的噪声和扰动ꎬ难以准确地判别车辆的

运行状态ꎮ
危化品车运输过程产生的数据具有时间相关

性ꎬ是一种典型的时间序列数据ꎬ可借鉴时间序

列[６]相关的分析方法进行研究ꎮ 目前ꎬ针对时间序

列ꎬ主要分析方法有 Ｋ 邻近法[７]、长短期记忆网

络[８](Ｌｏｎｇ Ｓｈｏｒｔ￣Ｔｅｒｍ ＭｅｍｏｒｙꎬＬＳＴＭ)等ꎬ这些方法

具有较强的泛化能力ꎬ然而在捕捉时间序列的时间

依赖问题时ꎬ往往过分关注邻近数据的影响ꎬ而缺乏

对序列整体的概括能力[９]ꎮ 采用注意力机制可以

有效地概括时间序列的全局信息ꎬ基于注意力机制

并采用编码器－解码器结构的 Ｔｒａｎｓｆｏｒｍｅｒ 模型[１０]ꎬ
在自然语言处理[１１]、计算机视觉[１２] 等领域均取得

了不错的效果ꎮ
针对危化品车的运输状态识别问题ꎬ研究车辆

运输中装卸载过程的识别模型ꎬ主要贡献如下:
①针对识别车辆运输状态问题ꎬ将运输状态分

为装货、运输、卸货三类ꎬ依据传感器收集的实时数

据ꎬ动态识别运输状态ꎮ
②针对危化品运输序列数据中各时间步显性联

系较弱的问题ꎬ采用 ｋ步差分的方法进行特征构造ꎬ
体现序列中数据间的变化特征ꎮ

③针对状态难以判断问题ꎬ将 Ｔｒａｎｓｆｏｒｍｅｒ 与循

环神经网络(Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ ＮｅｔｗｏｒｋꎬＲＮＮ)相结

合ꎬ研究 Ｔｒａｎｓｆｏｒｍｅｒ￣ＲＮＮ 模型ꎬ将处理后的数据输

入到 Ｔｒａｎｓｆｏｒｍｅｒ 中完成表征学习ꎬ而后通过 ＲＮＮ
提取时序信息并输出分类结果ꎮ

１　 数据预处理和特征构造

通过安装在车身的各个传感器获取危化品车运

输数据(载重、车速等)ꎬ并通过中控系统进行数据

的整合ꎬ采用滑动窗口的方式获取危化品车运输数

据ꎬ通过归一化消除各数据不同量纲的影响ꎬ使用前

向差分构造车辆运行中对运动状态变化敏感的特

征ꎬ具体步骤如下ꎮ
１.１　 数据获取

采用滑动窗口截取危化品车的运输数据ꎬ当需

要判断 ｔ时刻的运行状态时ꎬ截取 ｔ时刻前后各 ｎ个
数据点形成一个长度为 ２ｎ＋１ 的滑动窗口ꎬ并根据

窗口内数据判断 ｔ时刻危化品车的运行状态ꎮ 判断

ｔ＋１ 时刻的运行状态时ꎬ则窗口整体向后滑动一个

时间点ꎬ以此类推ꎮ 以 ｘｔꎬｊ表示原始数据中 ｔ 时刻第

ｊ个特征的值ꎬ滑动窗口截取危化品运输数据的过程

如图 １ 所示ꎮ 本文采集的传感器数据如表 １ 所示ꎮ

图 １　 滑动窗口截取示意图

表 １　 危化品车传感器采集数据

数据 /单位 物理信息描述

载重 / ｋｇ 车辆载重值

车速 / (ｋｍ / ｈ) 车辆速度

方向 / (°) 车辆行进方向

原始 ＡＤ 值 载重传感器形变程度

海拔高度 / ｍ 车辆绝对垂直距离

　 　 取 ｎ＝ １０ꎬ特征数为 ５ 的危化品运输数据序列

Ａｉ 可以描述为:
Ａｉ ＝{(ｍｉ－１０ꎬｖｉ－１０ꎬｄｉ－１０ꎬａｄｉ－１０ꎬｈｉ－１０)ꎬ

􀆺ꎬ(ｍｉꎬｖｉꎬｄｉꎬａｄｉꎬｈｉ)ꎬ
􀆺ꎬ(ｍｉ＋１０ꎬｖｉ＋１０ꎬｄｉ＋１０ꎬａｄｉ＋１０ꎬｈｉ＋１０)} (１)

式中:(ｍｉꎬｖｉꎬｄｉꎬａｄｉꎬｈｉ)表示 ｉ时刻对应窗口序列ꎬ包
含载重(ｍｉ)、车速(ｖｉ)、方向(ｄｉ)、原始 ＡＤ 值(ａｄｉ)、

３７２
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海拔高度(ｈｉ)等数据信息ꎮ
１.２　 数据归一化

传感器采集的各项数据信息具有不同的量纲ꎬ
因此ꎬ采用均值－标准差对式(１)进行归一化处理:

(ｎｍｉꎬｎｖｉꎬｎｄｉꎬｎａｄｉꎬｎｈｉ)＝

ｍｉ－􀭺ｍ
σｍ

ꎬ
ｖｉ－􀭰ｖ
σｖ

ꎬ
ｄｉ－􀭵ｄ
σｄ

ꎬ
ａｄｉ－ａｄ
σａｄ

ꎬ
ｈｉ－􀭵ｈ
σｈ

æ

è
ç

ö

ø
÷ (２)

式中:􀭺ｍꎬ􀭰ｖꎬ􀭵ｄꎬａｄꎬ􀭵ｈ 表示各项数据的均值ꎬσｍꎬσｖꎬ
σｄꎬσａｄꎬσｈ为各项数据的标准差ꎬ计算公式分别见

式(３)和式(４):

　 (􀭺ｍꎬ􀭰ｖꎬ􀭵ｄꎬａｄꎬ􀭵ｈ)＝
１
２１ ∑

ｉ ＋１０

ｋ ＝ ｉ－１０
(ｍｋꎬｖｋꎬｄｋꎬａｄｋꎬｈｋ) (３)

(σｍꎬ􀆺ꎬσｈ)＝

１
２１ ∑

ｉ ＋１０

ｋ ＝ ｉ－１０
[(ｍｋ － 􀭺ｍ) ２ꎬ􀆺ꎬ(ｈｋ － 􀭵ｈ) ２] (４)

归一化处理后运输数据序列 ＮＡｉ 表示为:
ＮＡｉ ＝{(ｎｍｉ－１０ꎬｎｖｉ－１０ꎬｎｄｉ－１０ꎬｎａｄｉ－１０ꎬｎｈｉ－１０)ꎬ

􀆺ꎬ(ｎｍｉꎬｎｖｉꎬｎｄｉꎬｎａｄｉꎬｎｈｉ)ꎬ
􀆺ꎬ(ｎｍｉ＋１０ꎬｎｖｉ＋１０ꎬｎｄｉ＋１０ꎬｎａｄｉ＋１０ꎬｎｈｉ＋１０)} (５)

１.３　 特征提取

为更加充分地表现序列中各时间步间的变化ꎬ
采用前向差分[１３] 进一步提取特征ꎮ 第 ｉ 个序列点

的载重 ｌ步前向差分为:
Δｎｍｌｉ ＝ｎｍｉ－ｎｍｉ－ｌ (６)

提取第 ｉ个序列点的载重、速度、方向的前向 １０
步和 ５ 步差分ꎬ得到长度为 ２１、共 ６ 个差分特征的

滑动差分序列:
ＤＡｉ ＝{(Δｎｍ５

ｉ－１０ꎬΔｎｖ５ｉ－１０ꎬΔｎｄ５ｉ－１０ꎬΔｎｍ１０
ｉ－１０ꎬΔｎｖ１０ｉ－１０ꎬ

Δｎｄ１０ｉ－１０)ꎬ􀆺ꎬ(Δｎｍ５
ｉ ꎬΔｎｖ５ｉ ꎬΔｎｄ５ｉ ꎬΔｎｍ１０

ｉ ꎬΔｎｖ１０ｉ ꎬ
Δｎｄ１０ｉ )ꎬ􀆺ꎬ(Δｎｍ５

ｉ＋１０ꎬΔｎｖ５ｉ＋１０ꎬΔｎｄ５ｉ＋１０ꎬΔｎｍ１０
ｉ＋１０ꎬ

Δｎｖ１０ｉ＋１０ꎬΔｎｄ１０ｉ＋１０)} (７)
定义第 ｉ个时间点车辆运行特征的滑动窗口序

列 ＣＡｉ∈Ｒ２１×１１由 ５ 个基本特征(５)和 ６ 个差分特征

(７)共 １１ 个特征组成ꎬ如式(８)所示:
ＣＡｉ ＝{ＮＡｉ ｜ ＤＡｉ} ＝{ｗ１ꎬ􀆺ꎬｗｉꎬ􀆺ꎬｗ２１} ＝

{(ｎｍｉ－１０ꎬｎｖｉ－１０ꎬｎｄｉ－１０ꎬ􀆺ꎬΔｎｍ１０
ｉ－１０ꎬΔｎｖ１０ｉ－１０ꎬΔｎｄ１０ｉ－１０)ꎬ

􀆺ꎬ(ｎｍｉꎬｎｖｉꎬｎｄｉꎬ􀆺ꎬΔｎｍ１０
ｉ ꎬΔｎｖ１０ｉ ꎬΔｎｄ１０ｉ )ꎬ

􀆺ꎬ(ｎｍｉ＋１０ꎬｎｖｉ＋１０ꎬｎｄｉ＋１０ꎬ􀆺ꎬΔｎｍ１０
ｉ＋１０ꎬΔｎｖ１０ｉ＋１０ꎬΔｎｄ１０ｉ＋１０)}

(８)
式中:向量 ｗｉ 表示序列 ＣＡｉ 中的第 ｉ个序列点ꎮ

２　 危化品车装卸载识别模型

本文研究一种融合 Ｔｒａｎｓｆｏｒｍｅｒ 和 ＲＮＮ 的危化

品车装卸载识别模型ꎬ由位置嵌入模块、Ｔｒａｎｓｆｏｒｍｅｒ

表征学习模块和循环神经网络分类模块组成ꎬ模型

整体结构如图 ２ 所示ꎮ 位置嵌入模块对输入 ｗｉ 嵌
入位置信息ꎬ使 Ｔｒａｎｓｆｏｒｍｅｒ 可以获知各个输入序列

点的位置ꎻＴｒａｎｓｆｏｒｍｅｒ 表征学习模块将输入向量 ｈｉ
转化为更易被分类模型理解的向量 ｇｉꎻ循环神经网

络分类模块通过自注意力(Ｓｅｌｆ Ａｔｔｅｎｔｉｏｎ)和 ＲＮＮ 输

出危化品运输输入序列对应的运行状态ꎮ

图 ２　 本文模型 Ｔｒａｎｓｆｏｒｍｅｒ￣ＲＮＮ

２.１　 位置嵌入模块

在处理时间序列数据时ꎬＴｒａｎｓｆｏｒｍｅｒ 中多头自

注意力将输入作为一个整体进行计算ꎬ并行计算能

够提高计算效率ꎬ但不能直接获得序列中各数据点

间的顺序信息ꎬ所以需要额外的信息告知模型输入

中各个点的位置信息ꎬ此处采用余弦函数生成位置

矩阵ꎬ其具有与输入序列相同的维度ꎬ将位置矩阵与

输入序列相加后输入模型ꎬ位置矩阵 ＰＥ 中各元素

ｐｉꎬｊ计算公式如下:
ｐｉꎬ２ｋ ＝ｓｉｎ( ｉ / １０ ０００２ｋ / ｄ)

ｐｉꎬ２ｋ＋１ ＝ｃｏｓ( ｉ / １０ ０００２ｋ / ｄ){ (９)

式中:ｐｉꎬ２ｋꎬｐｉꎬ２ｋ＋１ 分别表示位置 ｉ 的编码向量的第

２ｋ、２ｋ＋１ 个分量ꎬｄ 是特征维度ꎬ在危化品运输数据

序列中 ｄ ＝ １１ꎬ以 ｐｉ 表示位置矩阵的第 ｉ 行向量ꎮ
位置嵌入的输入为输入序列 ＣＡ 中的第 ｉ 个序列点

ｗｉꎬ则位置嵌入的输出 ｓｉ 可表示为:
ｓｉ ＝ｗｉ＋ｐｉ (１０)

４７２
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２.２　 Ｔｒａｎｓｆｏｒｍｅｒ 表征学习模块

本文采用 Ｔｒａｎｓｆｏｒｍｅｒ 的编码器部分作为模型

的表征学习模块ꎬ对输入序列进行表征学习ꎬ使其转

化为更易被分类模块理解的抽象特征ꎮ 一个 Ｔｒａｎｓ￣
ｆｏｒｍｅｒ 的编码器由多头自注意力子层和前馈网络子

层组成ꎬ其原理如下文所示ꎮ
２.２.１　 多头自注意力机制

多头自注意力[１４](Ｍｕｌｔｉ￣ｈｅａｄ Ｓｅｌｆ Ａｔｔｅｎｔｉｏｎ)由

自注意力机制演化而来ꎬ自注意力机制(Ｓｅｌｆ Ａｔｔｅｎ￣
ｔｉｏｎ)将查询(Ｑ)、键(Ｋ)和值(Ｖ)映射到输出ꎬＱ、
Ｋ、Ｖ 均由输入产生ꎬ将 Ｑ 与 Ｋ 进行内积运算ꎬ并对

结果除以 ｄ进行缩放ꎬ输入 Ｓｏｆｔｍａｘ 函数进行缩放

以得到权重ꎬ乘以 Ｖ 得到自注意力的输出ꎮ 其计算

过程如下式所示:
Ｑ＝ＷＱＸꎬＫ＝ＷＫＸꎬＶ＝ＷＶＸ (１１)

Ｓｏｆｔｍａｘ( ｚｉ)＝
ｅｚｉ

∑
ｄ

ｊ ＝ １
ｅｚ ｊ

　 ｉ＝ １ꎬ􀆺ꎬｄ (１２)

Ａｔｔｅｎｔｉｏｎ(ＱꎬＫꎬＶ)＝ ｓｏｆｔｍａｘ
ＱＫＴ

ｄ
æ

è
ç

ö

ø
÷ ×Ｖ (１３)

式中:Ｘ 表示自注意力的输入序列ꎬＷＱꎬＷＫꎬＷＶ 分

别为 Ｑ、Ｋ、Ｖ 对用的变换矩阵ꎬ在模型训练过程中

进行参数更新ꎬｄ 为输入的特征数ꎬＳｏｆｔｍａｘ 是归一

化指数函数ꎬ用于将分类结果转化为概率分布矩阵ꎮ
多头自注意力在自注意力的基础上ꎬ将输入序

列划分成多个不同的表征子空间ꎬ并分别对其进行

自注意力计算ꎬ从而学习不同位置的表达信息ꎬ随后

将学习到的表征信息进行拼接ꎬ转化为特定维度的

输出ꎬ每个头的计算过程如下式:
ｈｅａｄｉ ＝Ａｔｔｅｎｔｉｏｎ(ＱＷＱ

ｉ ꎬＫＷＫ
ｉ ꎬＶＷＶ

ｉ ) (１４)
ＭＨｅａｄ(ＱꎬＫꎬＶ)＝

Ｃｏｎｃａｔ(ｈｅａｄ１ꎬ􀆺ꎬｈｅａｄｉꎬ􀆺ꎬｈｅａｄｍ) (１５)
式中:Ｑ、Ｋ、Ｖ 分别表示查询矩阵、键矩阵和值矩阵ꎻ
ＷＱ
ｉ 、ＷＫ

ｉ 、ＷＶ
ｉ 分别为 Ｑ、Ｋ、Ｖ 对用的变换矩阵ꎻｍ 表

示多头自注意力的头数ꎻＭＨｅａｄ(ＱꎬＫꎬＶ)表示对多

头信息进行拼接ꎮ 由于多头自注意力中的运算是一

系列的矩阵乘法运算ꎬ相比于 ＣＮＮ、ＲＮＮꎬ并行运算

能力更强ꎮ
２.２.２　 残差连接和前馈神经网络

残差连接[１５](Ｒａｓｉｄｕａｌ Ｂｌｏｃｋ)部分将编码器层

的输入和多头自注意力层的输出进行求和ꎬ可以减

少模型复杂度以防止过拟合ꎮ 层归一化(Ｌａｙｅｒ Ｎｏｒ￣
ｍａｌｉｚａｔｉｏｎ)对序列中每个数据点各个特征进行归一

化处理ꎬ处理方法与 １.２ 数据归一化方法一致ꎮ

　 　 经过残差连接和层归一化后的结果会送入前馈

神经网络(Ｆｅｅｄ￣Ｆｏｒｗａｒｄ Ｎｅｔｗｏｒｋ)中ꎬ由两个全连接

层组成ꎬ其中第一层采用 ＲｅＬＵ 作为激活函数ꎬ第二

层无激活函数ꎬ对应计算式如下:
ＦｅｅｄＦｏｒｗａｒｄ(Ｘ)＝ ｍａｘ(０ꎬＸＷ１＋ｂ１)Ｗ２＋ｂ２(１６)

式中:Ｘ 为前馈网络的输入ꎬＷ１、Ｗ２ 为网络的权值

矩阵ꎬｂ１、ｂ２ 为网络的偏置ꎮ
最后再经过一次残差连接和层归一化ꎬ即完成

一次 Ｔｒａｎｓｆｏｒｍｅｒ 的计算ꎮ 通过 Ｔｒａｎｓｆｏｒｍｅｒ 进行表

征学习后的结果将会送入循环神经网络分类模块进

行分类输出ꎮ
２.３　 循环神经网络分类模块

ＲＮＮ 在处理时间序列数据方面表现出强大的

能力[１６]ꎬ相比传统的神经网络模型ꎬＲＮＮ 当前时刻

的输出不仅取决于当前时刻的输入ꎬ还取决于上一

时刻的输出ꎬ其具体表现形式为网络会对前面的数

据信息进行记忆并应用到当前输出的计算中去ꎮ 将

ＲＮＮ 按时间步展开的结构如图 ３ 所示ꎬ其计算过程

如下式所示:
ｑｉ ＝σ(ｗｇｑꎬｉｇｉ＋ｗｑｑꎬｉ－１ｑｉ－１＋ｂｑ) 　 ｉ＝ １ꎬ􀆺ꎬ２１(１７)

ｏ＝Ｗｑｏｑ２１＋ｂｏ (１８)
ｙ＝Ｓｏｆｔｍａｘ(ｏ) (１９)

σ(ｘ)＝ ｅｘ－ｅ－ｘ

ｅｘ＋ｅ－ｘ (２０)

式中:ｇｉ 为输入序列的第 ｉ 个序列点ꎬσ(ｘ)指 Ｔａｎｈ
激活函数ꎬＷｇｑ 为输入到隐藏层的连接权重矩阵ꎬ
Ｗｑｑ为隐藏层之间的连接权重矩阵ꎬＷｑｏ为隐藏层到

输出之间的连接权重矩阵ꎬｂｑ、ｂｏ 是偏置向量ꎮ 在实

际计算中ꎬ需要先计算第一个时间步的 ｑ１ꎬ再结合

ｑ１ 和下一时间步的输入来计算 ｑ２ꎬ以此类推ꎬ并最

终计算 ＲＮＮ 的输出ꎮ 这样的前向传播方式帮助

ＲＮＮ 考虑过去时刻的输入对当前时刻输出的影响ꎮ

图 ３　 ＲＮＮ 按时间步展开

Ｔｒａｎｓｆｏｒｍｅｒ 表征学习模块的输出将会送入一个

自注意力层进行权重更新ꎬ此时ꎬＷｑ ＝Ｗｋ ＝Ｗｖ ＝Ｗ０

(式(１１) ~式(１３))ꎬ最后经过 ＲＮＮ 和 ｓｏｆｔｍａｘ 函数

输出分类结果ꎮ

５７２
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３　 实验结果与分析

３.１　 评价指标

实验采用查准率(Ｐ)、查全率(Ｒ)、Ｆ１ 值(Ｆ１)和
准确率(Ａｃｃ)４ 个评价指标来衡量模型的有效性ꎮ 装

卸载状态识别属于多分类问题ꎬ其混淆矩阵见表 ２ꎬ
采用宏平均的方式进行总体的性能评估ꎬ根据每个类

别的查准率、查全率和 Ｆ１ 值求得算数平均ꎮ
表 ２　 运输状态三分类对应混淆矩阵

真实类别
分类结果

正常运行 装货 卸货

运输 ａ０ ａ１ ａ２
装货 ｂ０ ｂ１ ｂ２
卸货 ｃ０ ｃ１ ｃ２

　 　 以运输样本为例ꎬ对于分类为正常运行的情况ꎬ
ＴＰ ０ ＝ａ０ꎻＦＮ０ ＝ａ１＋ａ２ꎻＦＰ ０ ＝ ｂ０＋ｃ０ꎻＴＮ０ ＝ ｂ１＋ｂ２＋ｃ１＋ｃ２

(２１)
此时ꎬ分类为正常运行的查准率 Ｐ０ 和查全率

Ｒ０ 如下:

Ｐ０ ＝
ＴＰ ０

ＴＰ ０＋ＦＰ ０
×１００％ (２２)

Ｒ０ ＝
ＴＰ ０

ＴＰ ０＋ＦＮ０
×１００％ (２３)

使用宏平均方式进行总体的性能评估ꎬ

ｍａｃｒｏＰ ＝ １
３ ∑

２

ｉ ＝ ０
Ｐ ｉ (２４)

ｍａｃｒｏＲ＝ １
３ ∑

２

ｉ ＝ ０
Ｒ ｉ (２５)

ｍａｃｒｏＦ１ ＝
２×ｍａｃｒｏＰ×ｍａｃｒｏＲ
ｍａｃｒｏＰ＋ｍａｃｒｏＲ

(２６)

式中:查准率表示正确识别的实体数量占识别出的

所有实体数量的百分比ꎻ查全率表示正确识别的实

体数量占所有该类标注实体数量的百分比ꎻＦ１ 值是

精确率和召回率的调和平均数ꎬ从查准和查全 ２ 个

角度综合反映模型的效果ꎬ本文用来对实体识别实

验进行整体评估ꎬＦ１ 值越大ꎬ表明模型正确识别的

实体数量越多且越全ꎮ
特别地ꎬ在实际应用中ꎬ可以容许一部分的装

货、卸货过程识别为正常运行ꎬ但正常运行被识别为

装货、卸货是不被允许的ꎬ因而ꎬ除上述 ４ 个性能指

标外ꎬ还需额外关注查全率 Ｒ０ꎮ
在实验对比部分ꎬ最终以准确率(ＡＣＣ)、查准

率(ｍａｃｒｏＰ)、查全率(ｍａｃｒｏＲ)、Ｆ１ 值(ｍａｃｒｏＦ１)、正
常运行查全率(Ｒ０)作为性能指标进行对比ꎮ

３.２　 实验结果及对比分析

将经过特征处理的数据按照 ６ ∶３ ∶１ 的比例划分

为训练集、验证集和测试集ꎬ实验环境为 Ｗｉｎｄｏｗｓ１０
６４ 位操作系统ꎬ显卡为 ＧＴＸ１０５０ꎬ内存为 １６ ＧＢꎬ使
用基于 Ｐｙｔｈｏｎ３.７ 的 Ｔｅｎｓｏｒｆｌｏｗ２.５ 深度学习框架进

行实验ꎮ
３.２.１　 循环神经网络对比实验

ＲＮＮ 是最为基本的循环神经网络ꎬ而目前在相

关领域较为常见的循环神经网络是 ＲＮＮ 的变种

ＬＳＴＭ 和 ＧＲＵ(Ｇａｔｅ Ｒｅｃｕｒｒｅｎｔ Ｕｎｉｔ)ꎮ 为了对比分析

并决定使用哪一种循环神经网络作为模型的分类

器ꎬ对三种模型分别进行实验ꎬ实验结果如表 ３
所列ꎮ

表 ３　 ＲＮＮ 与其变种对比结果

模型 ｍａｃｒｏＰ ｍａｃｒｏＲ ｍａｃｒｏＦ１ 时间

ＲＮＮ ０.９０２ ７ ０.９０１ ８ ０.９０２ ２ １２.５ ｍｉｎ
ＬＳＴＭ ０.９０７ ８ ０.９０７ ５ ０.９０７ ６ ２７ ｍｉｎ
ＧＲＵ ０.９０５ ４ ０.９０１ ５ ０.９０３ ４ ２１ ｍｉｎ

　 　 表 ３ 中模型均采用最基本的单层结构进行实

验ꎬ进行 １ ０００ 轮迭代后完成训练ꎮ 通过对比ꎬ
ＬＳＴＭ 的性能表现高于 ＧＲＵ 和 ＲＮＮꎬ但训练耗费时

间上ꎬＬＳＴＭ 和 ＧＲＵ 的训练耗时也远高于 ＲＮＮꎬ由
于模型较为复杂ꎬ如果采用 ＬＳＴＭ 或者 ＧＲＵ 作为分

类器ꎬ训练时间将会远远长于使用 ＲＮＮ 的模型ꎬ且
ＲＮＮ 变种针对数据集的训练表现相差不大ꎬＦ１ 值仅

比 ＬＳＴＭ 低 ０.００５ ４ꎬ比 ＧＲＵ 低 ０.００１ ２ꎬ综合考虑ꎬ
ＲＮＮ 的训练效率高于其变种ꎬ本文采用 ＲＮＮ 作为

分类器ꎮ
３.２.２　 不同模型分类效果对比实验

为证实本文所提模型的有效性ꎬ此处将 Ｔｒａｎｓ￣
ｆｏｒｍｅｒ￣ＲＮＮ 模型与几种常用的分类算法进行对比

实验ꎬ其实验结果如表 ４ 所列ꎬ其对应的验证准确率

曲线如图 ４ 所示ꎮ
表 ４　 不同分类算法对比结果

模型 ｍａｃｒｏＰ ｍａｃｒｏＲ ｍａｃｒｏＦ１ Ａｃｃｕｒａｃｙ Ｒ０

ＦＣＮ ０.８９９ ０.８８７ ０.８９３ ０.８９９ ０.９３２
ＲＮＮ ０.９０３ ０.９０２ ０.９０２ ０.９０５ ０.９２９

Ｔｒａｎｓｆｏｒｍｅｒ ０.９１６ ０.９０５ ０.９１１ ０.９１６ ０.９４８
Ｔｒａｎｓｆｏｒｍｅｒ￣ＲＮＮ ０.９２６ ０.９２４ ０.９２５ ０.９２６ ０.９４７

　 　 从表 ４ 可以看出ꎬ仅仅采用 Ｔｒａｎｓｆｏｒｍｅｒ 单一结

构的模型ꎬ就已经取得了优于全连接网络和 ＲＮＮ 网

络的性能优势ꎬ其准确率和 Ｆ１ 值均优于其他模型ꎬ
在 Ｔｒａｎｓｆｏｒｍｅｒ 模型的基础上ꎬ添加 ＲＮＮ 作为信息

提取器ꎬ并通过 Ａｔｔｅｎｔｉｏｎ 机制突出重要特征的权
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图 ４　 不同模型对应验证曲线

重ꎬ最后输出分类结果的 Ｔｒａｎｓｆｏｒｍｅｒ￣ＲＮＮ 模型取得

了 ９２.６４％的验证准确率和 ０.９２４ ９ 的 Ｆ１ 值ꎮ 实验

表明ꎬ通过 Ｔｒａｎｓｆｏｒｍｅｒ 模型ꎬ结合 ＲＮＮ 模型和注意

力机制ꎬ在本文所使用的危化品车装卸载数据中ꎬ能
够取得优于其他模型的分类效果ꎮ
３.２.３　 不同特征构造分类效果对比实验

本文采用差分的方法进行特征构造ꎬ为验证差分

方法是否能有效提升模型的分类效果ꎬ此处将本文所

用的前向 ５ 步、１０ 步差分分别与只进行 ５ 步差分、１０
步差分、不进行差分的情况进行对比ꎬ其对应各项性

能指标如表 ５ 所示ꎬ训练验证曲线如图 ５ 所示ꎮ
表 ５　 不同特征构造下各项指标对比

差分选择 ｍａｃｒｏＰ ｍａｃｒｏＲ ｍａｃｒｏＦ１ Ａｃｃｕｒａｃｙ Ｒ０

无差分 ０.７１１ ０.６４１ ０.６７４ ０.６９８ ０.７４４
５ 步差分 ０.８９５ ０.８５７ ０.８７６ ０.８９１ ０.９３３
１０ 步差分 ０.８８１ ０.８７４ ０.８７８ ０.８８７ ０.９２１

５、１０ 步差分 ０.９２６ ０.９２４ ０.９２５ ０.９２６ ０.９４７

图 ５　 不同特征构造下对应验证曲线

　 　 从图 ５ 可以看出ꎬ没有进行特征构造的情况下ꎬ
训练效果最差ꎬ其验证准确率只能达到 ６９.７８％ꎬ而
进行差分后各项指标均取得较大提升ꎬ５ 步差分和

１０ 步差分的验证准确率从 ７０％分别提升至８９.１４％、
８８.６９％ꎬ而同时进行这两步差分的情况下ꎬ模型训

练效果已达到最优ꎬ准确率为 ９２.６４％ꎬ各项指标见

表 ５ꎮ 实验表明ꎬ通过差分的方法进行特征构造有

助于提升对危化品装卸载过程的识别精度ꎮ

４　 结论

时间序列数据分类是工业数据分析中的一个重

要领域ꎬ本文针对危化品车运输过程中的装卸载过

程分类任务ꎬ研究 Ｔｒａｎｓｆｏｒｍｅｒ￣ＲＮＮ 时间序列分类模

型ꎬ首先使用 Ｔｒａｎｓｆｏｒｍｅｒ 模型对数据进行特征提

取ꎬ经过 Ａｔｔｅｎｔｉｏｎ 机制突出数据中重要特征的权

重ꎬ最后通过 ＲＮＮ 输出分类结果ꎮ 实验结果表明:
①针对危化品车运输数据ꎬＲＮＮ 模型足够胜任其任

务ꎬ其他变种模型大大延缓了模型整体的训练效率ꎻ
②采用前向差分进行特征构造能够有效体现序列中

数据间的变化特征ꎻ③Ｔｒａｎｓｆｏｒｍｅｒ￣ＲＮＮ 模型相比其

他传统分类器ꎬ各项性能指标均有显著提升ꎮ
基于 Ｔｒａｎｓｆｏｒｍｅｒ￣ＲＮＮ 的分类模型对危化品车

装卸载过程分类任务具有显著效果ꎬ这对后续追踪

朔源运输过程的相关问题具有重要意义ꎮ 在后续工

作中ꎬ可以考虑结合无监督学习的训练方式ꎬ对数据

进行自动标注ꎬ减少数据标注工作中的人力成本ꎬ并
进一步提高模型的分类性能ꎮ
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