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基于循环神经网络的语音增强加速器设计∗
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摘　 要:使用深度学习的语音增强技术能够提升听者的言语识别率ꎬ但因神经网络的规模较大难以应用于边缘设备中ꎮ 因

此ꎬ提出了一种可用于助听器等边缘设备的循环神经网络语音增强加速器ꎮ 该加速器将神经网络的计算用独立矩阵乘法硬

件实现ꎬ并在多层神经网络的层之间实现硬件级的流水操作ꎬ通过并行和流水降低了计算延时ꎮ 实验表明ꎬ与带噪语音相比ꎬ
在 ｖｏｌｖｏ、ｆａｃｔｏｒｙ２、ｂａｂｂｌｅ 噪声环境下ꎬ所提算法的信噪比分别平均提升了 １７.３０２ ｄＢ、８.４１２ ｄＢ 和 ４.７３２ ｄＢꎻ短时语音可懂度分

别平均提高了 １.４％、０.８％和 ０.４％ꎻ语音质量感知评估平均提高了 １.４９８、０.５０４ 和 ０.２３４ꎻ这三项指标均高于所对比的传统语音

增强算法与神经网络算法ꎮ 当时钟频率为 １０ ＭＨｚ 时ꎬ加速器的处理延时为 ９.２ ｍｓꎬ可以满足边缘侧应用的实时性需求ꎮ
关键词:语音增强ꎻ边缘设备ꎻ循环神经网络ꎻ加速器ꎻ实时性
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　 　 语音增强[１]是指当纯净语音被噪声污染后ꎬ尽
量从受污染的语音中恢复出原始的语音信号ꎬ并使

处理后的语音具有更高的可懂度与清晰度的一项技

术ꎮ 这项技术已经被用在可穿戴设备、移动设备等

边缘设备中ꎮ 基于神经网络的语音增强技术的推理

运算实质上是矩阵的乘法和加法ꎬ而大量的神经元

节点势必会造成非常大的功耗和内存消耗ꎬ因此ꎬ如

何在不同噪声环境、资源受限的情况下ꎬ同时兼顾高

精度和低延时来构建基于循环神经网络(Ｒｅｃｕｒｒｅｎｔ
Ｎｅｕｒａｌ ＮｅｔｗｏｒｋꎬＲＮＮ)的语音增强加速器是非常有

挑战性的ꎮ
传统的语音增强算法ꎬ主要是利用无话段的语

音活动检测(Ｖｏｉｃｅ Ａｃｔｉｖｉｔｙ ＤｅｔｅｃｔｉｏｎꎬＶＡＤ)来估计

噪声模型ꎬ进而从带噪语音中去除掉噪声ꎬ优点是不
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依赖先验语音信息ꎬ所需计算量较少ꎬ对硬件实现比

较友好ꎬ在实际应用中比较受欢迎ꎮ 比如谱减

法[２－３]、维纳滤波法[４]、子空间法[５－６] 等算法ꎮ 这些

方法对平稳噪声的抑制效果比较显著ꎬ对于非平稳

噪声ꎬ其往往不能得到很好的降噪效果[７]ꎮ 因此ꎬ
学者们提出了基于神经网络的语音增强算法ꎬ并取

得了不错的效果ꎬ尤其是单通道语音增强算法[８－１１]ꎮ
由于神经网络强大的非线性建模能力ꎬ深度学

习被广泛地运用在了语音增强领域ꎮ 事实上ꎬ对于

边缘侧应用来说ꎬ除了高精度和高能效以外ꎬ低延时

也是必需的要求之一ꎮ 近年来ꎬ一些实时的语音增

强算法被提出[１２－１４]ꎮ ２０１８ 年ꎬＶａｌｉｎ[１２] 提出了一种

基于深度学习的实时全频带语音增强方法ꎮ 其使用

具有四个隐藏层的深层循环神经网络来估计理想临

界频带增益ꎬ取得了不错的效果ꎮ 同样在 ２０１８ 年ꎬ
Ｐａｒｖｉａｉｎｅｎ 等人[１３]提出一种基于低延迟神经网络的

语音增强系统ꎬ并证明了其可行性ꎮ ２０１９ 年ꎬＢｈａｔ
等人[１４]提出了基于多目标学习卷积神经网络的语

音增强技术ꎬ以提高助听器用户感知的整体语音质

量ꎬ并在智能手机端实现了实时语音增强技术ꎮ 然

而ꎬ这些语音增强算法的规模与参数量较大ꎬ未在实

际的硬件中实现ꎬ没有考虑到便携式边缘计算硬件

设备的资源约束ꎮ

图 １　 单通道语音增强算法的加速器系统结构图

近年来ꎬ已训练好的 ＤＮＮ 嵌入到智能的边缘计

算设备越来越受到关注ꎮ 边缘计算的一个优点是计

算在最终用户设备上本地完成ꎬ以减少延迟并保护

隐私[１５]ꎮ 近些年提出了许多关于 ＲＮＮ 神经网络的

加速器[１６－２２]ꎮ ２０１６ 年ꎬＮｕｒｖｉｔａｄｈｉ 等人[１６] 对比了门

控循环单元(Ｇａｔｅｄ Ｒｅｃｕｒｒｅｎｔ ＵｎｉｔꎬＧＲＵ)分别在中

央处理器(Ｃｅｎｔｒａｌ Ｐｒｏｃｅｓｓｉｎｇ ＵｎｉｔꎬＣＰＵ)、图形处理

器(Ｇｒａｐｈｉｃｓ Ｐｒｏｃｅｓｓｉｎｇ ＵｎｉｔꎬＧＰＵ)、现场可编程门

阵列(Ｆｉｅｌｄ Ｐｒｏｇｒａｍｍａｂｌｅ Ｇａｔｅ ＡｒｒａｙꎬＦＰＧＡ)以及专

用集成电路(Ａｐｐｌｉｃａｔｉｏｎ Ｓｐｅｃｉｆｉｃ Ｉｎｔｅｇｒａｔｅｄ Ｃｉｒｃｕｉｔꎬ
ＡＳＩＣ)中的加速实现ꎬ结果表明使用 ＦＰＧＡ 的性能

功耗比要优于 ＣＰＵ 与 ＧＰＵꎮ ２０１８ 年ꎬＷａｎｇ 等人[１７]

提出使用基于 ＦＰＧＡ 的 ＲＮＮ 加速器ꎬ使用结构压缩

技术降低了一定的存储内存使用ꎬ虽然性能指标不

错ꎬ但是其工作在 ２００ ＭＨｚ 系统时钟下的功耗为

２２ Ｗꎬ并不适合运用在低功耗的边缘设备中ꎮ ２０２０
年ꎬＺｈｕ 等人[１８]提出了基于网络压缩的高性能 ＲＮＮ
加速器ꎬ通过网络修剪和量化的压缩方法ꎬ可以降低

计算冗余、内存开销和能耗ꎮ 然而ꎬ这些加速器研究

的应用范围较宽ꎬ不能很好地适用某一种应用类型ꎬ
没有一个专用于边缘设备的 ＲＮＮ 语音增强加速器ꎬ
尤其是在 ＦＰＧＡ 的嵌入式低延迟、高能效平台上ꎮ
因此本文提出的创新性理论成果和关键技术ꎬ可以

为边缘计算应用的语音增强加速器的研究与设计提

供一定的研究基础ꎬ具体如下:
首先ꎬ利用梅尔滤波器组进行时域上的频段划

分ꎬ避免了时频域变换的硬件实现消耗ꎻ
其次ꎬ使用各个频段的归一化对数能量谱作为

输入特征ꎬ并利用跨频段信息与网络跳越连接的方

式进行网络的搭建ꎬ取得了不错的效果ꎻ
最后ꎬ在硬件层面上使用时分复用与流水线技术

来加速 ＲＮＮꎬ并设计了一款小型的 ＦＰＧＡ 加速器ꎮ
本文的其余部分组织如下ꎮ 第一节进行算法描

述ꎬ并简述其实现流程ꎮ 第二节介绍硬件的设计与

实验结果分析ꎮ 最后一节对全文进行了总结ꎮ

１　 ＲＮＮ 语音增强算法描述

本文提出了一种基于 ＲＮＮ 的单通道语音增强

加速器设计与实现ꎬ语音的采样频率为 １６ ｋＨｚꎮ 本

文所采用的加速器系统处理流程如图 １ 所示ꎮ
接收到带噪语音后ꎬ首先经过分频带模块ꎬ在时

域上进行 １６ 个频段的划分ꎬ并将相邻频段合并以得

到 ４ 个跨通道信息ꎬ将结果存在随机存取存储器

(Ｒａｎｄｏｍ Ａｃｃｅｓｓ ＭｅｍｏｒｙꎬＲＡＭ)中ꎬ等待语音增益的

计算ꎻ其次ꎬ利用通道结果计算每个通道每帧的对数

能量ꎬ并经过归一化后作为 ＲＮＮ 的输入ꎻ经过 ＲＮＮ
处理得到 １６ 个通道的语音增益ꎬ再与 ＲＡＭ 中的数

据进行相乘即可得到增强后的通道语音ꎻ最后通过

语音合成得到增强语音ꎮ

６５５
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１.１　 通道划分与特征计算

语音增强性能的好坏与所使用的语音特征有密

不可分的关系ꎮ 如果采用语音的频域特征ꎬ需要计算

快速傅立叶变换(Ｆａｓｔ Ｆｏｕｒｉｅｒ ＴｒａｎｓｆｏｒｍꎬＦＦＴ)ꎬ语音

合成前还需做逆傅里叶变换 ＩＦＦＴꎬＦＦＴ、ＩＦＦＴ 包括神

经网络的计算都是复杂的向量计算ꎬ对于硬件实现来

说是很大的消耗ꎮ 因此ꎬ尝试用时域 ＦＩＲ 分析滤波器

组代替傅里叶时频域 ＦＦＴ 转换以降低特征提取复杂

度ꎮ 由于部分边缘设备的应用场景需要单独对一些

频段进行增强ꎬ如听损患者部分频段听不清需要单独

对该频段给予一定的增益ꎬ使用文献[２３]中的矩形滤

波器组ꎬ虽然不同频带之间的耦合较少ꎬ但是很容易

在对部分频段补偿增益后造成频带间语音信号的陡

变ꎬ因此本文对文献[２３]提出的矩形滤波器组进行修

改ꎬ用梅尔滤波器组代替原先的矩形滤波器组ꎮ 梅尔

滤波器组有着频带间 ５０％的交叠ꎬ可以有效地防止增

强语音频带间的陡变ꎬ具体步骤如下:
①首先按照梅尔尺度进行频段的划分ꎮ 梅尔频

率尺度更加符合人耳对音高的感知ꎬ定义为:

Ｍ＝ １ １２５ｌｎ １＋ ｆ
７００

æ

è
ç

ö

ø
÷ (１)

式中:Ｍ 表示以梅尔(Ｍｅｌ)为单位的感知频率ꎬｆ 表
示以 Ｈｚ 为 单 位 的 实 际 频 率ꎮ 音 频 采 样 率 为

１６ ｋＨｚꎬ根据奈奎斯特采样定律ꎬ式中 ｆ 的范围为

０~８ ０００ Ｈｚꎬ因此可以得出 Ｍ的范围 ０~２ ８３５ ｍｅｌꎮ
在梅尔域内对整个音高范围进行均分ꎬ并通过式

(１)即可得到各个频段的中心频率ꎮ
首先计算频率向量:

Δｆ＝ ｆｓ
Ｎ

(２)

Ｆ(ｋ)＝ (ｋ－１)Δｆ　 １≤ｋ≤Ｎ
２

(３)

式中:ｆｓ 为采样率ꎬＮ 为滤波器阶数ꎬΔｆ 为频率分辨

率ꎬＦ 为频率向量ꎬ即实际频率点ꎮ 由于梅尔滤波器

的图形是左右对称的三角形ꎬ因此式中的 ｋ 只取到

Ｎ / ２ꎮ
②计算每个频段的滤波器频率向量 Ｈｉꎬ其中

ｆ(ｍ)为中心频率:
Ｈｉ ＝[αｉꎬ１ꎬαｉꎬ２ꎬ􀆺ꎬαｉꎬｋꎬ􀆺ꎬαｉꎬＮ/ ２]

αｉꎬｋ ＝

Ｆ(ｋ)－ｆ(ｍ－１)
ｆ(ｍ)－ｆ(ｍ－１)

ｆ(ｍ－１)≤Ｆ(ｋ)≤ｆ(ｍ)

ｆ(ｍ＋１)－Ｆ(ｋ)
ｆ(ｍ＋１)－ｆ(ｍ)

ｆ(ｍ)<Ｆ(ｋ)≤ｆ(ｍ＋１)

０ Ｆ(ｋ)<ｆ(ｍ－１)
０ Ｆ(ｋ)>ｆ(ｍ＋１)

ì

î

í

ï
ï
ï
ï

ï
ï
ïï

(４)

对响应向量 Ｈｉ 进行中心对称延拓ꎬ即:
Ｈｉ ＝[αｉꎬ１ꎬαｉꎬ２ꎬ􀆺ꎬαｉꎬｋꎬ􀆺ꎬαｉꎬＮ/ ２ꎬαｉꎬＮ/ ２－１ꎬ􀆺ꎬαｉꎬ２] (５)

③对频率向量 Ｈｉ 进行 ＩＦＦＴ 后乘双窗(汉明窗

和矩形窗卷积归一化)ꎬ即可得到时域滤波器系

数 ｈｉꎮ
④得到滤波器系数后ꎬ将其与对应的输入序列

点相乘求和即可得到 １６ 个频段的值ꎬ如下:

ｘｉ( ｔ)＝ ∑
Ｎ

ｋ ＝ １
ｈｉ(ｋ)×[ｘ( ｔ－Ｎ＋ｋ)＋ｘ( ｔ＋Ｎ－ｋ)] (６)

本文使用的滤波器采用时域对称的结构ꎬ因此

计算量可以缩减一半ꎬ便于硬件实现ꎮ 由上式可知ꎬ
当计算当前时刻的滤波器输出时ꎬ会使用到该时刻

之后的信息ꎬ因此滤波器会产生一个 Ｎ / ｆｓ 的延时ꎬ
称为群延时ꎮ 考虑到边缘设备的实时性应用需求ꎬ
因此滤波器的延时应尽量小以满足整体系统的实时

性需求ꎬ将该滤波器的阶数 Ｎ设置为 １２８ꎬ即群延时

为 ８ ｍｓꎬ其幅频响应如图 ２ 所示ꎮ

图 ２　 滤波器幅频响应

通道划分完成之后ꎬ按下式计算神经网络的输

入特征:

Ｅ( ｉ)＝ ∑
Ｆｒ

ｋ ＝ １
ｘ２ｉ(ｋ) (７)

Ｅ( ｉ)＝
ｌｏｇ２Ｅ( ｉ)＋８

１６
(８)

式中:Ｆｒ 表示一帧的长度ꎬ这里取 １０ ｍｓꎮ Ｅ( ｉ)表示

第 ｉ个通道的一帧语音的能量ꎬｘｉ(ｋ)表示语音信号第

ｉ个通道的第 ｋ个频点ꎮ 由于语音信号的采样位数为

１６ ｂｉｔꎬ因此其能量的最小值为 ２－２４ ~２８ꎬ因此这里加 ８
除以 １６ 可以把语音信号归一化到－１~１ 之间ꎮ

将 １６ 个通道的相邻频段合并为 ４ 个通道ꎬ利用

这 ４ 个跨通道信息和另外 １６ 个通道的对数能量作

为神经网络的输入特征ꎮ 此外ꎬ利用纯净语音与带

噪语音的关系ꎬ我们将网络的输出特征定义为:

ｇ( ｉ)＝
Ｅｓ( ｉ)
Ｅｘ( ｉ)

(９)

７５５



传　 感　 技　 术　 学　 报
ｃｈｉｎａｔｒａｎｓｄｕｃｅｒｓ.ｓｅｕ.ｅｄｕ.ｃｎ 第 ３６ 卷

式中:Ｅｓ( ｉ)表示频段 ｉ 的纯净语音的能量ꎬＥｘ( ｉ)表
示频段 ｉ的带噪语音的能量ꎮ
１.２　 网络结构

在语音处理中ꎬ语音的信息是上下文相关的序列ꎬ
其输出是受输入影响的ꎮ 因此ꎬ使用带有记忆能力的

ＲＮＮ 神经网络对语音的序列化信息进行建模ꎮ 传统的

ＲＮＮ[２４]存在梯度爆炸和梯度消失问题ꎬ并不能真正地

处理好长距离的依赖ꎮ 长短时记忆网络(Ｌｏｎｇ Ｓｈｏｒｔ￣
Ｔｅｒｍ ＭｅｍｏｒｙꎬＬＳＴＭ)和门控循环单元(Ｇａｔｅｄ Ｒｅｃｕｒｒｅｎｔ
ＵｎｉｔꎬＧＲＵ)可以很好地处理长距离依赖问题ꎮ 为了节

省硬件资源消耗ꎬ本算法使用计算复杂度更低、计算效

率更高的 ＧＲＵ 来构建网络架构[２５]ꎮ

图 ３ 是本算法使用的网络结构示意图ꎬ网络的

输入特征是 ２０ 个通道归一化后的对数能量ꎬ输出是

１６ 个通道的语音增益ꎮ 图 ３(ａ)代表 ＲＮＮ 的网络模

型结构ꎬ网络结构由 ＧＲＵ 层和全连接层(Ｄｅｎｓｅ)共
四层组成ꎬ它们的作用分别是语音活动检测(Ｖｏｉｃｅ
Ａｃｔｉｖｉｔｙ ＤｅｔｅｃｔｉｏｎꎬＶＡＤ)、噪声估计、降噪学习以及

语音增益的计算ꎮ 图中指示了所使用的激活函数类

型、神经元节点以及其网络类型ꎮ 图 ３(ｂ)显示了具

体的网络连接细节ꎬ本算法使用了跳越连接( Ｓｋｉｐ
Ｃｏｎｎｅｃｔｉｏｎ)ꎬ跳越连接表明每层网络的输入可以来

自不同层的输出ꎬ这确保了特征的可重用性ꎬ且收敛

速度比传统网络更快[２６]ꎮ

图 ３　 ＲＮＮ 结构示意图

１.３　 语音合成

最后ꎬ进行波形重建ꎮ 将 ＲＮＮ 获得的子带增益

与通道噪声语音相乘ꎬ得到经过降噪调整后的每个

通道的信号ꎬ将每个时域点的 １６ 个通道信息相加来

重构波形ꎬ如下式:

ｓ＝ ∑
１６

ｉ ＝ １
ｇ( ｉ)×ｍｅｌ( ｉꎬ１:Ｆｒ) (１０)

式中:ｉ 为频段的索引ꎬＦｒ 为帧长ꎬｍｅｌ 为各个通道

的值ꎮ
１.４　 实验数据与评价指标

本算法使用的纯净语音数据选自清华大学中文语

料库 ＴＨＣＨＳ－３０[２７]ꎬ其中的文本选取自大容量的新闻ꎬ
基本包含了所有的发音语句ꎬ语音采样率为 １６ ｋＨｚꎬ
采样位数为 １６ ｂｉｔꎮ 使用的噪声来自 ＮＯＩＳＥＸ９２
库[２８]ꎬ该噪声库中包含 １６ 种不同环境的噪声ꎬ采样

率为 １９.９８ ｋＨｚꎬ因此在使用之前需将采样率重采样

到 １６ ｋＨｚꎬ将纯净语音与噪声按照不同的信噪比进行

混合ꎬ生成带噪语音ꎮ 本算法使用生活中常见的带噪

语音ꎬ如车内噪声 ｖｏｌｖｏ、生产车间噪声 ｆａｃｔｏｒｙ２、以及

人群噪声 ｂａｂｂｌｅ 来测试语音增强的效果ꎮ

本文使用的语音评价指标为信噪比(Ｓｉｇｎａｌ￣ｔｏ￣
Ｎｏｉｓｅ ＲａｔｉｏꎬＳＮＲ)、短时客观可懂度[２９](Ｓｈｏｒｔ￣Ｔｉｍｅ Ｏｂ￣
ｊｅｃｔｉｖｅ ＩｎｔｅｌｌｉｇｉｂｉｌｉｔｙꎬＳＴＯＩ)和语音质量感知评估[３０]

(Ｐｅｒｃｅｐｔｕａｌ Ｅｖａｌｕａｔｉｏｎ ｏｆ Ｓｐｅｅｃｈ ＱｕａｌｉｔｙꎬＰＥＳＱ)ꎮ 其

中ꎬＳＮＲ 为信号与噪声的功率比ꎬ其值越大越好ꎻＳＴＯＩ
的典型值在 ０~１ 之间ꎬ可以认为是听懂语音的百分比ꎻ
ＰＥＳＱ 与人的主观听觉感受具有很强的一致性ꎬ其典型

值在－０.５~４.５ 之间ꎬ分值越大代表语音质量越好ꎮ

２　 硬件设计与实验结果分析

２.１　 电路设计与实现

本文提出的神经网络算法需要满足边缘侧应用

小尺寸、实时性的需求ꎮ 因此选择面积为 １０ ｍｍ×
１０ ｍｍ 的 Ｘｉｌｉｎｘ Ａｒｔｉｘ７ 系列的 ＸＣ７Ａ５０Ｔ－２ＣＰＧ２３６Ｉ
芯片ꎬ该芯片采用高性能、低功耗的 ２８ ｎｍ 工艺ꎬ与
上一代产品相比降低了 ５０％的功耗ꎮ

根据所采用的 ＦＰＧＡ 芯片的数据手册进行 ＰＣＢ
(Ｐｒｉｎｔｅｄ Ｃｉｒｃｕｉｔ Ｂｏａｒｄ)的原理图和封装设计ꎬ图 ４
所示为加速器 ＰＣＢ 测试电路图ꎮ 该 ＰＣＢ 采用了四

层板的设计方式ꎬ主要模块为数字麦克风、有源晶振

８５５
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以及 ＦＰＧＡ 芯片ꎮ 首先根据需要编写各个模块的

ＶＨＤＬ 代码ꎬ仿真通过后通过 ＪＴＡＧ 编程口即可将二

进制文件下载进加速器电路中ꎬ进而通过扬声器即

可听到麦克风采集的声音ꎮ

图 ４　 加速器 ＰＣＢ 测试电路图

神经网络的运算本质上就是矩阵求和的过程ꎬ
每一个输入与对应的权重相乘并求总和ꎬ再与偏置

相加的结果经过激活函数输出ꎮ 神经网络逻辑结构

到电路结构的映射方式主要有两种:空间展开和时

分复用ꎮ 空间展开的方式将每一个神经元都映射为

一个独立的包含乘法器和加法器的线性运算单元

(Ｐｒｏｃｅｓｓｉｎｇ ＥｌｅｍｅｎｔꎬＰＥ)ꎮ 优点在于其并行计算程

度高ꎬ更适合用来加速某些对性能要求和吞吐率要

求很高的特定应用ꎮ 相比之下ꎬ时分复用的方式将

网络中的多个神经元映射为同一个运算单元电路ꎬ
该处理单元在时间轴上逐层串行计算出层内每个节

点的输出ꎬ再进行下一层的节点计算ꎬ这种方式需要

的运算资源和芯片面积少ꎬ更适合计算资源受限的

边缘侧语音信号处理的应用ꎮ 因此本算法采用时分

复用的设计方式ꎮ ＰＥ 的结构如图 ５ 所示ꎮ

图 ５　 ＰＥ 的结构

ＧＲＵ 层的计算占据非常大的资源ꎬ因此ꎬ进一

步优化 ＧＲＵ 的计算是非常有必要的ꎮ 如图 ６ 所示ꎬ
将 ＧＲＵ 的运算分成了三步ꎬ使用步进控制单元即可

控制网络计算ꎮ 图中展示了计算单元流水、层间流

水的特性ꎬ计算单个节点时ꎬ在乘法和加法后各加一

级寄存器ꎬ经过若干周期后ꎬ计算加法同时也在计算

乘法ꎬ形成对权重和输入的流水计算ꎻ当前层计算完

毕后ꎬ将层输出存入层间寄存器中ꎬ然后继续从输入

寄存器中获取输入计算层输出ꎬ经过若干个周期后

就可以实现对输入连续不断的流水计算ꎬ以流水线

的形式降低了多层、多步计算的延时ꎮ 全连接层类

似于 ＧＲＵ 的单步计算ꎬ这里不再赘述ꎮ

图 ６　 ＧＲＵ 流水线

图 ７　 助听加速器实例图

　 　 图 ７ 所示为本文设计的加速器放在助听器壳里

的实例ꎬ该助听器壳虽然相对其他部分助听设备较

大ꎬ但是本加速器对于音响等其他尺寸较大的边缘

设备而言完全符合需求ꎮ 此外ꎬ该加速器板仍可以

通过重新布局设计或通过 ＡＳＩＣ 设计实现的方式进

一步减小尺寸大小ꎮ
２.２　 软件仿真结果对比

在这部分中ꎬ为了验证本文提出算法的效果以

及可行性ꎬ将其与深度学习算法 Ｒｎｎｏｉｓｅ[１３]、传统语

音增强算法多带谱减法[３](Ｍｕｌｔｉ￣Ｂａｎｄｓ Ｓｐｅｃｔｒａｌ Ｓｕｂ￣
ｔｒａｃｔｉｏｎꎬＭＢＳＳ)、维纳滤波法[４](ｗｉｅｎｅｒ＿ｗｔ)、最优改

进 对 数 谱 估 计 算 法[３１] ( Ｏｐｔｉｍａｌｌｙ Ｍｏｄｉｆｉｅｄ Ｌｏｇ￣
Ｓｐｅｃｔｒａｌ ＡｍｐｌｉｔｕｄｅꎬＯＭＬＳＡ)进行对比ꎮ

９５５
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利用 ＭＡＴＬＡＢ 生成不同信噪比下的带噪语音ꎬ
并利用语音增强算法进行语音降噪ꎬ最后通过语音

评价指标进行对比ꎮ 为了体现测试的充分性ꎬ从
ＴＨＣＨＳ－３０ 库中选取未参与训练的 １００ 段语音ꎬ分
别与 ＮＯＩＳＥＸ９２ 中的 ｖｏｌｖｏ 噪声、 ｆａｃｔｏｒｙ２ 噪声、

ｂａｂｂｌｅ 噪声按照－１０、－５、０、５、１０ 的信噪比进行合

成ꎬ得到 １ ５００(１００×３×５)段带噪语音ꎬ利用这 １ ５００
段带噪语音进行测试ꎮ

首先采用信噪比进行评估ꎮ 表 １ 给出了不同算

法语音增强后的 ＳＮＲꎮ
表 １　 不同算法处理后的平均 ＳＮＲ 的比较

噪声 混合信噪比 / ｄＢ Ｎｏｉｓｙ Ｒｎｎｏｉｓｅ ＭＢＳＳ ｗｉｅｎｅｒ＿ｗｔ ＯＭＬＳＡ Ｔｈｉｓ Ｗｏｒｋ

ｖｏｌｖｏ

－１０ －１０ ９.２９ －３.３５ －１.９３ １２.２２ １１.２４
－５ －５ １２.８０ １.４２ １.８３ １５.６６ １４.４９
０ ０ １５.８６ ５.４２ ４.９９ １８.１０ １７.７７
５ ５ １８.１０ ８.１１ ８.４０ １９.３４ ２０.５９
１０ １０ １９.４４ ９.４５ １２.３３ ２０.０３ ２２.４２

平均 ０ １５.０９８ ４.２１ ５.１２４ １７.０７０ １７.３０２

ｆａｃｔｏｒｙ２

－１０ －１０ １.４８ －０.６３ １.４６ ２.６１ ２.７６
－５ －５ ６.６６ ３.３６ ３.５６ ５.１２ ５.１６
０ ０ １０.５０ ６.８０ ６.０ ８.３５ ８.００
５ ５ １３.４７ ８.９５ ８.９１ １１.９７ １１.２８
１０ １０ １６.３２ ９.８０ １２.２７ １５.８２ １４.８６

平均 ０ ９.６８６ ５.６５６ ６.４４０ ８.７７４ ８.４１２

ｂａｂｂｌｅ

－１０ －１０ －０.４９ －８.０ －１.１７ －１.５７ ０.７３
－５ －５ １.７６ －２.８０ １.８６ １.５９ １.８５
０ ０ ５.３３ １.９６ ４.９３ ４.９７ ３.７０
５ ５ ９.４７ ５.７９ ８.４１ ８.９７ ６.７４
１０ １０ １３.２９ ８.１７ １２.２４ １２.８７ １０.６４

平均 ０ ５.８７２ １.０２４ ５.２５４ ５.３６６ ４.７３２
整体平均 ０ １０.２１９ ３.６３ ５.６０６ １０.４０３ １０.１４９

　 　 可以看到ꎬ相对于带噪语音ꎬ本算法的信噪比在

三种噪声环境下分别提升了 １７.３０２ ｄＢ、８.４１２ ｄＢ、
４.７３２ ｄＢꎮ 传统的语音增强算法中ꎬＯＭＬＳＡ 取得效

果最好ꎬ甚至在 ｆａｃｔｏｒｙ２ 和 ｂａｂｂｌｅ 噪声环境下ꎬ提升

幅度都略高于深度学习的算法ꎻ而深度学习的算法

Ｒｎｎｏｉｓｅꎬ其整体提升与本文算法基本上是一致的ꎮ
整体而言ꎬ本文在 ｖｏｌｖｏ 噪声环境下可以取得最好的

信噪比提升ꎬ虽然在另外两种噪声环境下的提升不

是最优ꎬ但与最优的之间仅相差 ０.２８４ ｄＢꎬ基本是可

以接受的ꎮ
信噪比只能反映整体语音质量的提升ꎬ无法直

接反映语音的失真度ꎬ因此本文对语音增强后语音

的可懂度进行比较ꎬ采用的比较因子是 ＳＴＯＩꎬ其值

越大代表语音的可懂度越好ꎮ 表 ２ 给出了不同算法

语音增强后 ＳＴＯＩ 的平均得分ꎮ 其中ꎬ以带噪语音

Ｎｏｉｓｙ 的 ＳＴＯＩ 得分作为参考因子ꎬ本算法在 ｖｏｌｖｏ 和

ｆａｃｔｏｒｙ２ 噪声条件下可以显著提高语音的可懂度ꎬ分
别提高 １.４％和 ０.８％ꎮ 而在 ｂａｂｂｌｅ 噪声下ꎬ仅提升

了 ０.４％ꎬ这是因为 ｂａｂｂｌｅ 噪声中的部分人声会被认

为是语音而被保留ꎮ 整体而言ꎬ本算法相对于带噪

语音可提升 ０.９％ꎬ具有最高可懂度ꎮ
为了进一步比较语音的客观质量ꎬ选用与人的

听觉感受有一致性的 ＰＥＳＱ 作为比较因子ꎮ 表 ３ 是

不同算法平均 ＰＥＳＱ 的比较结果ꎮ
可以看到ꎬ整体而言ꎬ本文提出的语音增强模型

ＰＥＳＱ 提升了 ０.７４６ꎬ远高于其他算法模型ꎮ 相比于

带噪语音ꎬ本算法在三种噪声环境下分别可提高

１.４９８、０.５０４、０.２３４ꎮ
总之ꎬ传统的语音增强算法适合处理高信噪比

下相对平稳的噪声ꎬ比如 ＭＢＳＳ 和 ＯＭＬＳＡꎮ 而对于

低信噪比或者非平稳类型的噪声却不太理想ꎮ 此

外ꎬ可以看到ꎬ本算法 ＳＮＲ 的提升虽然略低于

ＯＭＬＳＡ 方法ꎬ但是 ＳＴＯＩ 与 ＰＥＳＱ 的提升却远高于

该方法ꎬ显然ꎬ在牺牲较小 ＳＮＲ 的同时显著提高

ＳＴＯＩ 与 ＰＥＳＱ 对于边缘设备的应用是很有意义的ꎮ
结合三种评估结果综合来看ꎬ本文提出的算法能够

很好地处理平稳和非平稳噪声ꎬ弥补传统语音增强

算法的缺陷ꎮ
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表 ２　 不同算法处理后平均 ＳＴＯＩ 的比较

噪声 混合信噪比 / ｄＢ Ｎｏｉｓｙ Ｒｎｎｏｉｓｅ ＭＢＳＳ ｗｉｅｎｅｒ＿ｗｔ ＯＭＬＳＡ Ｔｈｉｓ Ｗｏｒｋ

ｖｏｌｖｏ

－１０ ０.８７ ０.８７ ０.８５ ０.７４ ０.８３ ０.８８
－５ ０.９０ ０.９１ ０.８９ ０.７９ ０.９０ ０.９１
０ ０.９２ ０.９４ ０.９３ ０.８４ ０.９４ ０.９４
５ ０.９４ ０.９５ ０.９５ ０.９０ ０.９５ ０.９６
１０ ０.９６ ０.９７ ０.９６ ０.９４ ０.９６ ０.９７

平均 ０.９１８ ０.９２８ ０.９１６ ０.８４２ ０.９１６ ０.９３２

ｆａｃｔｏｒｙ２

－１０ ０.６０ ０.５３ ０.６０ ０.５２ ０.５３ ０.６１
－５ ０.７１ ０.７２ ０.７１ ０.６４ ０.６１ ０.７２
０ ０.８１ ０.８３ ０.８０ ０.７４ ０.７０ ０.８２
５ ０.８７ ０.９０ ０.８７ ０.８３ ０.８１ ０.８８
１０ ０.９２ ０.９４ ０.９２ ０.８９ ０.９０ ０.９２

平均 ０.７８２ ０.７８４ ０.７８ ０.７２４ ０.７１ ０.７９

ｂａｂｂｌｅ

－１０ ０.４４ ０.３２ ０.４２ ０.３７ ０.３４ ０.３９
－５ ０.５５ ０.４９ ０.５４ ０.５１ ０.４６ ０.５８
０ ０.６６ ０.６７ ０.６７ ０.６６ ０.６０ ０.６６
５ ０.７７ ０.８１ ０.７９ ０.７７ ０.７５ ０.７８
１０ ０.８４ ０.８９ ０.８７ ０.８６ ０.８７ ０.８７

平均 ０.６５２ ０.６３６ ０.６５８ ０.６３４ ０.６０４ ０.６５６
整体平均 ０.７８４ ０.７８３ ０.７８５ ０.７３３ ０.７４３ ０.７９３

表 ３　 不同算法处理后平均 ＰＥＳＱ 的比较

噪声 混合信噪比 / ｄＢ Ｎｏｉｓｙ Ｒｎｎｏｉｓｅ ＭＢＳＳ ｗｉｅｎｅｒ＿ｗｔ ＯＭＬＳＡ Ｔｈｉｓ Ｗｏｒｋ

ｖｏｌｖｏ

－１０ １.０９ １.３４ １.４１ １.１３ １.７９ ２.２８
－５ １.２１ １.６１ １.７３ １.２０ ２.２０ ２.６７
０ １.５３ ２.０２ ２.０７ １.３２ ２.６４ ３.１６
５ ２.００ ２.５７ ２.３４ １.５８ ２.９７ ３.６７
１０ ２.５１ ３.０９ ２.５９ １.９８ ３.１９ ４.０５

平均 １.６６８ ２.１２６ ２.０２８ １.４４２ ２.５５８ ３.１６６

ｆａｃｔｏｒｙ２

－１０ １.０４ １.１３ １.０５ １.０４ １.１２ １.２１
－５ １.０５ １.１８ １.１５ １.０７ １.２１ １.３９
０ １.１２ １.３７ １.３９ １.１３ １.４０ １.６６
５ １.３２ １.６９ １.７７ １.２５ ２.６８ ２.０１
１０ １.６７ ２.１７ ２.１９ １.４６ ２.１３ ２.４５

平均 １.２４０ １.５０８ １.５１０ １.１９０ １.７０８ １.７４４

ｂａｂｂｌｅ

－１０ １.０６ １.７１ １.０６ １.０５ １.１５ １.１５
－５ １.０４ １.１１ １.０６ １.０４ １.０９ １.１３
０ １.０７ １.１３ １.１３ １.０６ １.１６ １.２６
５ １.１５ １.３４ １.３０ １.１４ １.１３ １.５０
１０ １.３８ １.７３ １.６１ １.３２ １.６６ １.８３

平均 １.１４０ １.４０４ １.２３２ １.１２２ １.２３８ １.３７４
整体平均 １.３４９ １.６７９ １.５９０ １.２５１ １.８３５ ２.０９５

２.３　 加速器的处理效果分析

本文所提出的增强算法通过 Ｖｅｒｉｌｏｇ ＨＤＬ 代码

在硬件加速器系统中实现ꎬ并利用计算机仿真工具

ＶＣＳ 对所设计的 ＲＴＬ 代码进行仿真验证ꎮ 硬件输

出与利用 Ｃ 语言仿真输出的结果进行对比ꎬ输出相

关性大于 ０.９７ꎬ符合设计要求ꎮ
本文实际录制了公路的噪声ꎬ并与纯净语音进行

混合生成 ０ ｄＢ 带噪语音ꎮ 图 ８ 所示为软硬件增强语

音的语谱图ꎮ 其中ꎬ图 ８(ａ)为纯净语音的语谱图ꎬ可
用来对比ꎻ图 ８(ｂ)为带噪语音的语谱图ꎻ图 ８(ｃ)为
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软件仿真生成的增强语音语谱图ꎻ图 ８(ｄ)为硬件运

行生成的语谱图ꎮ 通过对比ꎬ可以看出ꎬ硬件与软件

生成的语谱图几乎完全一致ꎬ与纯净语音相比几乎消

除了所有的噪声ꎮ

图 ８　 软硬件增强语音的语谱图

　 　 此外ꎬ本文使用软硬件协同设计的方法进行硬

件设计ꎬ即 ＰＣ 端和硬件端同步设计ꎮ 在 ＰＣ 端进行

网络训练的同时ꎬ进行硬件环境的搭建ꎬ最后将训练

的权重参数传给硬件端即可完成硬件的设计ꎮ 表 ４
所示为软硬件处理带噪语音后的 ＰＥＳＱ 和互相关系

数对比ꎬ其中语音 １、语音 ２、语音 ３ 分别对应 ｖｏｌｖｏ、
ｆａｃｔｏｒｙ２、ｂａｂｂｌｅ 的噪声环境ꎮ 可以看到ꎬ本文算法

基于软件和硬件的 ＰＥＳＱ 得分基本一致ꎬ相关系数

接近为 １ꎬ进一步证明了本文算法的实用性和可

靠性ꎮ
表 ４　 软硬件处理带噪语音后的 ＰＥＳＱ 和互相关系数对比

测试样本
ＰＥＳＱ

Ｎｏｉｓｙ 软件 硬件
互相关
系数

语音 １ １.７６１ ０ ３.４３８ ３.３９８ ０ ０.９９９ ７
语音 ２ １.２３５ ０ １.８５１ １.７９２ ０ ０.９９９ ０
语音 ３ １.１１６ ０ １.３４６ １.３２４ ０ ０.９９５ ７
平均 １.３７０ ７ ２.２１１７ ２.１７１ ３ ０.９９８ １

　 　 本文提出的加速器系统除了 ＲＮＮ 网络模块外ꎬ
还有分频带、特征提取以及语音合成模块ꎬ但由于这

些模块只是简单的乘法和加法运算ꎬ因此没有详细

叙述ꎮ 经过对整体系统的测试后ꎬＦＰＧＡ 经过大约

９１ ５４８ 个周期后输出结果ꎬ时钟频率为 １０ ＭＨｚ 时ꎬ
总延时约为 ９.２ ｍｓꎬ满足实时性的要求ꎮ 另外本加

速器在 ＦＰＧＡ 平台的功耗为 ３２.６１ ｍＷꎬ对于助听器

中使用的锌空电池(电压 １.４５ Ｖꎬ容量为３１０ ｍＡｈ)ꎬ
本加速器可以工作 １３ ｈ 左右ꎻ而对于音箱等具备较

大电池的其他边缘设备ꎬ可以使用更长的时间ꎮ 未

来的研究会进一步将 ＦＰＧＡ 中的电路硬件设计用

ＡＳＩＣ 方式实现ꎬ可望将硬件加速器功耗再下降一个

数量级ꎮ
表 ５ 显示了加速器整个系统在布局布线完成后

的资源利用情况ꎮ 其中查找表(ＬＵＴ)利用率最高为

６２.２５％ꎬ但是 ＤＳＰ 和 ＢＲＡＭ 占用率并不高ꎬ这意味

着该加速器系统仍可以支持更大的网络结构ꎬ且可

以在边缘侧应用中应用ꎮ
表 ５　 硬件设计消耗的 ＦＰＧＡ 资源

资源名称 使用资源 可用资源 使用率 / ％

ＬＵＴ ２０ ２９２ ３２ ６００ ６２.２５
ＦＦ ３１ ５７６ ６５ ２００ ４８.４３
ＤＳＰ ３０ １２０ ２５

ＢＲＡＭ ３１ ７５ ４１.３３

３　 总结

本文创新性地提出了一种基于循环神经网络的

语音增强加速器ꎬ并通过软硬件协同设计的方法证

明了该加速器可以应用在助听器等边缘侧应用中ꎮ
算法上采用在时域上进行频段划分以减少因 ＦＦＴ
造成的硬件消耗ꎬ电路上采用时分复用最小计算单

元并利用流水线等技术进行设计ꎮ 实验结果表明ꎬ
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本文提出的语音增强加速器可以有效地抑制噪声ꎬ
提高信噪比、短时客观语音可懂度和语音质量感知

评估ꎮ 软硬件的输出相关性大于 ９７％ꎬ且当时钟频

率为 １０ ＭＨｚ 时ꎬ系统的总延时为 ９. ２ ｍｓꎬ功耗为

３２.６１ ｍＷꎮ 该加速器的面积与功耗仍然很大ꎬ后续

的研究将致力于 ＡＳＩＣ 芯片的研究ꎬ以进一步降低

芯片面积与功耗ꎬ以便适用于小体积的可穿戴边缘
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