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基于惯性传感器的轻量化卷积神经网络

跌倒检测算法∗

刘鹏达１ꎬ潘巨龙１∗ꎬ左正魏２ꎬ朱海亮１ꎬ李艳丽１

(１.中国计量大学信息工程学院ꎬ浙江 杭州 ３１００１８ꎻ２.中国计量大学现代教育技术中心ꎬ浙江 杭州 ３１００１８)

摘　 要:在可穿戴式跌倒检测终端中部署微型机器学习模型ꎬ存在计算力弱、内存受限和传统机器学习算法手动选取特征不

完善等问题ꎬ提出一种基于惯性传感器的轻量化卷积神经网络跌倒检测算法ꎬ设计并实现了高精度可穿戴式跌倒检测系统ꎮ
该算法自动从跌倒数据中提取更完善的数据特征和采用深度方向可分离卷积ꎬ将标准卷积分解成深度方向卷积和点方向卷

积ꎬ在只失去 ０.２％跌倒检测精度下ꎬ卷积层参数量减少 ７５.３２％ꎬ使之更适于资源受限的嵌入式终端中部署ꎮ 实验结果表明该

算法在实际跌倒测试环境中ꎬ平均准确率、敏感度和特异性分别达到了 ９９.２９％、９８.００％和 １００.００％ꎮ 该算法相比其他算法既

减少了模型大小和计算量ꎬ又保证了跌倒检测精度ꎬ该系统的成功研发为老年人跌倒检测与报警提供了新的途径ꎮ
关键词:跌倒检测ꎻ卷积神经网络ꎻ微型机器学习ꎻ惯性传感器ꎻ深度学习
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　 　 随着世界人口老龄化的问题日趋严重ꎬ国际社

会对人口老龄化问题愈加关注ꎮ 跌倒对于老年人而

言是非常危险的ꎬ由此产生的并发症不仅会造成家

庭经济损失也会影响老年人寿命ꎮ 为了使老年人发

生跌倒时能得到及时救助ꎬ对于跌倒检测的研究迫

在眉睫ꎮ

跌倒检测研究中有三种常见方法ꎬ分别为视频

分析法、环境感知法和可穿戴式检测法ꎮ 视频分析

法是在室内安装摄像头将信息实时上传至服务器ꎬ
通过模式识别技术来判断跌倒情况ꎮ 该方法虽然准

确率高ꎬ但是存在侵犯隐私和部署范围受限等问题ꎮ
Ｚｅｒｒｏｕｋｉ 等[１]使用摄像头和模式识别技术对跌倒进
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行检测ꎬ达到了 ９７.０２％的整体准确率ꎮ 环境感知法

是利用压力传感器、红外传感器等部署在周边的传

感器采集数据ꎬ通过算法判断跌倒状况ꎬ但是该方法

部署范围有限制ꎬ很难做到在室外大规模部署ꎮ 可

穿戴式检测法是利用惯性传感器收集的数据通过算

法检测ꎬ该方法具有保护隐私、检测范围不限于室内

等优点ꎬ 因此在跌倒检测领域应用更加广泛ꎮ
Ｎｗｅｋｅ 等[２]提到区分相似活动需要融合惯性传感器

以提高识别疑似跌倒动作的精度以及减少误报率ꎮ
随着微电子技术的发展ꎬ加速度计、陀螺仪和磁力计

等惯性传感器具有成本低廉和个体小巧等优点ꎬ因
而广泛应用于可穿戴跌倒检测设备中ꎮ

在可穿戴跌倒检测法中ꎬ算法一般分成三大类:
阈值法[３]、机器学习法[４] 和深度学习法[５]ꎮ 阈值法

通常是部署在资源和功率受限的终端中ꎬ通过阈值计

算来判断跌倒是否发生ꎮ 该跌倒检测方法准确率低ꎬ
受个体影响大ꎬ泛化性差ꎮ 机器学习法和深度学习法

是将惯性传感器的数据通过 ＷｉＦｉ、ＺｉｇＢｅｅ、蓝牙等技

术上传至上位机或服务器ꎬ在服务器中运行算法并判

断结果ꎮ Ｓａｌｅｈ 等[６] 提出一种高精度的机器学习算

法ꎬ使用滑动时间窗口提取特征ꎬ然后通过支持向量

机算法在上位机中对特征进行分类ꎮ 这种上传传感

器数据的方式中存在网络延迟和隐私泄露等问题[７]ꎮ
但是随着 ＴｉｎｙＭＬ[８](Ｔｉｎｙ Ｍａｃｈｉｎｅ Ｌｅａｒｎｉｎｇꎬ微型机器

学习)的出现ꎬ为深度学习这类高精度算法部署在终

端提供了可能ꎮ ＴｉｎｙＭＬ 指的是在 ｍＷ 功率范围以下

的终端设备上实现机器学习的方法、工具与技术ꎮ
本文主要运用 ＴｉｎｙＭＬ 技术ꎬ针对嵌入式终端设

备内存受限、计算力有限ꎬ以及人工提取特征可能忽

略跌倒数据内在的重要特征等问题ꎬ提出一种基于

惯性传感器的轻量化卷积神经网络算法ꎬ最终部署

在嵌入式跌倒检测终端中ꎮ 本文的跌倒检测算法可

分为两步:第一步为疑似跌倒检测ꎬ将加速度传感器

的数据运用阈值法ꎬ过滤一部分重复性非跌倒动作ꎮ
第二步将疑似跌倒的数据通过轻量化卷积模型进一

步确认跌倒ꎮ 经过实验证明ꎬ这种轻量化卷积模型

能够很好地降低模型参数量ꎬ并且在内存受限的嵌

入式终端中依旧满足跌倒检测的准确性、误报率和

实时性要求ꎮ

１　 跌倒检测系统硬件设计

跌倒检测系统中的开发板 Ａｒｄｕｉｎｏ Ｎａｎｏ ３３ ＢＬＥ
包含处理器 ｎＲＦ５２８４０、１ＭＢ 的 Ｆｌａｓｈ 缓存空间和

ＬＳＭ９ＤＳ１ 惯性传感器模块ꎮ 跌倒检测系统中还包

括电源模块、报警模块和 ＮＢ￣ＩｏＴ 模块移远 ＢＣ２０(内

含 ＧＰＳ)ꎬ跌倒检测终端硬件示意图如图 １ 所示ꎮ

图 １　 跌倒检测终端硬件示意图

ＬＳＭ９ＤＳ１ 惯性传感器模块包含加速度计、磁力

计和陀螺仪ꎬ具有先进先出(ＦＩＦＯ)缓冲器ꎮ 凭借

ＦＩＦＯ 缓冲器ꎬＬＳＭ９ＤＳ１ 传感器模块能够在不涉及

微控制器的情况下收集和存储数据样本ꎬ同时捕捉

一系列跌倒的关键数据ꎮ 本文选择使用加速度计和

陀螺仪ꎬ加速度计量程选择±１６ ｇｎꎬ陀螺仪量程选择

±２ ０００ ° / ｓꎮ 上述的量程选择能确保将所有的日常

生活动作(Ａｃｔｉｖｉｔｉｅｓ ｏｆ Ｄａｉｌｙ ＬｉｖｉｎｇꎬＡＤＬｓ) [９]和跌倒

事件都能准确记录下来ꎮ 此外人类活动频率通常在

２０ Ｈｚ 左右ꎬ但是高采样频率可以采集到更多的运

动信息[１０]ꎮ 所以本文跌倒检测终端以 ２００ Ｈｚ 频率

采集加速度计和陀螺仪的数据ꎬ以确保跌倒检测数

据的完整性ꎮ
本文跌倒检测终端佩戴在试验者的腰部ꎬ研究

表明腰部位置是穿戴式跌倒检测中的最佳位置[４]ꎮ
因为腰部与身体的运行是一致的ꎬ所以由跌倒检测

终端采集的加速度计和陀螺仪的数据能准确描述日

常生活活动(ＡＤＬｓ)和跌倒事件的运动学的特征ꎮ
本文中自主研发的跌倒检测终端尺寸为 ５０ ｍｍ×
７５ ｍｍ×２６ ｍｍꎬ锂电池容量为大小为 １ ０００ ｍＡꎬ图 ２
中展示了跌倒检测终端内部硬件图ꎬ包括微控制器、
ＮＢ￣ＩｏＴ 模块、喇叭和天线等ꎮ

图 ２　 跌倒检测终端内部硬件图

２　 跌倒检测算法

本文结合阈值法与轻量化卷积神经网络( ｌｉｇｈｔ￣

０６２
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ｗｅｉｇｈｔ Ｃｏｎｖｏｌｕｔｉｏｎ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋꎬｌｗ￣ＣＮＮ)的优点ꎬ
提出了一种融合上述二种方法的新跌倒检测算

法[１１]ꎬ首先采用阈值法避免因 ｌｗ￣ＣＮＮ 过多处理数

据而降低模型实时性ꎬ其次在可运行深度学习模型

实现智能推断的 Ａｒｄｕｉｎｏ Ｎａｎｏ ３３ ＢＬＥ 中部署 ｌｗ￣
ＣＮＮꎬ实现在自主研发的跌倒检测终端中完成全部

的跌倒检测过程ꎮ 图 ３ 是阈值法和 ｌｗ￣ＣＮＮ 融合的

跌倒检测算法程序流程图ꎮ

图 ３　 一种新的跌倒检测算法程序流程图

图 ４　 后向跌倒和慢走的 ＳＭＶ 数据

２.１　 疑似跌倒检测阶段

本文对 ＳｉｓＦａｌｌ[１２]跌倒公开数据集中的数据进行

统计和分析ꎬ结果表明所有跌倒事件的信号幅度向量

(Ｓｉｇｎａｌ Ｍａｒｇｉｎ ＶｅｃｔｏｒꎬＳＭＶꎬ合加速度)峰值皆大于

１.７０ ｇｎꎮ 因此阈值选择 １.６８ ｇｎ 作为疑似跌倒检测标

准ꎬ并且实际测试结果表明该阈值选取也是合适的ꎮ
假设 Ａｘ、Ａｙ 和 Ａｚ 分别表示加速度传感器在 ｘ、ｙ 和 ｚ
轴的值ꎬ则在任一时刻 ＳＭＶ 式(１)表示为:

ＳＭＶ＝ Ａ２
ｘ＋Ａ２

ｙ＋Ａ２
ｚ (１)

图 ４ 中展示了后向跌倒动作和日常活动中慢走动

作合加速 ＳＭＶ 对比ꎮ 其中图 ４ 左上角 Ｆａｌｌ 对应的点

线是跌倒动作曲线ꎬＡＤＬ 对应的实线是日常活动动作

曲线ꎬ纵轴表示 ＳＭＶ 值ꎬ其中 ｇｎ 为 ９.８ ｍ/ ｓ２ꎬ横轴表示

时间ꎬ采样频率为２００ Ｈｚꎬ共６００ 的采样点ꎬ时间尺度为

３ ｓꎬ由图 ４ 可知跌倒动作中有突变的 ＳＭＶ 值ꎮ

２.２　 轻量化卷积模型跌倒检测

跌倒检测关键是对惯性传感器采集的数据进行

特征提取ꎬ神经网络是模拟人类神经元传导的特性ꎬ
人为构造计算单元对输入数据进行非线性映射ꎬ提取

数据特征ꎮ 卷积神经网络(ＣＮＮ) [１３]的本质是特征编

码过程ꎬ通过对输入数据的单层特征数降低和特征维

度提高来改进模型性能ꎮ ＣＮＮ 随着计算机视觉领域

的发展ꎬ网络层数不断提高ꎬ虽然其网络性能得以提

高ꎬ但随之而来就产生了效率问题ꎬ即模型的存储问

题与模型的预测速度问题ꎬ同样地ꎬ在跌倒检测终端

中也存在类似的效率问题ꎮ 轻量化卷积模型设计的

主要思想是对卷积层运行方式设计更高效的网络计

算ꎬ从而使网络参数减少的同时而不损失网络整体性

能ꎮ 本文中 ｌｗ￣ＣＮＮ 参考了 ＭｏｂｉｌｅＮｅｔｓ[１４]ꎮ
２.２.１　 ＭｏｂｉｌｅＮｅｔｓ

ＭｏｂｉｌｅＮｅｔｓ 核心是深度方向可分离卷积(Ｄｅｐｔｈ￣
ｗｉｓｅ Ｓｅｐａｒａｂｌｅ Ｃｏｎｖｏｌｕｔｉｏｎ)ꎮ 它将标准卷积分解成深

度方向卷积(Ｄｅｐｔｈｗｉｓｅ Ｃｏｎｖｏｌｕｔｉｏｎ)和点方向卷积

(Ｐｏｉｎｔｗｉｓｅ Ｃｏｎｖｏｌｕｔｉｏｎ)ꎮ 深度方向卷积是对每个输

入通道单独进行卷积运算ꎬ点卷积是应用 １×１ 卷积改

变通道数ꎮ 图 ５ 为标准卷积ꎬ图 ６ 和图 ７ 分别表示标

准卷积所分解的深度方向卷积和点方向卷积ꎮ

图 ５　 标准卷积核

图 ６　 深度方向卷积核

图 ７　 点方向卷积核

标准卷积层将 ＤＩ×ＤＩ×Ｍ的特征图 Ｉ 输入ꎬ通过

卷积层生成 ＤＯ×ＤＯ×Ｎ 特征图 Ｏꎬ其中 ＤＩ 表示输入

特征图长度与宽度ꎬＭ 是输入特征图的通道数ꎬＤＯ
是输出特征图的长度与宽度ꎬＮ 是输出特征图的通

道数ꎮ 标准卷积层是由 ＤＫ ×ＤＫ ×Ｍ×Ｎ 的卷积核 Ｋ

１６２
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构成ꎬ其中 ＤＫ 是卷积核的长度与宽度ꎬＭ 和 Ｎ 分别

是输入和输出的通道数ꎮ
假设输入输出特征图的空间维度相同并且特征

图的空间维度是正方形ꎬ且采用 ｐａｄｄｉｎｇ 填充边缘特

征和步幅为 １ꎬ那么卷积特征图的输出计算式如下:

Ｏｋꎬｌꎬｎ ＝ ∑ ｉꎬｊꎬｍ
Ｋ ｉꎬｊꎬｍꎬｎ􀅰Ｉｋ＋ｉ－１ꎬｌ＋ｊ－１ꎬｍ (２)

标准卷积计算代价如下:
ＣＳ ＝ＤＫ×ＤＫ×Ｍ×Ｎ×ＤＩ×ＤＩ (３)

式中:计算代价 ＣＳ 与输入通道数 Ｍ、输出通道数 Ｎ、
卷积核大小 ＤＫ×ＤＫ和 特征图大小 ＤＩ×ＤＩ 密切相关ꎮ
ＭｏｂｉｌｅＮｅｔｓ 能够改变上述的密切关系ꎬ它使用了深

度可分离卷积打破了输出通道数与卷积核内核大小

之间的相互影响ꎮ
深度方向卷积核 Ｋ^ 大小为 ＤＫ ×ＤＫ ×Ｍꎬ深度方

向卷积对每个输入通道使用一个过滤器ꎬ其计算输

出式为:

Ｏ^ｋꎬｌꎬｍ ＝ ∑ ｉꎬｊ
Ｋ^ ｉꎬｊꎬｍＩｋ＋ｉ－１ꎬｌ＋ｊ－１ꎬｍ (４)

深度方向卷积计算代价如下:
ＣＤ ＝ＤＫ×ＤＫ×Ｍ×ＤＩ×ＤＩ (５)

深度方向卷积只过滤相应的输入通道ꎬ而不能

改变通道数从而产生新特征ꎮ 因此为了生成新的特

征ꎬ我们就需要通过点方向卷积计算然后线性组合

改变通道数ꎮ
深度方向可分离卷积的计算代价如下:

　 ＣＭ ＝ＣＤ×ＣＰ ＝ＤＫ×ＤＫ×Ｍ×ＤＩ×ＤＩ＋Ｍ×Ｎ×ＤＩ×ＤＩ (６)
标准卷积分解为深度方向卷积过滤和点方向卷

积组合两部分ꎬ这可以减少计算量ꎬ比较如下:
ＣＭ
ＣＳ

＝
ＤＫ×ＤＫ×Ｍ×ＤＩ×ＤＩ＋Ｍ×Ｎ×ＤＩ×ＤＩ

ＤＫ×ＤＫ×Ｍ×Ｎ×ＤＩ×ＤＩ
＝ １
Ｎ
＋ １
Ｄ２
Ｋ

式中:分子为应用了深度方向可分离卷积的计算代

价 ＣＭꎬ分母为标准卷积的计算代价 ＣＳꎬＮ 表示输出

特征图的通道数ꎬＤ２
Ｋ 表示卷积核大小ꎮ

２.２.２　 轻量化模型阶段

跌倒过程的持续时间通常小于 ２ ｓ[１５]ꎮ 本文采

用 ３ ｓ 的数据能够更完整地记录整个跌倒过程中身

体姿势的变化ꎮ 在此阶段包括三个步骤:①数据预

处理ꎻ②轻量化卷积神经网络算法ꎻ③跌倒报警ꎮ
①数据预处理

本文由于加速度和陀螺仪的量程差异ꎬ使得在

ｌｗ￣ＣＮＮ 输入时数值差距很大ꎮ 对于跌倒检测而言ꎬ
加速度值和陀螺仪角速度值的重要性是相同的ꎮ 归

一化能够提高跌倒检测准确率ꎬ它不仅减少数据差

异带来的影响ꎬ也能够减少噪音造成的影响[１６]ꎮ 因

此为了避免数据量程和信号噪声的影响ꎬ引入数据

归一化操作ꎮ
本文中采用最值归一化:

Ｘｓｃａｌｅ ＝
Ｘ－Ｘｍｉｎ

Ｘｍａｘ－Ｘｍｉｎ
(７)

式中:Ｘ 表示原始输入数据ꎬＸｓｃａｌｅ 表示转换后的数

据ꎬＸｍｉｎ表示 Ｘ 数据量程的最小值(加速度传感器数

据中选－１６ꎬ角速度传感器的数据选－２ ０００)ꎬＸｍａｘ表

示 Ｘ数据量程的最大值(加速度传感器数据中选

＋１６ꎬ角速度传感器的数据选＋２ ０００)ꎮ
②轻量化卷积神经网络

ｌｗ￣ＣＮＮ 的算法架构如图 ８ 所示ꎮ 该算法由两

个深度方向卷积(Ｃ１、Ｃ２)、两个点方向卷积( Ｓ１、
Ｓ２)、两个池化层(Ｐ１、Ｐ２)和两个全连接层(Ｆ１、Ｆ２)
组成ꎮ

数据预处理后的重构长度为 ６００ꎬ宽度为 ６ꎬ通
道数为 １ꎬ作为 ｌｗ￣ＣＮＮ 的输入ꎬ其中每个长度正好

对应一个时刻的加速度计的 ｘ、ｙ、ｚ值和陀螺仪的 ｘ、
ｙ、ｚ 值ꎮ 每个宽度正好对应 ３ ｓ 单方向的数据ꎮ 因

为同一个时刻加速度和角速度的值具有相关性ꎬ所
以正好运用 １ 个 ６×６ 大小的卷积核来捕获它们之

间的相互关系ꎮ

图 ８　 ｌｗ￣ＣＮＮ 算法架构图

　 　 ｌｗ￣ＣＮＮ 中首先将数据输入 Ｃ１ 层ꎬＣ１ 的卷积核

大小为 ６×６ꎬＣ１ 会按通道数分别进行卷积ꎮ Ｃ１ 后连

接 Ｓ１ 层ꎬ通过 Ｓ１ 将通道数扩充为 ８ 个ꎮ 接着通过最

大池化层 Ｐ１ꎬ其池化核大小为 ６×６ꎬＰ１ 层输出特征图

的大小为 １００×１×８ꎮ 其次ꎬＰ１ 层之后接一个类似上

述结构的 Ｃ２ 层、Ｓ２ 层和 Ｐ２ 层ꎮ 其中 Ｃ２ 层的卷积核

２６２
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大小为 ５×１ꎬＳ２ 层的卷积核数是 １６ 个ꎬ池化层 Ｐ２ 核

大小为 ５×１ꎮ 深度方向卷积(Ｃ１ 和 Ｃ２)和点方向卷积

(Ｓ１ 和 Ｓ２)计算前ꎬ通过填充边缘保留特征图中的边

缘信息ꎬ同时确保卷积输入的特征图大小相适应ꎮ 其

中ꎬＣ１ 层、Ｃ２ 层、Ｓ１ 层和 Ｓ２ 层都用了激活函数 ＲｅＬＵ
计算输出特征图ꎮ 最后ꎬ通过 Ｆｌａｔｔｅｎ 层将 Ｐ２ 提取的

特征图(大小为 ２０×１×１６)转换为 ３２０ 个单独输入ꎬ再
通过全连接层 Ｆ１ 和 Ｆ２ꎬ其中 Ｆ１ 层神经元个数为 ８
个ꎬ激活函数为 ＲｅＬＵꎬＦ２ 层作为输出层ꎬ神经元个数

是 １ 个ꎬ输出激活函数选择用 Ｓｉｇｍｏｉｄ 函数ꎬ输出结果

是一个 ０~１ 的概率值ꎮ 本文中以大于 ０.５ 的概率值

认定为跌倒ꎬ否则认定为 ＡＤＬｓꎮ 为了避免过拟合问

题和梯度消失问题ꎬ在 Ｆ１ 层和 Ｆ２ 层中加入 ｄｒｏｐｏｕｔꎬ
其中 ｄｒｏｐｏｕｔ 设置为 ０.１ꎮ

③跌倒报警

ｌｗ￣ＣＮＮ 将疑似跌倒事件进行跌倒确认ꎬ当该算

法判断为跌倒后ꎬ跌倒检测终端会震动并发出提示

音“老人跌倒ꎬ请求帮助”ꎬ提醒周围人对老年人救

助ꎮ 如果老人跌倒失去意识或行动受限ꎬ无法完成

报警取消操作ꎬ跌倒检测终端还会将跌倒状态和当

前老人所在地理位置通过 ＮＢ￣ＩｏＴ 模块将信息上传

至 ＯｎｅＮＥＴ 平台ꎬ通过云平台将信息发送给紧急联

系人ꎬ及时对老年人进行救助ꎮ

３　 实验设计

３.１　 训练集与测试集

本文选用 ＳｉｓＦａｌｌ[１２]数据集作为实验数据ꎬ因为

该跌倒检测公开数据集中包含老年人跌倒数据ꎮ
ＳｉｓＦａｌｌ 数据集采集装置由 ２ 个加速度计和 １ 个陀螺

仪组成ꎬ传感器采样频率是 ２００ Ｈｚꎮ 数据集由 ３８ 个

志愿者在腰部佩戴采集装置的传感器数据组成ꎬ志
愿者中包含了 ２３ 名青年人(１１ 男和 １２ 女)和 １５ 名

老年人(８ 男和 ７ 女)ꎮ ２３ 名青年人和一名 ６０ 岁的

柔道运动员老人完成了 １５ 种跌倒动作和 １９ 种日常

生活活动动作ꎬ其他 １４ 名老年人只采集 １９ 种日常

生活活动动作ꎮ 数据集中共包含 ４ ５００ 组数据ꎬ其
中 １ ７９８ 组跌倒数据和 ２ ７０２ 例日常生活活动数据ꎮ
本文中选用了 ＳｉｓＦａｌｌ 中量程为±１６ ｇｎ 的加速度计

和陀螺仪数据ꎮ
３.２　 评价指标

跌倒检测算法模型优劣验证中需要用到一些常

用的评价指标ꎮ 跌倒检测是一个二分类问题ꎮ 算法

模型分类情况如下:ＴＰ 表示真实类别为跌倒ꎬ模型推

断结果为跌倒的样本数ꎻＴＮ 表示真实类别为日常生

活活动ꎬ模型推断结果为日常生活活动的样本数ꎻＦＰ
表示为真实类别为日常生活活动ꎬ模型推断结果为跌

倒的样本数ꎬ属于误将日常行为判断为跌倒ꎻＦＮ 表示

真实类别为跌倒ꎬ模型推断结果为日常生活活动的样

本数ꎬ属于错将跌倒的数据判断为日常生活活动ꎮ
常用的判断指标有敏感度(ＳＥ)、特异性(ＳＰ)和

准确率(Ａｃｃ)ꎬ其中 ＳＥ 表示模型识别跌倒的能力ꎬＳＰ
表示模型识别日常生活活动的能力ꎬＡｃｃ 表示模型能

够识别跌倒和日常生活活动的准确率ꎬＳＥ、ＳＰ 和 Ａｃｃ
数学公式分别为式(８)、式(９)和式(１０):

ＳＥ＝ ＴＰ
ＴＰ＋ＦＮ

×１００ (８)

ＳＰ ＝ ＴＮ
ＴＮ＋ＦＰ

×１００ (９)

Ａｃｃ＝ ＴＰ＋ＴＮ
ＴＰ＋ＴＮ＋ＦＰ＋ＦＮ

×１００ (１０)

３.３　 网络训练

本文实验是在深度学习 ＴｅｎｓｏｒＦｌｏｗ 框架下搭建

了 ｌｗ￣ＣＮＮꎬ训练环境是 ６４ 位 Ｗｉｎｄｏｗｓ １１ 操作系

统ꎬ计算机处理器为 ＡＭＤ Ｒｙｚｅｎ ５ ４６００Ｈꎬ内存为

１６ＧＢꎬ代码运行环境是 Ｐｙｔｈｏｎ ３.８ꎮ
本文将 ＳｉｓＦａｌｌ 数据集 ４ ５００ 组数据参照上文中

的预处理方法将数据归一化到 ０~１ 之间ꎬ并将样本

按 ９ 比 １ 划分训练集和测试集ꎮ 激活函数中只有输

出层使用 Ｓｉｇｍｏｉｄ 激活函数ꎬ卷积层和全连接 Ｆ１ 层

都使用 ＲｅＬＵ 激活函数ꎮ 训练中使用 Ａｄａｍ 优化器ꎬ
最后输出层输出结果与真实值求二分类交叉熵ꎬ计
算损失值 Ｌｏｓｓꎬ公式见 (１１)ꎬ优化器通过损失值

Ｌｏｓｓ 的变化来进一步优化模型ꎬ网络训练完成后保

存模型ꎮ

　 Ｌｏｓｓ＝ － ∑
ｎ

ｉ ＝ １
[ｙｉ ｌｏｇ( ｙ^ｉ)＋(１－ｙｉ) ｌｏｇ(１－ｙ^ｉ)] (１１)

式中:ｙｉ 为真实值ꎬ ｙ^ｉ 为预测值ꎬ其中 ｙｉ 的值为 ０
或 １ꎮ
３.４　 模型转换与部署

计算机中所保存的模型无法直接用于嵌入式终

端中ꎬ因此需要借助 ＴｅｎｓｏｒＦｌｏｗ 框架中一种特殊的

ＴｅｎｓｏｒＦｌｏｗ Ｌｉｔｅ 转换器将模型转换为 ＴｅｎｓｏｒＦｌｏｗ
Ｌｉｔｅ 格式ꎮ Ｌｉｎｕｘ 指令将 ＴｅｎｓｏｒＦｌｏｗ Ｌｉｔｅ ＦｌａｔＢｕｆｆｅｒ
转换为 Ｃ ｂｙｔｅ 数组ꎮ 转换后的 Ｃ 文件模型与

Ａｒｄｕｉｎｏ ＩＤＥ 中构建的程序部署在终端中ꎮ 程序中

含有 ＴＦ Ｌｉｔｅ 解释器(ＴＦ Ｌｉｔｅ Ｉｎｔｅｒｐｒｅｔｅｒ)能够检查跌

倒检测模型的 Ｔｅｎｓｏｒꎬ运行跌倒检测模型的推断

过程ꎮ

３６２
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４　 实验结果与分析

４.１　 ＰＣ 实验结果与分析

表 １ 结果表明当 ｌｗ￣ＣＮＮ 全连接层 Ｆ１ 的神经

元个数由 ８ 增加到 １６ 时ꎬＡｃｃ 下降了 ０.２％ꎬＳＥ 下降

了 １. １％ꎬ而 ＳＰ 上升 ０. ５％ꎬ此时参数量增加了

９１.２８％ꎮ 从表中可知部署 ｌｗ￣ＣＮＮ 选择 Ｆ１ 层神经

元个数为 ８ 个能获取高性能指标ꎬ同时也降低了参

数量ꎬ即减小了模型大小和计算量ꎮ
表 １　 Ｆ１ 层神经元个数在测试集对比结果

Ｆ１ 层神经元个数 Ａｃｃ / ％ ＳＥ / ％ ＳＰ / ％ 参数量 /个

２ ９５.１ ９２.２ ９７.０ ８９０

４ ９６.６ ９３.９ ９８.５ １ ５３４

８ ９８.２ ９７.２ ９８.８ ２ ８２２

１６ ９８.０ ９６.１ ９９.３ ５ ３９８

　 　 表 ２ 是不同算法结果对比ꎬ算法皆采用归一化

后的数据ꎬ并使用同一个划分结果的数据集数据ꎬ
４ 种算法均自动提取特征ꎮ 其中 ＡＮＮ(人工神经网

络)构建四层网络ꎬ神经元个数分别为 １２８、６４、３２ 和

１ꎮ 由于加速度和陀螺仪采集 ３ ｓ 数据输入层个数

有 ３ ６００ 个ꎬＡＮＮ 所构建的模型准确率是 ９８％ꎬ其参

数量有 ４７１ ３３０ 个ꎬ转换后的 ＴｅｎｓｏｒＦｌｏｗ Ｌｉｔｅ 模型大

小约 １.８４ＭＢꎬ远超过终端部署大小而无法部署ꎮ 一

维卷积神经网络(１ＤＣＮＮ)模型由两个卷积层ꎬ两个

池化层ꎬ两个全连接层组成ꎬ其准确率为 ９７.６％ꎬ其
模型大小 ３７６ＫＢꎬ也因模型过大最终无法部署ꎬ无法

测试其真实精度ꎮ ｌｗ￣ＣＮＮ 对比 ＣＮＮ 精度下降了

０.２％ꎬ但是其在卷积层上的参数量仅有 ＣＮＮ 的

２４.６８％ꎬ减少了 ７５.３２％参数量ꎮ ｌｗ￣ＣＮＮ 与其他算

法模型对比ꎬ它能够在精度损失不大情况下降低了

参数量ꎬ达到部署到嵌入式终端的目的ꎮ
表 ２　 几种算法精度和参数比较

算法 Ａｃｃ / ％ 卷积层参
数量 /个

全连接层参
数量 /个

ＡＮＮ[４] ９８.０ － ４７１ ３３０

ＣＮＮ[１３] ９８.４ ９５２ ２ ５６８

１ＤＣＮＮ[４] ９７.６ ４５０ ２８ ４８０

ｌｗ￣ＣＮＮ ９８.２ ２３５ ２ ５６８

　 　 表 ３ 是单个加速度计和加速度计＋陀螺仪信息

融合的轻量化模型实验结果对比ꎬ结果表明传感器

融合(加速度计和陀螺仪)的跌倒测算法 Ａｃｃ 上升

了 ２％ꎬＳＥ 和 ＳＰ 分别上升了 ３.９％和 ０.７％ꎮ 结果表

明多个传感器的融合技术能较好地提高跌到检测准

确率ꎮ

表 ３　 单个加速度计 ｖｓ 加速度计＋陀螺仪

单位:％

传感器 Ａｃｃ ＳＥ ＳＰ

加速度计 ９６.２ ９３.３ ９８.１

加速度计＋陀螺仪 ９８.２ ９７.２ ９８.８

　 　 图 ９ 是 ｌｗ￣ＣＮＮ 混淆矩阵分类结果ꎮ ＡＤＬ 表示

日常活动动作ꎬＦＡＬＬ 表示跌倒ꎬ纵轴表示真实标

签ꎬ横轴表示模型预测的标签ꎮ ｌｗ￣ＣＮＮ 在 ４５０ 个测

试样本中ꎬ模型漏判 ５ 个跌倒样本ꎬ误判了 ３ 个日常

生活活动样本ꎮ

图 ９　 ｌｗ￣ＣＮＮ 混淆矩阵结果

４.２　 跌倒终端实验结果与分析

课题组将部署了跌倒检测模型的终端(图 ２ 所

示)佩戴在腰前侧进行跌倒检测实验ꎬ分别对日常

活动包括行走、慢跑、跳跃、上楼、下楼、坐着慢慢起

来、站着慢慢坐下、坐着快速站起、站着快速坐下 ９
个日常活动动作和 ４ 个跌倒动作包括前向跌倒、后
向跌倒、向左倾斜跌倒、向右倾斜跌倒进行测试ꎬ测
试结果见表 ４ꎮ

表 ４　 跌倒终端检测结果

具体动作
测试
次数

加速度计
Ａｃｃ(精度％)

(加速度计＋陀螺
仪)Ａｃｃ(精度％)

行走 １００ １００ １００

慢跑 １００ ９９ １００

跳跃 １００ ９２ １００

上楼 １００ ９８ １００

下楼 １００ ９６ １００

坐着慢慢起来 １００ １００ １００

站着慢慢坐下 １００ １００ １００

坐着快速站起 １００ １００ １００

站着快速坐下 １００ ９９ １００

前向跌倒 １００ ９５ ９７

后向跌倒 ２００ ９７ ９８

向左倾斜跌倒 １００ ９９ ９９

向右倾斜跌倒 １００ ９７ ９８

４６２
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　 　 表 ４ 测试结果表明部署了 ｌｗ￣ＣＮＮ 的跌倒终端在

上述日常活动中能较好地辨别日常活动ꎬ精度能达到

１００％ꎬ跌倒试验中存在一些未报警情况ꎬ其中前向跌

倒测试中ꎬ人体前倾跌倒时具有明显下意识抵抗跌倒

动作ꎬ跌倒幅度较缓时存在漏检ꎮ 后向跌倒检测时ꎬ
人体跌倒后立即起身这样的动作存在漏检ꎬ后向失重

跌倒能够被良好捕获ꎮ 后向 ２００ 次跌倒中ꎬ其中 １００
次的动作是从床上起身一半后滑倒ꎮ 在跌倒幅度过

小时ꎬ向左向右跌倒同样存在漏报情况ꎮ 从表 ４ 中可

以得到终端的整体准确率为 ９９.２９％、敏感度为 ９８％
和特异性为 １００％ꎮ 本文提出的 ｌｗ￣ＣＮＮ 融合了加速

度计和陀螺仪数据ꎬ在实际终端部署结果表明ꎬ陀螺

仪的加入能够提高模型辨别跌倒和非跌倒的能力ꎮ
加速度计和陀螺仪融合实际测试结果比单加速度计

的测试结果在慢跑、跳跃、上楼和下楼动作上提高了

准确率并降低了误检率ꎮ

５　 结语

随着微型机器学习(ＴｉｎｙＭＬ)的出现ꎬ将高精度

的深度学习算法直接部署在嵌入式终端变为可能ꎮ
对于穿戴式跌倒检测领域而言ꎬ深度学习模型直接

部署在终端中ꎬ相比在终端部署阈值法的方式提高

了精度ꎬ相比将采集数据上传服务器方式ꎬ减少了大

量数据上传ꎬ不易受网络延迟等影响ꎮ
针对终端部署深度模型出现计算力受限、内

存受限、传统算法中人为选取特征造成的不完整

性和仅用加速度计无法在部署终端中获得良好的

跌倒检测精度ꎬ本文提出基于惯性传感器的轻量

化卷积神经网络算法ꎬ利用轻量化卷积直接对加

速度计和陀螺仪角速度计数据自动提取特征ꎬ利
用轻量化卷积模型特性减少模型参数量ꎬ保证模

型在高精度检测同时易于部署ꎮ 实验结果表明部

署了基于轻量化卷积模型的嵌入式终端可以有效

区分跌倒和日常活动ꎮ 并且终端具有良好的便携

性ꎬ在不影响老年人日常生活情况下ꎬ全天候检测

老年人跌倒ꎮ 当发现跌倒事件时ꎬ终端及时将跌

倒状态和地理位置发送给紧急联系人以便及时采

取救助措施ꎮ
本文同时采用加速度计和陀螺仪两种传感器数

据ꎬ提高了跌倒终端的检测准确率ꎬ但也带来终端电

池续航时间减少的问题ꎬ在未来研究中需考虑尝试降

低传感器采样频率从而降低终端功耗ꎬ延长续航时

间ꎮ 同时因为当前实验中都是年轻人进行测试ꎬ缺少

老年人真实数据ꎬ需获取老年人数据以利于模型

优化ꎮ
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