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摘　 要:全断面岩石掘进机在道路掘进过程中ꎬ刀盘挤压切削岩体容易产生刀盘磨损及损坏ꎬ从而造成经济损失ꎬ因此需要检测

刀盘磨损的理论和技术来指导施工ꎮ 岩渣是掘进过程的直接产物ꎬ携带丰富的信息ꎬ能够反映当前的施工状况ꎬ因此可以通过岩

渣识别利用这些信息间接实现对刀盘的监测ꎮ 提出了一种基于卷积神经网络的岩渣识别算法ꎬ在岩渣数据集上实现了 ９６.５％的

分类准确率ꎮ 随后为了便于 ＦＰＧＡ 硬件部署ꎬ提出一种网络压缩方法ꎬ将网络规模压缩到原始网络的 ２.２８％ꎬ同时分类准确率相

比原网络仅下降了 ０.９％ꎮ 最后使用 ＯｐｅｎＣＬ 技术在 Ｉｎｔｅｌ Ａｒｒｉａ １０ ＧＸ１１５０ 平台上实现了算法部署ꎬ达到了 ２２４.５４ ＧＯＰ / ｓ 的吞吐

率以及 １１.２３ ＧＯＰ / ｓ / Ｗ 的能效比ꎮ
关键词:岩渣分类ꎻＦＰＧＡꎻ卷积神经网络ꎻＯｐｅｎＣＬꎻ硬件加速
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　 　 全断面岩石掘进机 ( Ｔｕｎｎｅｌ Ｂｏｒｉｎｇ Ｍａｃｈｉｎｅꎬ
ＴＢＭ)具有施工速度快ꎬ安全性高ꎬ经济性好等优

点ꎬ在高速公路、铁路运输、城市地铁等重大工程中

得到了广泛的应用[１]ꎮ 由于工作环境恶劣ꎬ刀盘滚

刀极易受到异常磨损和损坏ꎬ如果施工过程当中无

法及时发现并处理刀具出现的损坏ꎬ不仅会降低掘

进效率ꎬ还会致使刀盘出现异常ꎬ影响工程进度与施

工质量ꎬ因而研究盾构刀具的磨耗原因并对刀具磨
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损情况进行实时监控ꎬ对刀具的合理选择、使用、维
护和更换尤为必要ꎮ

目前国内外有多种不同的刀盘监测方法ꎬ主要

有液压监测法[２]、电涡流监测法[３]、超声波检测

法[４]等ꎬ上述方式取得了一定的成功ꎬ但同时都存

在一定的局限性ꎬ比如需要在刀盘处安装传感器ꎬ线
路布置复杂ꎬ同时刀盘工作时会产生较大震动ꎬ会影

响传感器寿命ꎮ 根据 ＴＢＭ 刀盘滚刀的破岩机制ꎬ当
刀盘磨损或者损坏时ꎬ掘进产生的岩渣碎片尺寸会

增大[５]ꎮ 因此ꎬ可以通过监测传送带上的岩渣碎片

情况间接监测刀盘的状态ꎬ指导现场施工人员及时

检查和更换刀具ꎮ 相机在传送带上方采集图像ꎬ避
开了恶劣的生产环境ꎬ同时还具有设备简单、损耗

低、成本低、可以长时间监测等优点ꎮ
目前在工程实践中ꎬ普遍依靠人工判断岩渣状

态ꎬ关于岩渣的分析研究较少ꎬ闫长斌等[６] 结合实

际施工场景数据对岩渣粒径与刀具磨损的关联进行

研究ꎬ发现二者存在正相关ꎻ甘章泽等[５] 利用分水

岭分割算法对岩渣图像进行分割和尺寸测量ꎬ实现

了间接监测刀具磨损的目的ꎬ但基于工作经验判断

测量结果存在一定误差ꎮ 基于卷积神经网络(Ｃｏｎｖ￣
ｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ ＮｅｔｗｏｒｋｓꎬＣＮＮ)在计算机视觉领域

的广泛应用和优越性能ꎬ本文提出一种基于 ＣＮＮ 的

岩渣分类算法ꎬＣＮＮ 算法能够提取图像中的深度特

征ꎬ同时具有良好的旋转、平移不变性ꎬ在岩渣识别

的应用中能够发挥巨大作用ꎮ
在 ＣＮＮ 的 ＦＰＧＡ 加速上ꎬ主要面对两个瓶颈问

题:计算和数据传输ꎮ 为了缓解带宽的压力ꎬ提高系

统的吞吐率ꎬ文献[７]将网络整体映射到 ＦＰＧＡ 上ꎬ
避免了将中间层结果传输到片外带来的带宽压力ꎬ
但当网络层数较深时ꎬ受到片上硬件资源的限制ꎬ此
方法不再适用ꎮ 因此ꎬ更加常见的是一种基于模块

的架构[８]ꎬ基于运算模块的架构将神经网络分割成

基本的运算单元(如卷积、池化、全连接等)ꎬ通过设

计不同功能的内核完成运算单元的功能ꎬ但是这种

方式需要频繁将中间结果写入片外内存ꎬ对带宽的

压力较大ꎬ为了减少片外内存存取对性能的影响ꎬ文
献[９]提出“ｐｉｎｇ￣ｐｏｎｇ”的访存策略ꎬ将内存读写带

来的时间延迟隐藏在计算时间内ꎬ有效地提高了数

据传输效率ꎮ
仅仅在硬件方面的设计工作对性能的提升有限ꎬ

因此一些研究者从网络模型出发ꎬ在软件层面上对网

络进行量化、剪枝[１０－１２]等操作进行网络压缩ꎬ以缓解

硬件实现时的带宽压力ꎮ 文献[１３]提出ꎬ在不损失准

确率或准确率损失较小的情况下ꎬ用位数较低的数据

代替全精度浮点数是可行的ꎬ使用位数较低的数据类

型能够有效减少访存的开销并提高计算的吞吐率ꎬ提
升 ＦＰＧＡ 整体的执行性能ꎮ 因此ꎬ在网络精度不降低

的情况下进行网络压缩是研究热点之一ꎮ
综上ꎬ为了提高 ＦＰＧＡ 加速岩渣分类算法的性

能表现ꎬ需要在算法和硬件层面联合优化ꎬ达到最优

设计ꎮ 本文在算法层面提出一种保留网络原始结构

的网络压缩方法ꎬ减少了硬件实现的带宽压力和计

算压力ꎻ硬件层面上充分利用卷积神经网络的并行

性ꎬ通过流水线并行的方法设计了网络加速架构ꎬ最
后实现了岩渣分类算法加速系统ꎮ

１　 岩渣分类算法

１.１　 网络迁移学习

由于岩渣数据集训练数据过少ꎬ直接训练无法

充分学习特征ꎬ容易产生过拟合现象ꎬ研究表明ꎬ卷
积神经网络在相似的任务中具有一定的泛化性能ꎬ
采用迁移学习训练网络具有更好的性能提升速度和

收敛性能[１４]ꎮ 在卷积神经网络中ꎬ前几层特征图输

出与图像数据集关系不大ꎬ而网络最后一层则与选

定的数据及其任务目标密切相关[１５]ꎬ因此ꎬ根据分

类目标ꎬ重新设计全连接层ꎬ得到的网络结构如图 １
所示ꎬ以预训练网络的权重作为初始值对模型进行

重训练ꎬ把使用 ＩｍａｇｅＮｅｔ 训练的 ＶＧＧ１６ 的预训练

模型的参数迁移到岩渣分类网络中ꎬ实践证明预训

练模型的权重具有很强的泛化性能ꎬ如图 ２ 所示ꎬ在
训练 １ ０００ 次后ꎬ网络准确率达到 ９６％ꎬ在岩渣数据

集上能够达到很好的分类效果ꎮ

图 １　 岩渣分类网络模型

图 ２　 网络准确率变化曲线
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１.２　 数据集扩增

本文使用的岩渣数据集由中铁工程装备集团有

限公司于真实工程场景中采集ꎬ数据集为三类图像

分辨率为 ２２４ × ２２４ 的彩色岩渣图片ꎬ部分图像如

图 ３所示ꎬ其中 ０ 类岩渣 ３ ８８０ 张ꎬ１ 类岩渣 １ ８４０
张ꎬ２ 类岩渣 ６４０ 张ꎮ 其中 ０ 类和 １ 类岩渣产生于

刀盘正常工作时ꎬ属于正常岩渣ꎬ２ 类岩渣在刀盘存

在异常时产生ꎬ属于异常岩渣ꎮ

图 ３　 岩渣数据集部分图像

将岩渣数据集分为训练集和验证集后使用训练

集对网络进行重训练ꎬ重训练后网络分类结果如

表 １所示ꎮ
表 １　 ３ 种不同岩渣的分类准确率

岩渣种类 总准确率 ０ 类岩渣 １ 类岩渣 ２ 类岩渣

分类准确率 / ％ ９６ ９７.９ ９０.７ ７３.４

　 　 由于三种类别的岩渣图像数量不均衡ꎬ１ 类和 ２
类岩渣的训练数据量过少ꎬ网络学习到的特征不足ꎬ
虽然网络整体准确率在验证集上可达到 ９６％ꎬ但在

１ 类 ２ 类岩渣上的分类准确率并不高ꎮ 因此ꎬ需要

使用数据集扩增方法对岩渣数据集中 １ 类和 ２ 类岩

渣图像进行扩增ꎬ提高两类岩渣的分类准确率ꎮ
在实际的生产过程中ꎬ岩渣可能存在方向上的

随机分布ꎬ并且摄像头可能受环境影响采集到包含

噪声的图像ꎬ因此针对上述特点ꎬ采用随机旋转和添

加高斯噪声的方式对数据集进行扩增ꎬ并对网络进

行重训练ꎬ在扩增岩渣数据集上网络的分类准确率

如表 ２ 所示ꎮ 整体网络准确率为 ９６.５％ꎬ其中 ０ 类、
１ 类、２ 类岩渣的分类准确率分别为 ９７.９％、９３.１％和

９８.４％ꎮ

表 ２　 数据扩增后分类准确率

岩渣种类 总准确率 ０ 类岩渣 １ 类岩渣 ２ 类岩渣

分类准确率 / ％ ９６.５ ９７.９ ９３.１ ９８.４

１.３　 网络压缩方法

１.３.１　 动态定点量化

在网络训练过程中ꎬ通常使用 ３２ ｂｉｔ 浮点数存

储权重和特征图ꎬ而 ３２ ｂｉｔ 浮点数在进行数据访存

时会给 ＦＰＧＡ 带来很大的带宽压力ꎬ实际上由于

ＣＮＮ 的冗余性[１６]ꎬ将 ３２ ｂｉｔ 浮点数参数转换为较低

的比特表示法可以在不降低网络性能的情况下显著

减少深度学习模型复杂度和带宽消耗ꎮ 对于定点量

化ꎬ８ ｂｉｔ 是一个明显的界限ꎬ在低于 ８ ｂｉｔ 量化时ꎬ网
络准确率会受到较大影响[１７]ꎬ８ ｂｉｔ 量化能够基本保

持准确率不变ꎮ
常见的量化方法可分为线性量化和非线性量

化ꎬ由于线性量化后的数据与原始数据是线性变换

关系ꎬ前向推理时只需要计算线性变换函数ꎬ对
ＦＰＧＡ 硬件电路设计友好ꎬ更方便实现硬件上的高

效率计算ꎮ
在量化过程中最关键的计算流程就是计算小数

位位宽ꎬ每层卷积的不同通道之间ꎬ网络参数的差距

很大ꎬ最高甚至可达 １００ 倍[１０]ꎬ静态量化方法对所

有卷积核使用相同的小数位位宽会带来较大的网络

准确率损失ꎮ 动态量化方法对不同的卷积核分别计

算其小数位宽从而降低准确率的损失ꎮ
因此ꎬ本文使用一种 ８ ｂｉｔ 动态定点量化技术对

网络进行线性量化ꎬ以一层卷积层的量化为例ꎬ方法

流程如下ꎮ
首先统计该层每一个卷积核数据分布ꎬ分别得

到权重数据的最大值 Ｍａｘｗ＿ｎꎮ 其中 ｗｅｉｇｈｔ＿ｎ代表当

前层第 ｎ个卷积核的权重ꎮ
Ｍａｘｗ＿ｎ ＝ｍａｘ(ｗｅｉｇｈｔ＿ｎ) (１)

计算该卷积核小数位位宽 ｗ＿ｂｉｔꎮ

ｗ＿ｂｉｔ ＝ ｃｅｉｌ ｌｏｇ２

Ｍａｘｗ＿ｎ

１２７
æ

è
ç

ö

ø
÷ (２)

对所有权重进行线性缩放并舍弃尾数ꎮ 得到量

化后的权重 ｗｅｉｇｈｔ＿ｎｑꎮ
ｗｅｉｇｈｔ＿ｎｑ ＝ ｒｏｕｎｄ(ｗｅｉｇｈｔ＿ｎ×２－ｗ＿ｂｉｔ) (３)

因为 ８ ｂｉｔ 定点数量化将权重线性映射到

[－１２８ꎬ１２７] 之间ꎬ所以需要对最后的结果进行

截断ꎮ

ｗｅｉｇｈｔ＿ｎｑ ＝
１２７ ｗｅｉｇｈｔ＿ｎｑ>１２７
ｗｅｉｇｈｔ＿ｎｑ －１２８≤ｗｅｉｇｈｔ＿ｎｑ≤１２７
－１２８ ｗｅｉｇｈｔ＿ｎｑ<－１２８

ì

î

í

ï
ï

ïï

(４)
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对所有权重和激活值完成上述操作即完成对网

络的量化ꎮ 量化后网络压缩为原网络的 ２５％ꎬ大大

减少了网络所需的存储空间ꎬ同时定点数计算相比

浮点数也减少了计算压力ꎬ减轻了硬件实现所需的

资源消耗ꎮ 表 ３ 展示了量化前后的准确率对比ꎬ总
准确率相比原网络仅下降了 ０.２％ꎮ

表 ３　 量化后准确率对比

总准确率 ０ 类岩渣 １ 类岩渣 ２ 类岩渣

原始网络 ９６.５％ ９７.９％ ９３.１％ ９８.４％

量化后网络 ９６.３％ ９８.２％ ９３.０％ ９７.６％

１.３.２　 通道剪枝

网络量化降低了网络参数的存储需求ꎬ但未能

显著减少网络的计算量和参数量ꎬ因此ꎬ需要通过网

络剪枝方法对网络模型进行进一步的压缩ꎬ删除其

中不重要的权重ꎬ从而达到压缩模型规模ꎬ降低存储

计算成本的目的[１８]ꎮ
剪枝方法分为结构化剪枝[１９－２０] 和非结构化剪

枝[２１]两类ꎮ 其中非结构化剪枝对网络的单体权重

进行修剪ꎬ通过稀疏化矩阵的形式存储剪枝后权重

数据ꎬ可以实现更高的压缩率ꎬ但会对原始网络结构

造成较大破坏ꎬ同时也会对硬件设计提出较高要求ꎻ
而结构化剪枝通过对卷积核、通道或者网络层进行

剪枝ꎬ仅仅造成数量的改变ꎬ网络的原始结构得以保

留ꎬ规整的网络结构更容易实现网络的硬件加速ꎮ

图 ４　 通道剪枝流程

因此本文使用一种结构化的通道剪枝方法ꎬ如
图 ４ 所示ꎮ 通过对卷积核冗余通道进行修剪ꎬ达到

缩减网络规模的目的ꎮ 其流程如下:①对每层卷积

层权重的绝对值和进行排序ꎮ ②按照每层的排序结

果设置合适的剪枝阈值ꎮ ③将每个卷积核的绝对值

和与阈值比较ꎬ修剪掉小于阈值的卷积核ꎮ ④按照

该层修剪掉的卷积核ꎬ统一修剪对应特征图通道ꎬ形

成新的轻量化网络结构ꎮ ⑤将修剪后的网络进行重

训练ꎬ恢复网络准确率ꎮ
考虑到一次修剪过多卷积核会对网络准确率造

成较大损失ꎬ且无法通过重训练恢复ꎬ因此采用迭代

剪枝的方法ꎬ通过多次迭代剪枝及重训练进行网络

的剪枝工作ꎮ
将网络进行剪枝并结合 ８ ｂｉｔ 量化后ꎬ网络的性

能表现如表 ４ 所示ꎮ
表 ４　 剪枝量化后准确率对比

总准确率 ０ 类岩渣 １ 类岩渣 ２ 类岩渣

剪枝 ９６.５％ ９７.４％ ９２.５％ ９９.５％

剪枝＋量化 ９５.６％ ９７.２％ ９３.３％ ９６.６％

　 　 通过剪枝去除网络冗余并进行重训练后ꎬ网络

整体准确率未受影响ꎬ与 ８ ｂｉｔ 量化方法结合对网络

进行压缩后ꎬ网络规模下降至原始网络的 ２.２８％ꎬ同
时网络的整体准确率仅下降 ０.９％ꎮ

２　 硬件架构设计

２.１　 整体硬件架构

本节提出一种基于 ＯｐｅｎＣＬ 的 ＦＰＧＡ 卷积神经

网络加速架构ꎬ如图 ５ 所示ꎬ用于加速上节中的岩渣

分类网络ꎮ 根据 ＣＮＮ 各计算层之间的独立性ꎬ设计

可配置的 ＯｐｅｎＣＬ 内核分别完成网络的卷积、池化

和全连接层运算ꎮ 整个架构主要分为片上和片外两

部分ꎬ片外的全局内存主要用于特征值、模型参数以

及量化参数信息的存储ꎬ片上内存用于存储传输当

前计算层的特征值数据、权重参数、量化参数以及当

前层的计算结果等ꎮ

图 ５　 岩渣分类网络加速硬件架构

在本架构中ꎬ内核之间通过可配置的流水线管

道互相连接ꎬ管道是使用片上资源构建的一种高效

无阻塞先入先出队列(Ｆｉｒｓｔ Ｉｎｐｕｔ Ｆｉｒｓｔ ＯｕｔｐｕｔꎬＦＩＦＯ)

３８
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数据传输模块ꎬ使内核之间的数据直接在片上传输ꎬ
能够减少对片外内存的存取次数ꎬ提高了数据传输

的效率ꎮ 通过控制字灵活组合内核连接即可通过硬

件资源实现复杂的网络运算加速ꎮ
控制字为 ０ 时ꎬ架构完成卷积或全连接操作ꎬ管

道和内核的连接模式为:读内存内核从片外内存读

取计算所需数据ꎬ并存储到内核中的片上缓存中ꎬ随
后通过数据管道将数据传输至卷积内核ꎬ卷积内核

完成卷积运算后将结果存入片上缓存ꎬ随后输出到

连接写内存内核的数据管道ꎬ通过写内存内核将数

据写入片外内存ꎮ
控制字为 １ 时ꎬ架构完成卷积＋池化操作ꎬ管道

和内核连接模式为:数据通过读内存内核ꎬ从片外内

存读取到片上缓存中进行存储ꎬ随后通过数据管道

传输至卷积内核ꎬ内核完成计算后将结果传输至连

接到池化内核的数据管道ꎬ池化内核读取数据并进

行最大池化操作后输出到数据管道ꎬ由数据管道写

入片上缓存ꎬ通过写内存内核将结果写入片外内存ꎮ
在进行相关的连接模式进行网络计算时ꎬ每个

内核只执行一次ꎬ不会发生内核资源的争用ꎬ从而保

证了整体的流水线畅通ꎮ

图 ６　 并行数据结构示意图

２.２　 并行度设计

在网络的计算过程中ꎬ各个通道的输出特征值

由输入特征值与每一个卷积核独立地进行卷积计算

得出ꎬ与其他卷积核、特征值无关ꎻ在池化时ꎬ当前层

的计算只针对当前的池化窗口进行ꎬ与其他的池化

窗口无关ꎬ同时ꎬ进行池化计算时ꎬ只需保证本次池

化窗口所需要的数据已完成卷积计算即可ꎬ无需等

待所有数据完成卷积计算后再进行池化计算ꎬ因此ꎬ
网络的计算过程可以通过不同的计算单元并行计

算ꎬ更充分地利用片上资源ꎮ 利用计算的低关联性ꎬ
本文设计了图 ６ 所示的并行数据结构ꎮ 三个并行度

Ｐ＿ｃｈ、Ｐ＿ｎｕｍ 和 Ｐ＿ｋꎬ其中 Ｐ＿ｋ 与卷积核大小保持

一致ꎬ利用了算法的核内并行特性ꎻＰ＿ｃｈ 代表通道

层面的并行度ꎬ此维度上的数据互相独立ꎬ可以实现

核内并行化计算ꎻＰ ＿ｎｕｍ 代表卷积核层面的并行

度ꎬ同一块特征图区域可以独立地与多个卷积核进

行计算ꎬ实现了卷积核间并行计算ꎮ 将权重和特征

值进行并行化处理ꎬ可以同时传输并行化数据到多

个线程实现相同的操作ꎬ从而提高系统的效率并降

低流水线的复杂度ꎮ
２.３　 内核设计

２.３.１　 卷积内核

在本架构中ꎬ卷积内核实现卷积(或全连接) ＋
量化＋线性整流的功能ꎮ 如图 ７ 所示ꎬ按照设计的

两个维度的并行度 Ｐ＿ｃｈ 和 Ｐ＿ｎｕｍꎬ通过 ８ ｂｉｔ 乘累

加阵列完成高效的并行化卷积运算ꎬ随后在 Ｐ＿ｎｕｍ
维度上分别进行累加ꎬ得到不同卷积核计算得到的

对应输出通道的特征值ꎬ最后进入量化和线性整流

模块ꎬ通过数据管道按照 Ｐ＿ｎｕｍ 的并行度输出卷积

内核ꎮ

图 ７　 卷积内核

２.３.２　 池化内核

池化内核核心是一套基于行缓冲器和列缓冲器

的并行高效流水线ꎮ 主要功能是完成输入池化窗口

特征值的最大池化计算ꎮ 由于在顺序上池化内核在

卷积内核之后进行执行ꎬ因此池化内核在流水线上

也采用了与卷积内核相同的 Ｐ＿ｎｕｍ 的并行度ꎬ以一

个池化窗口为例ꎬ如图 ８ 所示ꎬ通过行比较得到池化

窗口的每行最大特征值ꎬ随后通过列比较得到该池

化窗口中的最大值ꎬ并通过数据管道将池化结果按

照 Ｐ＿ｎｕｍ 的并行度输出内核ꎮ
２.４　 多层次数据缓存

卷积计算属于数据密集型操作ꎬ每次计算都需

要从片外读取权重和特征值ꎬ产生大量的延迟[２２]ꎮ
针对数据读取频繁的特点ꎬ设计图 ９ 所示的多层次

４８
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缓存结构ꎬ片外存储全部特征值和权重ꎬ将多次卷积

计算需要的数据分为一组ꎬ通过内存操作内核中的

读内存内核读取到片上缓存ꎬ计算内核读取片上缓

存获得当前计算所需并行化权重和特征值ꎮ 数据按

照分组的形式从片外读取ꎬ减少了片外内存的访问

次数ꎬ从而减少延迟和功耗ꎮ

图 ８　 池化内核

图 ９　 多层次缓存

图 １０　 流水线并行

分组与分组之间可通过循环展开指令ꎬ在

ＦＰＧＡ 上使用流水线并行的方式进行卷积计算ꎮ
如图 １０ 所示ꎬ未使用循环展开时ꎬ每次分组计算

结束后才进行下一次的分组计算ꎬ使用循环展开

流水线并行模式下ꎬ本次分组计算的同时读取下

一分组数据ꎬ将数据读取时间掩盖到计算时间内ꎮ
相比于顺序执行ꎬ流水线并行的方式可以大大缩

短运行时间ꎮ

另一方面ꎬ设计“ｐｉｎｇ￣ｐｏｎｇ”片上双缓存ꎬ在分

组计算时用计算的时间掩盖数据传输的时间ꎮ 当内

核计算缓存 １ 中的数据时ꎬ缓存 ２ 进行片外数据传

输ꎻ内核计算缓存 ２ 中的数据时ꎬ缓存 １ 进行片外数

据传输ꎮ 通过额外的片上存储资源消耗ꎬ换取了片

外数据传输的效率ꎮ

３　 实验与分析

为验证所提架构的有效性ꎬ本文选择 ＨＥＲＯ 平

台[２３]部署加速架构ꎮ 在 ＰＣ 端完成网络模型训练

和量化后ꎬ保存其权重值ꎬ并移植到 ＨＥＲＯ 平台中ꎬ
以供架构计算使用ꎮ ＨＥＲＯ 平台搭载 Ｉｎｔｅｌ ｉ５－７４００
ＣＰＵꎬＩｎｔｅｌ Ａｒｒｉａ １０ ＧＸ１１５０ ＦＰＧＡ 板卡ꎬ二者通过

ＰＣＩｅ 接口连接ꎬ能够协同实现基于 ＯｐｅｎＣＬ 的网络

全部计算过程ꎮ
本架构的各项性能与 ２. ２ 节中提到的 Ｐ ＿ｋꎬ

Ｐ＿ｃｈ和 Ｐ＿ｎｕｍ 并行度的大小设置有关ꎬ其中 Ｐ＿ｋ 为

卷积核的大小ꎬ无法改变ꎬ因此通过对两个并行度

Ｐ＿ｃｈ和 Ｐ＿ｎｕｍ 的组合ꎬ可以探索不同并行度组合之

中的最佳设计ꎮ 架构经过对不同组合并行度进行综

合布局布线后ꎬ硬件资源使用量如图 １１ ~ 图 １４
所示ꎮ

图 １１　 不同并行度下 ＲＡＭ 使用量

图 １２　 不同并行度下 ＤＳＰ 使用量

并行度设置较小时ꎬ片上资源没有得到充分利

用ꎬ因此运行时间较长ꎻ并行度设置较大时ꎬ片上资

源得到有效利用ꎬ运行时间也随着并行度的增加而

５８
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减少ꎮ 在 Ｐ＿ｃｈ ＝ ３２ꎬＰ＿ｎｕｍ ＝ １６ 时ꎬ架构实现最佳

设计ꎬ此时每帧图像的运行时间为 ２６.９ ｍｓꎬ相关资

源消耗情况和性能参数如表 ５ 所示ꎮ

图 １３　 不同并行度下时钟频率

图 １４　 不同并行度下运行时间

表 ５　 性能参数及资源消耗

参数 数量

内核时钟频率 / ＭＨｚ １９１.６７

功耗 / Ｗ ~２０

ＲＡＭ ｂｌｏｃｋｓ 使用量 １ １３３(４２％)

ＤＳＰ ｂｌｏｃｋｓ 使用量 １ ５０３(９９％)

　 　 片上 ９９％的 ＤＳＰ 资源用于实现乘累加单元阵

列ꎬ同时消耗了 ４２％的片上 ＲＡＭ ｂｌｏｃｋｓꎮ 在输入图

像分辨率为 ２２４×２２４ 下ꎬ岩渣分类网络在本架构下

和其他硬件平台推理计算的性能对比如表 ６ 所示ꎮ
经过量化剪枝后的岩渣分类网络计算量是固定的ꎬ转
换成操作数共计 ６.０４ ＧＯＰＳꎮ 经计算ꎬ本架构系统吞

吐率为 ２２４.５４ ＧＯＰ / ｓꎬ能效为 １１.２３ ＧＯＰ / ｓ / Ｗꎬ最终

在 １９１.６７ ＭＨｚ 的内核时钟频率下实现了 ２６.９ ｍｓ 的

系统运行时间ꎮ 不同平台的网络计算性能如表 ６ 所

示ꎬ对比 Ｉｎｔｅｌ Ｅ３－１２３２ Ｖ２ꎬ本架构实现了 １８ 倍的吞

吐率和 ６２ 倍的能效提升ꎻ对比 Ｎｖｉｄｉａ ＧＴＸ１０８０ ＧＰＵꎬ
本架构在能效方面优于 ＧＰＵꎬ实现了 １.６７ 倍的能效

提升ꎮ

表 ６　 不同平台岩渣分类网络推理性能比较

平台
Ｉｎｔｅｌ Ｅ３￣１２３０

Ｖ２
Ｎｖｉｄｉａ

ＧＴＸ１０８０ ＨＥＲＯ

运行时间 / ｍｓ ４７５ ５ ２６.９

功耗 / Ｗ ~７０ ~１８０ ~２０

吞吐率 /
(ＧＯＰ / ｓ) １２.７１ １２０８ ２２４.５４

能效 /
(ＧＯＰ / ｓ / Ｗ) ０.１８２ ６.７１ １１.２３

４　 结论

本文提出了一种基于卷积神经网络的岩渣分类

算法ꎬ随后对算法网络进行了 ８ ｂｉｔ 动态定点量化ꎬ
并基于 ＯｐｅｎＣＬ 设计了可配置的 ＣＮＮ 加速架构ꎬ对
算法进行了硬件加速实现ꎮ 实验表明ꎬ本文所提算

法在量化后可以达到 ９５.６％的岩渣分类准确率ꎬ所
提加速架构在搭载 Ｉｎｔｅｌ Ａｒｒｉａ １０ ＧＸ１１５０ 的 ＨＥＲＯ
平台 上 可 以 达 到 ２２４. ５４ ＧＯＰ / ｓ 的 吞 吐 率 和

１１.２３ ＧＯＰ / ｓ / Ｗ的能效ꎬ可以实现 ３７ ｆｒａｍｅ / ｓ 的识

别速度ꎮ
后续将继续研究优化硬件加速器ꎬ实现更高的

工作频率和吞吐率ꎬ从而进一步提高岩渣分类系统

的运行帧率ꎮ
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陈昌川(１９７８—)ꎬ男ꎬ２００２ 年于四川

师范学院获得学士学位ꎬ２００９ 年于重

庆大学获得硕士学位ꎬ现为重庆邮电

大学副教授ꎬ主要研究方向为智能信

息处理、图像人工智能处理、特高频局

放检测、红外成像与测温研究ꎬｃｒｅｄｉｔ￣
ｄｅｇｒｅｅ＠ ｇｍａｉｌ.ｃｏｍꎻ

王新立(１９９６—)ꎬ男ꎬ２０１９ 年于山东

科技大学获得学士学位ꎬ现为重庆邮

电大学通信与信息工程学院在读研究

生ꎬ主要研究方向为图像人工智能处

理、高能效异构计算ꎻ

　
朱嘉琪(１９９６—)ꎬ男ꎬ２０１８ 年于上海电

力学院获得学士学位ꎬ现为重庆邮电大

学通信与信息工程学院在读研究生ꎬ主
要研究方为计算机视觉、人工智能ꎻ

张天骐(１９７１—)ꎬ男ꎬ１９９４ 年于西南

师范大学获得学士学位ꎬ１９９７ 年于电

子科技大学获得硕士学位ꎬ２００３ 年于

电子科技大学获得博士学位ꎬ现为重

庆邮电大学教授ꎬ主要研究方向为语

音、图像与通信信号及信息处理ꎻ
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尹淑娟(１９８２—)ꎬ女ꎬ２００３ 年于中国

海洋大学获得学士学位ꎬ２０１２ 年于内

蒙古科技大学获得硕士学位ꎬ现为内

蒙古科技大学包头师范学院副教授ꎬ
主要研究方向为计算机视觉ꎻ

王　 珩(１９８５—)ꎬ男ꎬ２００８ 年于武汉

科技学院获得学士学位ꎬ２０１１ 年于上

海海事大学获得硕士学位ꎬ现为上海

工业自动化仪表研究院有限公司工程

师ꎬ主要研究方向为深度学习、图像处

理、工业智能终端研究ꎻ

　
魏　 琦(１９８３—)ꎬ男ꎬ２００５ 年于西北

工业大学获得学士学位ꎬ２０１０ 年于清

华大学获得博士学位ꎬ现为清华大学

副研究员ꎬ主要研究方向为高性能传

感器电路设计ꎻ

乔　 飞(１９７７—)ꎬ男ꎬ２０００ 年于兰州

大学获得学士学位ꎬ２００６ 年于清华大

学获得博士学位ꎬ现为清华大学副研

究员ꎬ主要研究方向为低功耗集成电

路系统设计ꎬ以及面向智能视觉感知

的新型高能效信号处理架构和集成电

路系统ꎬｑｉａｏｆｅｉ＠ ｔｓｉｎｇｈｕａ.ｅｄｕ.ｃｎꎮ

８８


