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基于神经网络的骨骼特征融合下坐姿快速识别∗

房志远ꎬ石守东∗ꎬ郑佳罄ꎬ胡加钿
(宁波大学 信息科学与工程学院ꎬ浙江 宁波 ３１５２１１)

摘　 要:基于深度学习的坐姿识别方法目前在识别精度上获得了较好提升ꎬ但模型在嵌入式平台上无法兼具高准确性和快

速性ꎬ进而难以应用于边缘智能等领域ꎮ 基于神经网络提出了一种坐姿快速识别方法ꎬ使用轻量化网络替换骨干网络提取底

层特征ꎬ并利用基于自适应批量归一化层候选评估模块对模型进行剪枝优化ꎮ 同时ꎬ对坐姿识别方法进行改进ꎬ在骨骼关节

特征的基础上融合骨骼图像特征ꎬ在提升检测速度的同时保证了识别精度ꎮ 实验结果显示ꎬ改进后的模型识别准确率高ꎬ并
且检测速度获得大幅提升ꎮ
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　 　 现代化办公主导模式使坐姿作业变得普及ꎬ许多

人面临着与这种久坐的生活方式直接相关的各种疾

病ꎬ如办公室工作人员不适当的姿势是与工作有关的

肌肉骨骼疾病的最重要的危险因素之一ꎬ直接后果可

能是背痛ꎬ间接后果则与颈椎病、近视、心血管疾病和

过早死亡有关[１]ꎮ 因此ꎬ坐姿的研究在人机交互、医
疗健康、交通安全等领域具有较高的应用价值ꎮ

人体坐姿识别作为人体姿态识别的一个重要分

支ꎬ目前主要研究方法包括基于接触式传感器和基

于计算机视觉两方面ꎮ 其中ꎬ基于接触式传感器方

法[２－９]识别实时性较好ꎬ但成本较高且需要与人体

相接触ꎬ一定程度上限制了工作活动中的行动自由ꎮ

相反ꎬ基于计算机视觉的识别方法成本相对较低、易
推广ꎮ 同时ꎬ深度学习姿态估计算法近些年取得了

较好的成果ꎬ越来越受人关注ꎮ
目前基于计算机视觉的姿态识别方法主要是通

过骨骼信息建立人体姿态特征ꎬ并利用分类器实现

姿态识别ꎮ 其中一方面是利用具有骨骼关节信息检

测功能的深度摄像机获取深度图像和骨骼信息(如
微软 Ｋｉｎｅｃｔ 和英特尔 Ｒｅａｌｓｅｎｓｅ)ꎬ结合两者信息建

立三维人体姿态ꎮ 文献[１０]利用 Ｋｉｎｅｃｔ 摄像机获

得的深度图像和人体轮廓图ꎬ提取前景进行三视图

映射ꎬ并利用三视图数据集对网络进行训练ꎬ训练和

推理过程都涉及到图片预处理并计算三视图ꎬ因此
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计算量较大ꎬ但利用了双输出分别预测左右和前后

姿态ꎬ提高了坐姿分类精度ꎮ 文献[１１]使用 Ｋｉｎｅｃｔ
采集骨骼信息并分别训练支持向量机(ＳＶＭ)和人

工神经网络(ＡＮＮ)实现姿态分类ꎮ 文献[１２]提出

一种基于 ＲＩＰＰＥＲ 规则学习算法ꎬ利用 ｂａｇｇｉｎｇ 算法

和随机子空间方法创建规则集成ꎬ允许训练 １００ 个

规则集组成一个规则集成ꎬ并通过多数投票进行最

终分类ꎮ 文献[１３]提出一种基于三维卷积神经网

络的姿态识别方法ꎬ利用深度摄像机获得三维关节

位置ꎬ并用高斯函数生成三维高斯体素特征ꎬ随后将

其输入到三维姿态网络进行姿态分类ꎮ 文献[１４]
利用深度图像获得 ３Ｄ 骨骼模型ꎬ然后计算 ３Ｄ 关节

距离特征和几何角度特征作为输入ꎬ送入 ＳＶＭ 分类

器进行分类ꎮ 文献[１５]提出一种基于 ＭｏｂｉｌｅＮｅｔＶ２
的深度循环层次网络(ＤＲＨＮ)模型ꎬ该模型通过接

受 ＲＧＢ￣Ｄ 帧序列并产生语义相关的姿态状态表示ꎬ
减少了躯干遮挡情况下的姿态检测失败ꎮ 以上方法

都获得了较好的精度和实时性ꎬ但由于算法仅面向

ＰＣ 端ꎬ且依赖于具有骨骼关节检测功能的深度摄像

头ꎬ价格高昂ꎬ在生产生活中无法大规模普及ꎮ

图 １　 基于深度学习的坐姿识别方法总体结构

另一方面则是利用深度学习方法实现人体骨骼

关节点检测(又称姿态估计)ꎬ并利用骨骼关节点信

息计算人体姿态特征ꎮ 文献[１６]提出使用姿态估计

ＯｐｅｎＰｏｓｅ 模型构造表征人体姿态的骨骼特征数据

集ꎬ并用此来训练卷积神经网络ꎬ对不良坐姿进行分

类ꎮ 文献[１７]通过使用 ＯｐｅｎＰｏｓｅ 模型获取人体骨骼

关节坐标ꎬ并将其分别送入人工神经网络、支持向量

机和决策树ꎬ并对分类的准确率进行比较ꎬ预测结果

送入树莓派用来控制家用电器ꎮ 文献[１８]提出一种

基于 ＯｐｅｎＰｏｓｅ 模型的中国古典舞基本手位识别方

法ꎬ并将其部署到人工智能开发板中ꎮ 文献[１９]通过

ＯｐｅｎＰｏｓｅ 模型提取骨架信息ꎬ并利用 １８ 个关节点计

算肢体间的角度和距离特征ꎬ最后采用基于规则的决

策方法对坐姿和站立姿势进行分类ꎮ 文献[２０]提出

了一种基于 ＯｐｅｎＰｏｓｅ 模型的跌倒检测模型ꎬ在骨骼

关节点的基础上ꎬ结合 ＳＳＤ￣ＭｏｂｉｌｅＮｅｔ 对象检测框架

消除非人类区域所识别到的关节点ꎬ减少算法的误检

率ꎬ从目标中提取关节信息送入 ＳＶＭ 分类器进行分

类ꎮ 此类方法随着深度学习算法检测性能的不断提

升ꎬ同时因为利用摄像头采集二维图像的方法成本

低ꎬ其应用范围越来广泛ꎬ但缺点是网络模型的参数

量和计算复杂度也随之增大ꎬ使其很难在资源有限的

嵌入式设备上获得较快的推理速度ꎮ
为了解决在有限资源上实现坐姿快速高精度识

别的问题ꎬ本文提出了一种基于神经网络的骨骼特

征融合下坐姿快速识别方法ꎬ针对关节点检测模型

ＯｐｅｎＰｏｓｅ[２１]参数量和计算复杂度较大、推理速度较

慢的问题ꎬ提出对骨干网络进行优化ꎬ并利用基于自

适应批量归一化(ＢＮ)层的候选评估模块对预训练

好的模型进行剪枝ꎬ从而减少模型所需要的设备资

源ꎬ同时改进坐姿识别算法ꎬ在原始骨骼关节特征基

础上融合骨骼图像ꎬ提升识别精度ꎮ

１　 坐姿识别方法设计

１.１　 算法总体结构

传统基于深度学习的坐姿识别方法总体结构如

图 １ 所示ꎬ 主要由三部分组成: ＯｐｅｎＰｏｓｅ 姿态估计

(关节点检测)部分、特征提取部分和坐姿识别部

分ꎮ 具体来说ꎬ算法首先利用 ＯｐｅｎＰｏｓｅ 姿态估计模

型实现人体骨骼关节点检测ꎬ特征提取部分利用关

４１６
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节点信息计算人体坐姿特征ꎬ最后将特征输入神经

网络实现坐姿分类ꎮ 坐姿分类网络由一个输入层、２
个隐含层以及 １ 个输出层组成ꎬ每个隐含层包括

３００ 个神经元ꎮ
根据算法总体结构可知ꎬ影响最终坐姿识别精

度的主要有两个方面:姿态估计算法检测关节点的

可靠性以及提取特征的表征能力ꎮ 为了提高坐姿识

别的精度ꎬ对特征提取部分进行改进ꎬ在骨骼关节特

征向量基础上融合骨骼图片特征向量ꎬ特征提取示

意图如图 ２ 所示ꎬ一方面利用 １２ 个骨骼关节点来计

算表征人体坐姿的特征向量ꎬ分别包括:１０ 个角度

特征、１２ 个骨骼关节点归一化坐标、６６ 个归一化距

离特征、２２ 个向量特征ꎮ 另一方面通过训练好的卷

积神经网络模型提取骨骼图像特征ꎬ将网络的输出

与骨骼关节特征向量融合ꎬ形成新的坐姿特征向量ꎬ
融合后的特征向量较大程度上表征了人体坐姿特

征ꎬ利用其对神经网络进行训练可以提高分类精度ꎮ

图 ２　 特征提取示意图

１.２　 骨骼关节特征提取

基于骨骼信息建立人体姿态特征是姿态识别的

主要方法ꎮ 近些年ꎬ受益于深度学习姿态估计算法

的高精度和泛化能力ꎬ可用其代替深度相机提取关

节信息ꎮ
目前深度学习姿态估计算法可分为两类ꎬ一是

自下而上的姿态估计方法ꎬ算法首先检测出图片中

的所有关节点坐标ꎬ然后将这些关节点组合成每一

个个体ꎮ 相反ꎬ自上而下的姿态估计方法先检测每

一个个体再估计关节点ꎮ 在检测速度方面自下而上

的方法更有优势ꎮ 其中ꎬＯｐｅｎＰｏｓｅ 是目前使用较为

广泛[１６－２０ꎬ２２]的自下而上的姿态估计方法ꎬ可对坐姿

图片进行骨骼关节点检测ꎮ 考虑到实际办公场景下

摄像头一般位于人的正前方ꎬ原始算法可以检测到

１８ 个人体关节点ꎬ这里只取用了上半身 １２ 个骨骼

关节点信息ꎬ包括左右眼、左右耳、鼻子、嘴巴、脖子、
左右肩、左右手肘和左右手腕ꎮ

在实际摄像头采集的过程中ꎬ因摄像头摆放位置

或坐姿偏移造成的坐标差异ꎬ会导致其骨骼关节点的

绝对空间位置存在较大差异ꎮ 对于一个给予的特定

姿态ꎬ它应该独立于关节的绝对空间位置ꎬ而依赖所

有关节间的相对位置ꎮ 因此ꎬ在这种情况下需要将关

节的坐标归一化到[０ꎬ１]范围内ꎮ 为了解决这一问

题ꎬ本文采用基于边界框的归一化方法[１３]ꎬ其方法的

主要思想是利用训练集中骨架的最大边界框边长对

骨架进行归一化ꎮ 具体来说ꎬ对于训练集中给定的第

ｉ 个骨架(包含 １２ 个骨骼关节点的 ２Ｄ 坐标信息)ꎬ骨
架两个维度的最大和最小坐标值分别定义为 ｘｉｍａｘꎬ
ｘｉｍｉｎꎬｙｉｍａｘꎬｙｉｍｉｎꎮ 这个骨架的最大边界框边长为 ｌｉ ＝
ｍａｘ(ｘｉｍａｘ－ｘｉｍｉｎꎬｙｉｍａｘ－ｙｉｍｉｎ)ꎮ 因此ꎬ拥有 Ｎ 个骨架信息

的训练数据集ꎬ最大边界框边长 Ｌ＝ｍａｘ( ｌｉ)ꎬｉ∈Ｎꎬ最
后ꎬ每一个骨骼关节的坐标可用式(１)计算ꎮ

ｘｎｏｒｍ ＝
ｘ－
ｘｍｉｎ＋ｘｍａｘ

２
Ｌ

＋０.５ (１)

式中:ｘｍａｘꎬｘｍｉｎ为当前骨架的最大和最小 Ｘ 轴坐标ꎬｘ
为原始 Ｘ轴坐标ꎬｘｎｏｒｍ为归一化后的 Ｘ轴坐标ꎮ 纵坐

标的处理方法和橫坐标相同ꎮ 通过这种方式ꎬ每个骨

架被常数 Ｌ 归一化ꎬ并且骨架的中心对齐到[０.５ꎬ
０.５]ꎬ由于 Ｌ 是不变的ꎬ骨架的结构特征也保持了一

致性ꎮ 第二种特征为关节间的角度特征ꎬ对于一个给

定的姿态ꎬ关节间的角度特征不会受用户的高度影

响ꎬ另一方面关节角度缩放和旋转不会发生改变ꎬ因
此它们不依赖于主体的高度或用户相对于相机的距

离和方向ꎬ这里提取了 １１ 对身体的 １０ 个角度ꎬ其中

１１ 对身体由手腕与肘、肘与肩、肩与脖子、脖子与鼻

子、鼻子与眼睛以及眼睛与耳朵节点形成ꎬ角度特征

则由各相邻肢体的夹角组成ꎮ 第三种特征为归一化

身体距离信息ꎮ 最后还包括 １１ 对身体的 ２２ 个向量

特征ꎬ其中向量特征由 Ｘ轴和 Ｙ轴方向组成ꎮ

图 ３　 提出的卷积神经网络识别框架

１.３　 骨骼图像特征提取

获取更多有价值的姿态特征是提高姿态分类精

度的关键ꎮ 这里首先使用 Ｏｐｅｎｐｏｓｅ 姿态估计模型

对原始数据集进行关节点检测ꎬ根据关节信息制作

骨骼图像数据集ꎬ并训练卷积神经网络ꎮ 训练后的

卷积神经网络被用于提取骨骼图像特征ꎬ最后一层

全连接输出被融合用作训练坐姿识别网络ꎮ 提出的

卷积神经网络识别框架如图 ３ 所示ꎬ其中ꎬ输入骨骼

图像为 ２２４×２２４ ＲＧＢ 图像ꎬ卷积操作为 ３×３ꎬ池化

操作为 ２×２ꎮ
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２　 模型分析和优化

ＯｐｅｎＰｏｓｅ 姿态估计模型虽有较好的检测性能ꎮ
但是由于模型本身参数量和计算复杂度较大ꎬ导致

程序运行过程中模型推理占具了极大部分的计算资

源ꎬ在资源有限的嵌入式设备上应用困难ꎮ
由图 １ 上部分原始 ＯｐｅｎＰｏｓｅ 网络结构可知ꎬ其

网络结构主要由三个部分组成:ＶＧＧ 骨干网络、一
个初始化阶段和多个细化阶段ꎮ 其中表 １ 为模型各

阶段 计 算 量 和 精 度 对 比[２３]ꎬ ＡＰ 为 平 均 精 度ꎬ
ＧＦＬＯＰｓ 为每秒浮点运算次数ꎬ图像输入大小 ３６８×
３６８ꎮ 通过分析对比可知模型的主要计算复杂度集

中在骨干网络和细化阶段上ꎬ计算复杂度分别占了

２８.１４％和 ６８.３３％ꎮ
表 １　 ＯｐｅｎＰｏｓｅ 模型各阶段计算量和精度对比

模型 精度 ＡＰ ＧＦＬＯＰｓ ＧＦＬＯＰｓ ｔｏｔａｌ

ＶＧＧ — ３８.３ ３８.３
Ｃｏｎｖ４＿３ — ２.５ ４０.３
Ｃｏｎｖ４＿４ — ０.６ ４０.９

Ｉｎｉｔｉｔａｌ ｓｔａｇｅ ３５.５ ２.２ ４３.１
Ｒｅｆｉｎｅｍｅｎｔ ｓｔａｇｅ １ ４３.４ １８.６ ６１.７
Ｒｅｆｉｎｅｍｅｎｔ ｓｔａｇｅ ２ ４６.２ １８.６ ８０.３
Ｒｅｆｉｎｅｍｅｎｔ ｓｔａｇｅ ３ ４７.４ １８.６ ９８.９
Ｒｅｆｉｎｅｍｅｎｔ ｓｔａｇｅ ４ ４８.１ １８.６ １１７.５
Ｒｅｆｉｎｅｍｅｎｔ ｓｔａｇｅ ５ ４８.６ １８.６ １３６.１

　 　 为了提高检测速度ꎬ对原始 ＯｐｅｎＰｏｓｅ 网络模型

进行了结构替换和剪枝的优化工作ꎬ以减少模型参

数量和计算复杂度ꎬ达到提高推理速度的目的ꎮ 最

后优化后的模型需使用 ＣＯＣＯ 骨骼关节点数据集进

行再训练ꎬ以恢复两个阶段优化后的精度损失ꎮ 详

细优化过程如下两部分ꎮ
２.１　 骨干网络替换

ＯｐｅｎＰｏｓｅ 网络训练过程包括两部分ꎬ第一部分

是骨干网络在 ＩｍａｇｅＮｅｔ 数据集上进行训练ꎬ第二部

分是使用 ＭＳ ＣＯＣＯ 骨骼关节点数据集对整个模型进

行训练ꎮ 针对原始模型骨干网络 ＶＧＧ 参数量和计算

复杂度较大的问题ꎬ第一部分的骨干网络可由其他性

能较好且参数量和计算复杂度相对较低的模型替代ꎮ
这里比较了三种网络模型ꎬ如表 ２ 所示ꎮ

表 ２　 网络性能比较

模型
Ｉｍａｇｅｎｅｔ
精度 / ％

乘加操作
(Ｍｉｌｌｉｏｎ)

参数量
(Ｍｉｌｌｉｏｎ)

Ｍｏｂｉｌｅｎｅｔｖ１[２４] ７０.６ ５７５ ４.２

Ｍｏｂｉｌｅｎｅｔｖ２[２５] ７０.２ ３００ ３.４

ＶＧＧ[２６] ７１.５ １５ ３００ １３８

　 　 对比发现轻量化网络 Ｍｏｂｉｌｅｎｅｔ 可以获得和原始

网络相当的精度ꎬ同时模型计算复杂度和参数量大幅

度减少ꎮ 因此ꎬ这里使用 Ｍｏｂｉｌｅｎｅｔ 网络对原始 ＶＧＧ
进行替换ꎬ同时删除了 Ｃｏｎｖ４＿３ꎬＣｏｎｖ４＿４ꎬ以及修改

Ｂｌｏｃｋ＿１２＿ａｄｄ 层的输出特征图尺寸ꎬ最后将其与

Ｂｌｏｃｋ＿５＿ａｄｄ 层的输出特征图进行连接作为初始化阶

段的输入特征图ꎮ 替换后的网络组成如图 ４ 所示ꎮ

图 ４　 替换后的网络

２.２　 细化阶段网络剪枝

多个细化阶段(Ｒｅｆｉｎｅｍｅｎｔ ｓｔａｇｅ)网络提升了模

型对关节点置信图和亲和度向量的预测能力ꎬ同时

不可避免地增加了计算开销ꎮ 为了尽可能减少模型

所需计算资源ꎬ利用基于自适应批量归一化(ＢＮ)的
候选评估模块[２７]对细化阶段进行剪枝操作ꎬ通过设

置合适的全局剪枝率获得基于平台的最佳精度和模

型大小间的平衡ꎮ
２.２.１　 自适应批量归一化(ＢＮ)

ＢＮ 层具有加速网络收敛并提升准确率的作

用ꎬ现已广泛应用到卷积神经网络中ꎮ 在实际网络

模型中ꎬＢＮ 一般置于卷积层和线性层之后ꎬ对上层

操作得到的特征图进行归一化ꎬ从而产生更加稳定

的分布ꎮ 原始 ＢＮ 操作如式(２)所示ꎮ

ｙ＝γ ｘ
－μ

σ２＋ε
＋β (２)

式中:γ和 β是可训练的ꎬ分别代表 ＢＮ 的特征缩放

系数和偏移系数ꎮ ε 为一个非常小的值ꎬ为了避免

分母为零ꎮ μ和 σ２ 为向量ꎬ分别用来记录每一个通

道特征图的均值和方差ꎬ其元素值会在前向传播中

得到更新ꎮ 对于一个尺寸为 Ｎ的批量(ｂａｔｃｈ)样本ꎬ
μ和 σ２ 统计值的计算如式(３)ꎮ

μＢ ＝ Ｅ[ｘＢ] ＝
１
Ｎ∑

Ｎ

ｉ ＝ １
ｘｉ

σ２
Ｂ ＝ Ｖａｒ[ｘＢ] ＝

１
Ｎ － １∑

Ｎ

ｉ ＝ １
(ｘｉ － μＢ) ２

(３)

当进行训练时ꎬμ和 σ２ 通过移动均值和方差计

算得到ꎬ如式(４):
μｔ ＝ｍμｔ－１＋(１－ｍ)μＢ
σ２
ｔ ＝ｍσ２

ｔ－１＋(１－ｍ)σ２
Ｂ

(４)
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式中:ｍ为动量系数、下标 ｔ为训练迭代次数ꎮ 在一

个训练过程中ꎬ如果需要总的训练次数为 ＴꎬμＴ 和

σ２
Ｔ 则就是最终测试阶段的 μ和 σ２ꎮ

以上所述的两项 ＢＮ 统计值是基于完整网络

得到的ꎬ而对于一个剪枝后的子网络ꎬ其统计值均

值 μ和方差 σ２ 已经过时ꎬ因此需要利用部分数据

集进行几次推理ꎬ重新计算自适应值 μ 和 σ２ꎬ其目

的是为了 ＢＮ 统计值适应于剪枝后的网络ꎮ 具体

来说ꎬ在训练之前冻结所有反向传播可更新的网

络参数 Ｗꎮ 最后通过几次前向传播ꎬ使用式(４)对
移动均值和方差进行更新ꎬ更新后的均值和方差

定义为 μ^ 和 σ^２ꎮ
２.２.２　 剪枝过程

由表 １ 模型各阶段计算量可知ꎬ通过增加细化

网络 ３、４ 和 ５ 所带来的精度提升较小ꎬ但其复杂度

却大幅增加ꎬ这里首先将其三阶段全部移除ꎬ其次通

过基于自适应 ＢＮ 的剪枝模块对其余阶段进行核剪

枝ꎬ剪枝工作流程如图 ５ 所示ꎮ

图 ５　 基于自适应批量归一化评估模块的剪枝工作流程

　 　 剪枝过程主要由 ６ 部分组分ꎮ 具体来说ꎬ首先

对第一部分优化后的网络进行训练ꎬ然后提取模型

中细化阶段参与剪枝的卷积层索引ꎬ通过随机生成

多个剪枝策略ꎬ每一个策略为各索引层的剪枝率ꎮ
第四部分使用 Ｌ１ 范数准则ꎬ根据剪枝策略进行剪

枝ꎬ得到候选网络ꎮ
第五部分通过基于自适应 ＢＮ 的候选评估模块

对所有候选模型的 ＢＮ 统计值 μ 和 σ２ 进行更新ꎬ并
利用小部分训练集评估每一个候选网络ꎮ 最后ꎬ挑
选获得最优精度的候选模型作为最终剪枝模型并进

行微调恢复精度ꎮ

３　 实验结果及分析

３.１　 实验环境

实验所用的训练平台使用深度 学 习 框 架

ｐｙｔｏｒｃｈ１.６ꎬ以及双 Ｎｖｉｄｉａ ＲＴＸ３０７０ ８Ｇ ＧＰＵ 显卡ꎮ
测试平台为 Ｎｖｉｄｉａ Ｊｅｔｓｏｎ￣ｎａｎｏ 嵌入式开发板ꎬ搭载

１２８ 核 Ｎｖｉｄｉａ Ｍａｘｗｅｌｌ 图形处理器ꎮ
３.２　 数据集

ＯｐｅｎＰｏｓｅ 骨骼关节点检测模型采用 ＭＳ ＣＯＣＯ
人体骨骼数据集进行训练ꎮ 但对于坐姿模型的训

练ꎬ现有坐姿识别工作对于坐姿分类未有可实验的

公共数据集ꎮ 很多现有工作是根据各文章算法进行

数据集制作ꎬ不同文献对于坐姿图像拍摄角度和摄

像头摆放位置存在巨大差异ꎮ 对于本文方法ꎬ其主

要研究坐姿检测方法在嵌入式平台实现快速应用ꎬ
因此仅对日常办公学习中摄像头摆放在身体正前方

场景下常见的几种坐姿进行图像采集ꎮ 采集坐姿图

像数据集共包括 ８ 种坐姿ꎬ包括趴着、头部左倾、头
部右倾、正常、肩膀左低、肩膀右低、左撑头、右撑头ꎬ
采集对象分别为 １０ 个男性和 １０ 个女性志愿者ꎬ总
共包括图 ２ ５００ 张 ＲＧＢ 图像ꎮ ８ 种坐姿以及利用

ＯｐｅｎＰｏｓｅ 检测到的对应骨骼如图 ６ 所示ꎮ 本文在

数据清洗上ꎬ包括对因 Ｏｐｅｎｐｏｓｅ 算法检测关节点失

败的数据进行剔除ꎬ对类间重复信息进行剔除ꎮ

图 ６　 各类坐姿以及检测到的人体骨骼

３.３　 特征融合性能结果和分析

为了提高算法坐姿识别网络的精度ꎬ本文利用

训练好的卷积神经网络模型对骨骼图像进行特征提

取ꎬ并与骨骼向量特征进行融合ꎮ 特征融合前后的

网络训练在测试集上损失变化曲线如图 ７ 所示ꎬ融
合前仅通过关节点信息计算得到的骨骼特征对网络

进行训练ꎬ当训练迭代次数达到 ６００ 个 ｅｐｏｃｈ 时ꎬ损
失逐渐收敛ꎮ 而融合骨骼图像特征后对网络进行训

练ꎬ经过 ３００ 次迭代网络就已经收敛平稳ꎬ最终损失
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在 ０.３１ 左右ꎮ 可以得出ꎬ从骨骼图像中提取到的特

征提高了网络的收敛速度ꎮ 另外ꎬ特征融合前后的

坐姿分类精度如图 ８ 所示ꎬ由结果可得出ꎬ特征融合

前的网络仅获得了 ８５％的验证精度ꎬ其特征融合后

的网络获得了 ９２％的验证精度ꎬ精度提升了 ７％ꎬ进
一步说明了特征融合的有效性ꎮ

图 ７　 特征融合前后网络损失变化曲线

图 ８　 特征融合前后坐姿分类精度

图 ９　 特征融合前后模型在训练集的混淆矩阵

此外ꎬ为了进一步分析模型对于各类坐姿的分

类性能ꎬ提供了所提出模型在训练集上的混淆矩阵ꎬ
以及对模型在各类坐姿上的性能指标进行统计ꎮ 其

中ꎬ特征融合前后训练集的混淆矩阵结果如图 ９ 所

示ꎬ对于融合前ꎬ模型对于坐姿趴着、正常和右撑头

有较好的识别精度ꎮ 一部分原因是这几类坐姿之间

具有较高的区分性ꎬ另一部分原因是现有坐姿数据

集中各类坐姿数量不平衡ꎬ致使数据量较多的类拥

有较高的分类精度ꎮ 除此之外ꎬ由于数据清洗不干

净导致存在部分类中数据与其他类数据较为相似的

情况ꎬ导致分类困难ꎮ 比如ꎬ对于左肩低类有 ２８％
被模型认为正常类ꎮ 然而ꎬ特征融合后ꎬ一定程度上

提升了左肩低类与正常类之间的可区分性ꎬ原本左

肩低类被误判为正常类的比例已经从 ２８％降低到

０.０３％ꎮ 通过表 ３ 特征融合前后模型在 ８ 类坐姿上

的性能指标对比同样可以得出ꎬ特征融合后相对于

融合前精度分别提升了 ４％、１７％、１５％、１４％、１４％、
１２％、１５％和 １５％ꎬ召回率分别提升 ３％、１３％、１８％、
９％、３３％、１２％、２２％和 １０％ꎮ
表 ３　 特征融合前后模型在各类坐姿上的性能指标对比

类别 精度 / ％ 召回率 / ％

趴着 ９６.２ ∶９９.６ ９７.０ ∶９９.８
头部左倾 ７９.５ ∶９７.３ ８３.８ ∶９７.３
头部右倾 ８３.８ ∶９８.８ ７９.５ ∶９７.４

正常 ８５.３ ∶９８.８ ９０.４ ∶９９.２
左肩低 ８０.６ ∶９５.０ ６３.３ ∶９６.２
右肩低 ８６.９ ∶９９.１ ８５.３ ∶９７.２
左撑头 ８５.０ ∶９９.８ ７３.９ ∶９５.７
右撑头 ８４.２ ∶９９.０ ８８.５ ∶９９.０

３.４　 姿态估计模型优化结果和分析

ＯｐｅｎＰｏｓｅ 姿态估计模型是本文实现坐姿识别

的关键ꎬ其准确率在一定程度上影响了最终坐姿分

类的精度ꎮ 因此ꎬ为了在保证检测精度的前提下ꎬ提
高检测速度ꎬ本文对网络模型进行了优化ꎬ并部署到

嵌入式开发板 Ｊｅｔｓｏｎ Ｎａｎｏ 进行测试ꎮ 其中ꎬ模型优

化前后的性能比较如表 ４ 所示ꎬ其中方案 １ 由

ＭｏｂｉｌｅＮｅｔＶ２ 骨干网络、１ 个初始化阶段和 ２ 个细化

阶段组成ꎬ方案 ２ 在方案 １ 的基础上对 ３ 个 ｓｔａｇｅ 设

置 ０.４ 的剪枝率ꎮ
表 ４　 模型优化前后性能比较

指标 原始模型 方案一 方案二

模型大小 / ＭＢ ６８ ２３ １５
参数量 １６ ２４１ １０４ ５ ７００ ３３１ ３ ７６９ ９７１
ＦＰＳ １.４ ４.４ ５.５
ＡＰ ４８ ４１ ３９

识别精度 / ％ ９２ ９０ ８９

　 　 从结果来看ꎬ原始关节点检测模型具备较高平

均精度 (ＡＰ) 和坐姿识别精度ꎬ其中模型大小为

６８Ｍꎬ检测效果如图 ６ꎬ在嵌入式设备 ＮＡＮＯ 上的实

际运行速度只有 １.４ 帧左右ꎬ无法满足随后的快速

坐姿检测任务ꎮ 进一步地ꎬ方案 １ 对骨干网络进行

替代ꎬ以及对最后 ３ 个细化阶段进行移除ꎬ其模型平

均精度和识别精度虽分别有 ７％和 ２％左右的降低ꎬ
但其模型大小得到大幅度减少ꎬ实际检测速度提升

３ 倍左右ꎮ 而方案 ２ 在此基础上对复杂的细化阶段

网络进行剪枝操作ꎬ在精度下降 ２％的情况下ꎬ识别

精度依然可以达到 ８９％ꎬ模型大小只有 １５Ｍꎬ实际

检测速度可达到 ５.５ 帧ꎬ比原始模型速度提升 ４ 倍

左右ꎮ 方案 ２ 模型的各类坐姿检测效果如图 １０ 所

示ꎮ 可以发现ꎬ对于正常类、右手撑头类坐姿ꎬ模型

可以准确地获取到关节点位置ꎬ对于其他类坐姿ꎬ模
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型有检测到的个别关节点发生偏移或未检测到的情

况ꎬ但依然保持了较好的检测效果ꎮ 实际应用中方

案 ２ 满足正常需求ꎮ

图 １０　 方案 ２ 模型的各类坐姿检测效果

３.５　 嵌入端模型推理

对于模型推理ꎬ本文使用英伟达 Ｊｅｔｓｏｎ Ｎａｎｏ 开

发板进行实验ꎬ板内搭载一个拥有 １２８ 核的 ＧＰＵꎬ
可实现加速模型推理ꎮ 最终的实际测试性能如

图 １１所示ꎮ 算法推理一帧的总体时间消耗在

２８６ ｍｓꎬ帧率可达到 ３. ５ꎬ其中占比最多的是利用

ＯｐｅｎＰｏｓｅ 模型检测关节点ꎬ时间消耗 １８２ ｍｓꎬ占比

６３％ꎮ 其次为坐姿特征的提取及特征融合ꎬ该阶段

包括了骨骼关节特征向量计算和骨骼图像特征提

取ꎬ时间消耗 ６９ ｍｓꎬ占比 ２４％ꎮ 坐姿分类模型只消

耗了 １６ｍｓꎬ占比 ５％ꎬ对最终的检测速度影响较小ꎮ

图 １１　 实际测试性能

３.６　 相关方法对比分析

为了验证提出方法的可信性ꎬ这里比较了其他

工作的结果ꎬ结果如表 ５ 所示ꎬ其中 ＲＧＢ－Ｄ 为深度

相机ꎮ
本文的方法允许在嵌入式设备 Ｊｅｔｓｏｎ ｎａｎｏ 上实

现快速推理ꎬ具有较好的识别精度和分类数ꎮ 例如ꎬ
文献[１３]获得了较高的识别精度和分类数ꎬ但是该

工作是面向 ＰＣ 端ꎬ且需要 Ｋｉｎｅｃｔ 深度相机采集图

像ꎮ 文献[１５]利用深度相机和高性能 Ｎｖｉｄｉａ １０７０
ＧＰＵ 实现了实时识别坐姿ꎬ但只有 ３ 种坐姿保持了

较好的识别精度ꎮ 文献[１８]利用单目相机获得较

高的识别精度ꎬ但模型只能对 ３ 类坐姿进行分类ꎮ
相比深度相机获取骨骼三维信息的方法ꎬ若坐姿分

类不涉及前倾后仰等相对于相机做前后运动的坐姿

(文献[１３]和[１８])ꎬ本文方法同样可以获得较好

的识别精度ꎬ 并且利用计算能力较小的 Ｎｖｉｄｉａ
Ｍａｘｗｅｌｌ 图形处理器ꎬ在 ８ 类坐姿总识别精度为 ８９％
的情况下ꎬ获得了 ４ 帧左右的识别速度ꎮ

表 ５　 相关方法对比

方法 帧率 分类数 精度 / ％ 处理器 相机

文献[１３] １１ １５ ９８ ｉ７－７７００ＨＱ ＲＧＢ－Ｄ
文献[１５] １０ ３ ９１ １０７０ＧＰＵ ＲＧＢ－Ｄ
文献[１０] — ４ ８７ — ＲＧＢ－Ｄ
文献[１８] — ３ ９５ — ＲＧＢ
本文方法 ４ ８ ８９ Ｍａｘｗｅｌｌ ＲＧＢ

４　 结束语

本文提出基于神经网络的骨骼特征融合下坐姿

快速识别方法ꎮ 解决了深度学习人体坐姿识别任务

因模型参数多、计算量大、复杂程度高ꎬ难以在资源

有限的嵌入式设备上实现高精度和快速性的问题ꎮ
本文方法利用了轻量化网络结构和模型剪枝技术对

模型进行优化ꎬ并提出利用特征融合提升识别精度ꎬ
在保证识别精度的同时获得了更快的检测速度ꎮ 在

Ｊｅｔｓｏｎ Ｎａｎｏ 上的实际帧率可达 ４ 帧ꎬ达到了快速识

别坐姿的目的ꎬ满足生产生活的需要ꎬ具有较好的应

用价值ꎮ 同时本文算法也存在不足之处ꎬ如缺少空

间信息对姿态进行建模ꎬ对办公场景下前倾后仰等

坐姿识别精度不佳ꎬ且由于设备显存不足等原因ꎬ导
致特征提取部分没有得到加速ꎬ后续工作将考虑利

用量化技术进一步加速推理速度ꎮ
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