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基于深度学习的眼底视网膜图像疾病分类研究

李果璟ꎬ夏秋婷ꎬ李　 宏∗

(杭州电子科技大学自动化(人工智能)学院ꎬ浙江 杭州 ３１００１８)

摘　 要:提出了一种基于深度学习的多疾病分类方法ꎬ实现了一个完整的眼底视网膜图像辅助诊断解决方案ꎮ 将 Ｒｅｓｎｅｔ５０
作为主干网络ꎬ并且利用多任务学习来解决多标签分类问题ꎬ根据左右眼的相关性对左右眼图像进行拼接ꎬ融合左右眼特征ꎬ
从而提高模型的精度ꎮ 由于基于眼底图像的疾病分类本质上是根据图像上的病灶来判断的ꎬ因此引入注意力机制来使得模

型更关注病灶特征ꎬ增强网络对有效特征的学习能力ꎮ 最后通过多模型融合技术ꎬ进一步提高模型的精度ꎮ 通过设计多组对

比实验ꎬ确定 Ｒｅｓｎｅｔ５０ 主干网络为本实验最佳选择ꎬ而注意力机制的引入和多模型融合使得模型的诊断准确率提升ꎮ

关键词:眼底视网膜图像ꎻ卷积神经网络ꎻ多任务学习ꎻ多标签分类

中图分类号:ＴＰ３９１　 　 　 　 文献标识码:Ａ　 　 　 　 文章编号:１００４－１６９９(２０２２)０５－０７１１－０８

　 　 眼底是人体唯一能直接看到血液循环状况及微

循环结构的部分[１]ꎮ 传统眼底检查的流程是患者

前往医院拍摄眼底照片ꎬ眼科医生依据图像进行诊

断ꎮ 但日益上升的患者人数造成专业眼科医生短

缺ꎬ医生工作愈发繁重等问题逐渐显现ꎮ 并且ꎬ仅仅

凭靠医生肉眼观察分析的传统诊断方法所带来的效

率低下、误诊、漏诊等问题也不容忽视ꎮ 因而ꎬ利用

计算机技术辅助眼底诊断ꎬ进行眼底健康筛查十分

必要ꎮ
糖尿病(Ｄｉａｂｅｔｅｓ ＭｅｌｌｉｔｕｓꎬＤＭ)和眼底病变的发

生存在一定的关联性ꎬ由胰岛素分泌缺陷或者胰岛

素作用障碍造成的糖尿病会给患者带来血糖升高ꎬ
血管性改变等后果[２]ꎮ 在全球范围内ꎬ糖尿病引发

的眼底视网膜病变(Ｄｉａｂｅｔｉｃ ｒｅｔｉｎｏｐａｔｈｙꎬＤＲ)是致盲

的首要因素ꎬ是许多国家成年人失明的最主要病因

之一[２－４]ꎮ
深度学习[５－１０] ( Ｄｅｅｐ Ｌｅａｒｎｉｎｇ ) 是机器学习

(Ｍａｃｈｉｎｅ Ｌｅａｒｎｉｎｇ)方法中的一种ꎮ 深度学习在眼

科上的应用目前取得了很多成果ꎮ Ｇｕｌｓｈａｎ 等人[１１]

在 ２０１６ 年就利用 Ｉｎｃｅｐｔｉｏｎ￣ｖ３ 结构将深度学习技术
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应用在糖尿病眼底视网膜病变的诊断上ꎬ且实验结

果十分成功ꎻＭｕｈａｍｍａｄ 等人[１２] 设计了一种基于

Ａｌｅｘｎｅｔ 网络与随机森林方法混合的深度学习方法

(ＨＤＬＭ)ꎬ基于 ＯＣＴ 眼底图像对 ５２ 名青光眼患者

眼底图像进行是否为青光眼的诊断ꎻＦｅｌｉｘ 等人[１３]

设计的神经网络与随机神经结合的模型ꎬ对年龄相

关性黄斑病变进行 １２ 个等级的分类ꎮ
本文利用全局信息对整个眼底图像进行特征提

取ꎬ随后进行分类ꎮ 其创新点在于ꎬ提出了一种针对

眼底视网膜图像的多疾病多标签分类的解决方案ꎻ
针对视网膜图像中多种疾病的多标签分类ꎬ提出了

构建多分支模型多任务学习的解决方法ꎻ为增强模

型对病灶学习能力ꎬ引入了注意力机制来提高疾病

分类的精度ꎻ采用多模型融合技术ꎬ对不同结构的神

经网络进行融合以提升模型效果ꎮ

１　 材料与方法

１.１　 数据和预处理

本文所用数据集来源于 ２０１９ 年北京大学“智慧

之眼 ” 国 际 眼 底 图 像 智 能 识 别 竞 赛 ( Ｐｅｋｉｎｇ
Ｕｎｉｖｅｒｓｉｔｙ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｍｐｅｔｉｔｉｏｎ ｏｎ Ｏｃｕｌａｒ Ｄｉｓｅａｓｅ
Ｉｎｔｅｌｌｉｇｅｎｔ ＲｅｃｏｇｎｉｔｉｏｎꎬＯＤＩＲ－２０１９)ꎬ由北京上工医

信科技有限公司提供ꎮ 数据来源于在上工医信合作

医院及医疗机构进行眼健康检查的患者ꎬ数据提供

了 ３ ５００ 组结构化脱敏信息作为训练集ꎮ 以下简称

数据集为 ＯＤＩＲꎮ
从医学角度上分析病灶特征ꎬ正常眼眼底图像

中血管清晰ꎬ包括小血管在内的多个血管走行方向

明确ꎬ视盘呈正常淡红色ꎮ 无絮状物或结节状物体

出现ꎮ 而糖尿病视网膜病变的眼底图像上可能会存

在微动脉瘤(ＭｉｃｒｏａｎｅｕｒｙｓｍｓꎬＭＡ)ꎬ软性渗出( Ｓｏｆｔ
ＥｘｕｄａｔｅｓꎬＳＥ)ꎬ硬性渗出(Ｈａｒｄ ｅｘｕｄａｔｅｓꎬＥＸ)以及出

血(ＨｅｍｏｒｒｈａｇｅｓꎬＨＥ)等症状ꎮ 微动脉瘤是由于毛

细血管壁局部变薄而膨胀引起的ꎬ他们被认为是糖

尿病视网膜病变发生时最早可见的体征ꎮ 渗出是由

于毛细血管内血浆的渗漏ꎬ再根据颜色及边界是否

明显区分为硬性或软性渗出ꎮ 浅层的出血通常呈火

焰状ꎬ在视网膜深层的血管破裂将导致斑点状圆形

病灶[１４]ꎮ
１.２　 基于深度学习的眼底多疾病分类器方法实现

１.２.１　 实验环境

本文提出了新的眼底视网膜图像病变检测分类

方法ꎬ并进行优化ꎮ 本实验设计多组对比实验ꎬ先确

定了 整 体 的 分 类 器 模 型 构 建 思 路: 选 择 以

Ｒｅｓｎｅｔ５０[７]为主干网络ꎬ在此基础上对结构进行修

改ꎬ结合特征融合技术并采用多任务学习得到基准

模型ꎮ
通过设计多组对比实验ꎬ实验环境配置表如

表 １ 所示ꎬ所设计的深度学习方法实现是基于

Ｐｙｔｏｒｃｈ１.１.０ 以及 ｔｏｒｃｈｖｉｓｉｏｎ０.３.０ 框架ꎮ
表 １　 实验环境配置

实验平台 Ｕｂｕｎｔｕ１６.０４ ＬＴＳ

处理器 ＩｎｔｅｌＣｏｒｅｉ５－８５００
运行内存 １６ ＧＢ

显卡 ＮＶＩＤＩＡ ＧｅＦｏｒｃｅ ＧＴＸ １０７０Ｔｉ
显存容量 ８ ＧＢ
开发平台 Ｐｙｃｈａｒｍ２０１９.１.３(Ｃｏｍｍｕｎｉｔｙ Ｅｄｉｔｉｏｎ)

１.２.２　 评价指标

本实验利用留出法进行模型选择和评估ꎬ选择

所有数据中的 ９０％左右为训练数据ꎬ１０％为测试数

据ꎮ 本实验为多标签分类问题ꎬ输入示例可以由多

个标签进行标记且不互斥ꎮ 采用的评价策略分为两

个部分ꎬ首先是对于所有类别评估模型整体的准确

率(ａｃｃｕｒａｃｙꎬａｃｃ)、基于标签的评价指标( ｆ１￣ｓｃｏｒｅ)、
受试者 工 作 特 征 曲 线 下 面 积 ( Ａｒｅａ ｏｆ ｒｅｃｅｉｖｅｒ
ｏｐｅｒａｔｉｎｇ ｃｈａｒａｃｔｅｒｉｓｔｉｃ ｃｕｒｖｅꎬＡＵＣ)以及杰卡德指数

(Ｊａｃｃａｒｄ Ｉｎｄｅｘ)ꎻ其次ꎬ针对每个类别ꎬ进行 ａｃｃ、
ｆ１￣ｓｃｏｒｅ、ＡＵＣ、查准率、敏感性(Ｓｅｎｓｉｔｉｖｉｔｙ)以及特异

性(ｓｐｅｃｉｆｉｃｉｔｙ)的评估ꎮ 通过综合指标的考量ꎬ更为

全面地判断模型性能好坏ꎮ 上述指标大多借助混淆

矩阵得分统计ꎬ如表 ２ 所示ꎮ
表 ２　 混淆矩阵分析

实际值

正例 负例

预测值
正例
负例

ＴＰ
ＦＮ

ＦＰ
ＴＮ

　 　 准确率表示所有被预测正确的数据比例ꎬ计算

公式为:

ａｃｃ ＝ ＴＰ＋ＴＮ
ＴＰ＋ＦＮ＋ＦＰ＋ＴＮ

查准率(ｐｒｅｃｉｓｉｏｎ)表示预测值为正例时预测正

确的比例ꎬ计算公式为:

Ｐ＝ ＴＰ
ＴＰ＋ＦＰ

敏感性表示真实值为正例的情况下ꎬ预测正确

的比例ꎬ计算公式为:

Ｒ＝ ＴＰ
ＴＰ＋ＦＮ

特异性( Ｓｐｅｃｉｆｉｔｙ) 表示预测值为负例的情况

２１７
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下ꎬ预测正确的比例ꎬ计算公式为:

Ｓｐｅｃ:＝ ＴＮ
ＴＰ＋ＦＰ

Ｆ１￣ｓｃｏｒｅ 事实上是查准率和敏感性的调和平均

数 Ｆβ 的一种特殊情况ꎬ来评估样本不平衡情况下的

模型总体表现ꎮ 其计算公式为:

Ｆβ ＝(１＋β２)× ｐｒｅｃｉｓｉｏｎ×ｒｅｃａｌｌ
β２×ｐｒｅｃｉｓｉｏｎ＋ｒｅｃａｌｌ

分类过程中按照不同阈值设定ꎬ可得到一系列

的横坐标为假阳性率( ｆａｌｓｅ ｐｏｓｉｔｉｖｅ ｒａｔｅꎬＦＰＲ)和纵

坐标为真阳性率( ｔｒｕｅ ｐｏｓｉｔｉｖｅ ｒａｔｅ)即敏感性数值

对ꎬ并按照假正例率进行排序ꎮ 然后将阈值设为最

大值ꎬ那么所有的样本均为负例ꎬ再按照排列顺序将

阈值设为每个预测值ꎬ可绘制得到曲线ꎮ 该曲线为

受试者工作特征(Ｒｅｃｅｉｖｅｒ Ｏｐｅｒａｔｉｎｇ Ｃｈａｒａｃｔｅｒｉｓｔｉｃꎬ
ＲＯＣ)曲线ꎮ 该曲线右下方面积为 ＡＵＣꎬＡＵＣ 越大

表示性能越佳ꎮ
Ｊａｃｃａｒｄ 指标是预测值和真实值都为正例占预

测为正例或者真实值为正例的比例ꎬ其所代表的含

义是比较两个样本之间的差异程度ꎬＪａｃｃａｒｄ 指数越

大ꎬ说明差异性越小ꎮ 假设标签集合为 Ｔꎬ预测结果

为 Ｐꎬ计算公式可以表示为:

Ｊ＝ ｜Ｔ∩Ｐ ｜
｜Ｔ∪Ｐ ｜

１.２.３　 特征融合与多任务学习

本实验中包含两组对比实验ꎬ分别为:
①用于选择输入模式ꎬ验证本实验中对输入进

行特征融合是必要的ꎮ ②不同的输出策略对结果的

影响ꎬ设计适用于本实验的多任务学习方案ꎮ
同一位患者的左右眼存在一定相关性ꎬ从而进

行猜想:训练模型同时参考左眼和右眼图像信息将

提高实验结果ꎮ 为验证该猜想设计如下实验:
对 ＯＤＩＲ 信息标签表中 “ Ｌｅｆｔ￣Ｄｉａｇｎｏｓｔｉｃ Ｋｅｙ￣

ｗｏｒｄｓ”和“Ｒｉｇｈｔ￣Ｄｉａｇｎｏｓｔｉｃ Ｋｅｙｗｏｒｄｓ”采用正则匹配

手段ꎬ依照关键词信息ꎬ提取并生成相应的左眼和右

眼各个疾病的单眼级别的标签( ｉｍａｇｅ ｌａｂｅｌ)ꎮ 在预

测的时候ꎬ根据同一患者的 ＩＤ 选择出左右眼ꎬ然后

利用训练好的模型分别针对其左眼和右眼进行预

测ꎬ然后对双眼结果进行融合得到最终诊断结果ꎮ
在预测诊断阶段ꎬ综合左眼和右眼结果进行融合ꎬ并
整合成诊断意见ꎬ指出患者是否存在相应眼底疾病ꎮ

采用信息标签表中已有数据(双眼各疾病类别

标签)ꎮ 相应采取的训练策略是先将左眼和右眼分

别读入ꎬ然后将双眼图像做拼接处理后输入卷积神

经网络进行训练ꎮ 输出结果即为患者诊断信息ꎮ

最终训练集和验证集中各类别数据分布如表 ３
所示ꎬ其中训练集为 ９ ４１７ 张ꎬ验证集为 ２９０ 张ꎮ 其

中ꎬＮ 表示正常眼ꎬＤ 表示糖尿病视网膜病变ꎬＧ 表

示青光眼ꎬＣ 表示白内障ꎬＡ 表示年龄相关性黄斑病

变ꎬＨ 表示高血压ꎬＭ 表示近视ꎮ 在训练策略上ꎬ设
置初始学习率为 ３×１０－４ꎬ每 ８ 次迭代完成后学习率

衰减为原来的 ０.６ꎻ批量大小表示网络每一次输入的

样例个数ꎬ本实验中设置为 １０ꎮ 实验所采用的优化

器是 ＳＧＤꎬ动量设置为 ０.９ꎬ网络损失函数采用二元

交叉熵ꎮ
表 ３　 训练集与验证集各类别数量及比例统计

类别 训练集数量 测试集数量 验证集比例

Ｎ＝ １ １ ０３７ １０１ ０.３４８ ３

Ｄ＝ １ １ ０１８ １１２ ０.３８６ ３

Ｇ＝ １ ２ ０７７ ２６ ０.０８９ ６

Ｃ＝ １ １ ７１４ ２７ ０.０９３ １

Ａ＝ １ １ ６３７ １９ ０.０６５ ５

Ｈ＝ １ １ １２９ １２ ０.０４１ ４

Ｍ＝ １ １ ６６１ １３ ０.０４４ ８

合计 ９ ４１７ ２９０ １

２　 结果

如表 ４ 所示ꎬ双眼级别多任务学习除 ＡＵＣ 指标

外ꎬ在其他指标上均比单眼突出ꎬ验证了双眼级别预

测模型效果比单眼级别效果更好ꎮ 在特异性、敏感

性、查准率和 Ｆ１￣ｓｃｏｒｅ 上ꎬ双眼级别模型结果比单眼

级别更优ꎮ
表 ４　 基于单 /双眼级别不同输出分支模型结果统计

模型 ａｃｃ ＡＵＣ Ｆ１￣ｓｃｏｒｅ Ｊａｃｃａｒｄ

单眼多分支 ０.３２７ ６ ０.８９４ ６ ０.８８１ ０ ０.３２８ ７

双眼多分支 ０.５８６ ２ ０.８５９ ３ ０.８８５ ２ ０.４４１ ２

双眼单分支 ０.０４１ ４ ０.３８３ １ ０.７１６ ３ ０.０２０ ４

　 　 单眼与双眼级别多分支情况下每个类别的分类

情况评价指标对比如图 １ 所示ꎮ 从准确度来讲对于

正常眼(Ｎ)以及糖尿病视网膜病变(Ｄ)的分类效果

最差ꎮ
实验 ２ 中ꎬ同样参数条件下ꎬ对比双眼级别多任

务学习模型及其分类效果ꎮ 分析 ｌｏｓｓ 曲线及 ＲＯＣ
曲线ꎬ如图 ２ꎬ双眼级别单分支模型未能成功收敛ꎬ
效果十分不理想ꎮ 由此ꎬ模型训练结构为多眼级别

多分支结构ꎮ
最终在迭代了总共 ３２ 次后ꎬ模型最佳结果各项

指标如表 ５ꎬ将其定义为基准模型 Ｒｅｓｎｅｔ５０＿Ｍꎮ
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图 １　 单眼或双眼级别多任务学习模型每个类别评价指标对比

图 ２　 双眼级别单分支模型训练
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表 ５　 Ｒｅｓｎｅｔ５０＿Ｍ 模型整体评估指标

模型 ａｃｃ ＡＵＣ Ｆ１￣ｓｃｏｒｅ Ｊａｃｃａｒｄ
Ｒｅｓｎｅｔ５０＿Ｍ ０.６１３ ８ ０.８８１ ４ ０.８９２ ６ ０.４６７ ０

２.１　 超参数优化

针对当前所获得的基准模型 Ｒｅｓｎｅｔ５０＿Ｍꎬ进一

步调整参数来优化ꎬ设计了以下方案:

图 ３　 Ｒｅｓｎｅｔ５０＿Ｍ / ｎｅｗ＿ｌｒ / ｆｏｃａｌ＿ｌｏｓｓ 在单类别中评估指标

①更改学习率衰减策略ꎬ将训练得到模型记为

ｎｅｗ＿ｌｒ 观察 Ｒｅｓｎｅｔ５０＿Ｍ 模型 ｌｏｓｓ 下降曲线ꎮ 仅调

整学习率衰减策略ꎬ即始终保持 ３ × １０－４ 不变ꎬ
Ｒｅｓｎｅｔ５０＿Ｍ模型训练时其他超参数设置均不改变ꎬ
重新训练模型ꎮ

②更改 ｌｏｓｓ 函数为 Ｆｏｃａｌ Ｌｏｓｓꎬ将训练得到模型

命名为 ｆｏｃａｌ＿ｌｏｓｓꎮ 与方案(１)中其余超参数保持一

致ꎬ进行训练ꎬ并且设置 Ｆｏｃａｌ Ｌｏｓｓ 中 γ＝ １ꎬα＝ １ꎮ
如表 ６ꎬ重新训练后ꎬ ｎｅｗ ＿ ｌｒ 模型的准确率、

ＡＵＣ、Ｆ１￣ｓｃｏｒｅ、Ｊａｃｃａｒｄ 有所提升ꎮ 但是再进一步采

用 Ｆｏｃａｌ＿Ｌｏｓｓ 方案后ꎬ部分指标略微有些下降ꎮ
表 ６　 Ｒｅｓｎｅｔ５０＿Ｍ / ｎｅｗ＿ｌｒ / ｆｏｃａｌ＿ｌｏｓｓ 模型评估指标

模型 ａｃｃ ＡＵＣ Ｆ１￣ｓｃｏｒｅ Ｊａｃｃａｒｄ

Ｒｅｓｎｅｔ５０＿Ｍ ０.６１３ ８ ０.８８１ ４ ０.８９２ ６ ０.４６ ０

Ｎｅｗ＿ｌｒ ０.６４４ ８ ０.９２７ ９ ０.９１３ ３ ０.５５８ ９

Ｆｏｃａｌ＿ｌｏｓｓ ０.６１３ ８ ０.９２４ ６ ０.９１３ ３ ０.５１６ ９

　 　 从单个类别的多项评估指标来看ꎬ如图 ３ 所示ꎬ
ｎｅｗ＿ｌｒ 以及 ｆｏｃａｌ＿ｌｏｓｓ 效果均比 Ｒｅｓｎｅｔ５０＿Ｍ 优良ꎮ
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ｎｅｗ＿ｌｒ 以及 ｆｏｃａｌ＿ｌｏｓｓ 模型查准率较优ꎬ表明模型正

样本预测的准确率较高ꎬ也代表对正样本的“过滤

能力”较佳ꎮ 对于不同类别在敏感性评估前三种模

型各有所长ꎮ 使用 Ｆｏｃａｌ Ｌｏｓｓ 时ꎬ效果略微下降ꎮ

图 ４　 Ｒｅｓｎｅｔ５０＿Ｍ / ＳＥ－Ｒｅｓｎｅｔ５０＿Ｍ / Ｘｃｅｐｔｉｏｎ＿Ｍ 在单类别中评估指标

２.２　 注意力机制

本实验中ꎬ将 ＳＥ 模块添加至 Ｒｅｓｎｅｔ５０ 结构中ꎬ
记为 ＳＥ＿Ｒｅｓｎｅｔ５０＿Ｍꎬ并尝试更换 ｚｕｉｈｏ 新的主干网

络为 Ｘｃｅｐｔｉｏｎ 及孪生网络ꎮ 训练数据集预处理方式

都与其他设置与 ｎｅｗ＿ｌｒ 模型基本相同ꎬ但由于内存

有限ꎬｂａｔｃｈ ｓｉｚｅ 只能设为 ８ꎮ 将学习率初始化为

３×１０－４ꎬ每迭代 ３２ 次后衰减为原来的 ０.２ꎬ即在 ｌｏｓｓ
下降较为平稳时候ꎬ主动调整学习率继续训练ꎮ

由表 ７ 可以发现ꎬＳＥ－Ｒｅｓｎｅｔ５０＿Ｍ 使模型整体

效果提升较大ꎮ ａｃｃ 和 Ｊａｃｃａｒｄ 指数大幅度提升ꎮ 但

Ｘｃｅｐｔｉｏｎ＿Ｍ 模型中ꎬａｃｃ 下降较大ꎬ更换孪生网络后

模型未能拟合ꎮ
表 ７　 Ｒｅｓｎｅｔ５０＿Ｍ / ＳＥ－Ｒｅｓｎｅｔ５０＿Ｍ / Ｘｃｅｐｔｉｏｎ＿Ｍ

评估指标

模型 ａｃｃ ＡＵＣ Ｆ１￣ｓｃｏｒｅ Ｊａｃｃａｒｄ

Ｎｅｗ＿ｌｒ ０.６４４ ８ ０.９２７ ９ ０.９１３ ３ ０.５５８ ９
Ｘｃｅｐｔｉｏｎ＿Ｍ ０.５７５ ９ ０.９３０ ０ ０.９１２ ８ ０.５３６ ６

ＳＥ＿Ｒｅｓｎｅｔ５０＿Ｍ ０.７０６ ９ ０.９３３ ５ ０.９２３ ２ ０.５９１ ６
孪生网络 — — — —

　 　 从图 ４ 看ꎬＳＥ＿Ｒｅｓｎｅｔ５０＿Ｍ 在高血压(Ｈ)上的

查准率、敏感性和 ｆ１￣ｓｃｏｒｅ 中出现了 ０ 值ꎬ这说明高

血压类别较难正确分类ꎮ
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２.３　 模型融合

将 Ｒｅｓｎｅｔ５０＿Ｍ 与 ＳＥ＿Ｒｅｓｎｅｔ５０＿Ｍ 使用加权平

均法实现模型融合ꎬ如表 ８ 所示ꎬ其中ꎬ α 表示

Ｒｅｓｎｅｔ５０＿Ｍ的权重ꎬγ表示 ＳＥ＿Ｒｅｓｎｅｔ５０＿Ｍ 的权重ꎬ
两个模型在不同的权重比例下ꎬ得到结果为表 ８ꎮ

因此ꎬ在 α＝ ０.５ꎬγ ＝ ０.５ 时候ꎬ模型融合效果为

最佳ꎮ 对比基准网络 Ｒｅｓｎｅｔ５０＿Ｍꎬ最终结果在其基

础上有所提升ꎮ
从单个类别的结果来看ꎬ最终得到结果如表 ９

所示ꎮ 从准确度 ａｃｃ 来看ꎬ正常眼(Ｎ)和糖尿病(Ｄ)
预测结果最差ꎮ 在本实验中ꎬＡＵＣ 考虑了阈值变动

情况ꎬ为二分类中最常用ꎬ评估价值最高的指标ꎮ
Ｇｕｌｓｈａｎ 等利用 Ｉｎｃｅｐｔｉｏｎ￣ｖ３ 结构在两个数据集上分

别进行验证得到的 ＡＵＣ 分别为 ０.９９１ 和 ０.９９０ꎮ
表 ８　 不同权重比例下模型评估指标

模型 ａｃｃ ＡＵＣ Ｆ１￣ｓｃｏｒｅ Ｊａｃｃａｒｄ

α＝ ０.３ γ＝ ０.７ ０.６７５ ９ ０.９４１ ７ ０.９１９ ７ ０.５８１ ０

α＝ ０.４ γ＝ ０.６ ０.６９３ １ ０.９４５ ０ ０.９２２ ２ ０.５８８ ５

α＝ ０.５ γ＝ ０.５ ０.７１０ ３ ０.９４５ ８ ０.９２６ １ ０.６０４ ２

α＝ ０.６ γ＝ ０.４ ０.７０６ ９ ０.９４４ ３ ０.９２３ ２ ０.５９０ ６

α＝ ０.７ γ＝ ０.３ ０.６５８ ６ ０.９４８ ０ ０.９２１ ２ ０.６０２ ０

表 ９　 多模型融合后单个类别下模型评估指标

ａｃｃ ｐｒｅｃｉｓｉｏｎ ｓｅｎ ｓｐｅｃ Ｆ１￣ｓｃｏｒｅ ＡＵＣ

Ｎ ０.８１３ ８ ０.６９４ ２ ０.８３１ ７ ０.８０４ ２ ０.７５６ ８ ０.８７０ ５
Ｄ ０.８４８ ３ ０.８２６ ９ ０.７６７ ９ ０.８９８ ９ ０.７９６ ３ ０.９１１ ２
Ｇ ０.９３１ ０ ０.８００ ０ ０.３０７ ７ ０.９９２ ４ ０.４４４ ４ ０.９１４ ８
Ｃ ０.９７９ ３ ０.８６２ １ ０.９２５ ９ ０.９８４ ８ ０.８９２ ９ ０.９６０ ７
Ａ ０.９６２ １ ０.７２２ ２ ０.６８４ ２ ０.９８１ ５ ０.７０２ ７ ０.９５２ ６
Ｈ ０.９５８ ６ ０.５００ ０ ０.０８３ ３ ０.９９６ ４ ０.１４２ ９ ０.７１７ ９
Ｍ ０.９８９ ７ ０.８５７ １ ０.９２３ １ ０.９９２ ８ ０.８８８ ９ ０.９９５ ６

３　 结论

本实验针对左右眼之间的相关性ꎬ提出了一种

左右眼拼接的特征融合方法ꎻ针对视网膜图像中的

多种疾病多标签分类ꎬ提出了利用多任务学习构建

多分支模型的解决方法ꎻ为增强模型对病灶学习能

力ꎬ引入了注意力机制来提高对疾病分类的精度ꎻ采
用多模型融合技术ꎬ对不同结构的神经网络进行融

合提升模型效果ꎮ
在确定模型架构为“双眼级别输入－网络－多分

支输出”的情况下ꎬ进行参数优化ꎬ得到基准模型

Ｒｅｓｎｅｔ５０＿Ｍꎮ 在对比实验中ꎬ发现注意力机制有利于

特征的学习ꎬ并且准确率大幅度提升ꎮ 利用多模型融

合技术ꎬ综合考量 Ｒｅｓｎｅｔ５０＿Ｍ 与 ＳＥ＿Ｒｅｓｎｅｔ５０＿Ｍ 模

型预测结果ꎬ准确率提升了 ２１.１７％达到 ０.７１０ ３ꎬ
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