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基于 ＣＮＮ￣ＥＮＮ 的改进串行混合网络及多传感器

信息融合的运动意图识别研究∗

张　 鹏１ꎬ２ꎬ张峻霞１ꎬ２∗

(１.天津市轻工与食品工程机械装备集成设计与在线监控重点实验室ꎬ天津科技大学ꎬ天津 ３００２２２ꎻ
２.天津科技大学机械工程学院ꎬ天津 ３００２２２)

摘　 要:为了提高基于传感器信号的运动意图识别准确度ꎬ开展了基于深度学习和多传感器信息融合的运动意图识别方法

的研究ꎮ 首先ꎬ在平地、１０°上 /下坡、上 /下楼梯ꎬ共 ５ 种步态模式下ꎬ提取了 ８０ 名受试者的运动传感器数据ꎬ采用非线性降维

Ｄｉｆｆｕｓｉｏｎ Ｍａｐｓ 法(ＤＭ)对数据进行降维ꎬ利用短期傅里叶变化(ＳＩＦＴ)提取数据特征ꎻ构建基于卷积神经网络(ＣＮＮ)和埃尔曼

神经网络(ＥＮＮ)的新型串行混合网络模型(ＣＮＮ￣ＥＮＮ)ꎬ并完成了模型的训练ꎻ随机选取了 ５ 名志愿者参与实验测试ꎮ 实验结

果表明 ＣＮＮ￣ＥＮＮ 改进串行混合网络模型对多传感器融合信息的平均识别准确度为 ９５.８６％ꎬ分别比传统的运动意图识别算法

ＣＮＮ 和基于集成学习的加权投票算法(ＭＦＲ)高 １０.２１％和 １６.３７％ꎮ 实践表明深度学习模型与多传感器信息融合技术相结合

的方法对运动意图识别精度的提高有很好的指导价值ꎮ

关键词:运动意图识别ꎻ串行混合网络模型ꎻ深度学习ꎻ多传感器信息融合
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　 　 随着智能化技术的不断发展ꎬ基于深度学习和

机器学习的运动意图检测与识别方法被广泛应用到

可穿戴式设备、智能制造系统、无人汽车驾驶等领

域ꎮ 许多学者利用机器学习模型已经建立了一些有

助于人类活动分类或预测的计算模型[１－３]ꎮ 但是传

统的机器学习算法可能无法有效地提取多模态时间

序列数据中复杂的非线性模式ꎮ 为了克服这些问

题ꎬ从信息中提取准确、鲁棒的特征ꎬ许多研究者开

始关注深度学习方法[４－９]ꎮ 在一些研究中ꎬＣＮＮ 被

用来提取步态的特征ꎬ避免了手工提取特征的过程

中重复操作而造成的人工失误ꎮ Ｙｕｅ 等基于人体步

态模式ꎬ通过多点布置获取了高密度 ｓＥＭＧ 信号ꎬ结
合 ＳＶＭ 和 ＬＤＡ 方法完成了对人体运动意图的识

别ꎬ其意图识别准确率可达 ９１.１７％±２.８６[１０]ꎮ
可穿戴式设备通过安装传感器获取人体运动状

态数据ꎬ识别肢体的不同运动模式[１１－１２]ꎮ 单功能的

传感器获得的运动状态数据不足ꎬ且其性能也有局

限ꎮ 因此多传感器信息融合技术成为很多研究领域

的热点ꎮ 浙江大学杨金江等人提出一种基于变增益

卡尔曼算法的数据融合姿态角度解算模型ꎬ具有通

用性高、稳定性能优良和可靠的特点ꎬ并成功应用于

助力型外骨骼机器人平台实现姿态识别[１３]ꎮ
总之ꎬ虽然深度学习在运动意图识别方面已被

广泛应用ꎬ但将其与多传感器信息融合相结合实现

人体运动意图识别的研究较少ꎮ 本文基于多层卷积

神经网络 ＣＮＮꎬ加入埃尔曼神经网络 ＥＮＮꎬ设计一

种新型串行混合网络模型ꎬ结合多传感器信息融合

技术ꎬ实现对常见的 ５ 种步态模式的精准分类ꎬ通过

实验测试验证了该算法模型的可行性与优越性ꎮ

图 １　 ＣＮＮ 模型图

１　 模型原理与方法

１.１　 卷积神经网络

卷积神经网络(ＣＮＮ)的结构包括输入层、卷积

层、池化层和全连接层ꎮ 如图 １ 所示为卷积神经网

络模型ꎬ其中包含输入层ꎬ２ 个卷积层ꎬ１ 个池化层、１
个全连接层和输出层ꎮ 输入层为原始数据的入口ꎮ
卷积层是 ＣＮＮ 的主要组成部分ꎬ用于进行数据特征

的提取ꎬ卷积层中的输入连接到各层的子区域ꎬ子区

域的输入具有相同的权值ꎬ因此 ＣＮＮ 的输入可以产

生相关的输出ꎮ 相较于传统的神经网络ꎬ每个输入

都有各自的权值ꎬ因此只产生独立的输出ꎬ随着输入

维数的增加ꎬ权值的数量会相应的增加ꎬ影响计算速

度ꎮ 池化层将沿着给定输入的空间维度向下采样ꎬ
ＣＮＮ 通过权值共享和下采样减少神经元之相互连

接的个数ꎬ简化计算量ꎮ 全连通层试图从激活中产

生预测ꎬ用于分类或回归ꎮ
１.２　 埃尔曼神经网络

ＥＮＮ 最初是由 Ｅｌｍａｎ 在 １９９０ 年基于 Ｊｏｒｄａｎ 网

络开发的[１４]ꎬ其网络结构由输入层ꎬ隐藏层ꎬ连接层

和输出层四部分组成ꎬ如图 ２ 所示ꎮ 输入层可用于

传输原始数据ꎬ通过隐藏层的传递函数ꎬ将导入的加

权数据进行线性或非线性映射ꎬ最后ꎬ在输出层中利

用线性加权方法对数据进行处理ꎮ 但是ꎬ结构上与

传统神经网络不同ꎬＥＮＮ 额外添加了连接层来存储

前一刻的输出信息ꎬ并将其反馈到隐藏层的下一刻ꎮ
因此ꎬ相较于传统网络ꎬＥＮＮ 不仅增强了对历史数

据的敏感性ꎬ而且增加了动态信息存储能力ꎮ 标准

ＥＮＮ 结构的数学模型可以概括如下:
ｙ( ｔ)＝ ｇ[ｗ３ｓ( ｔ)] (１)

ｘ( ｔ)＝ ｆ{ｗ２ｘｃ( ｔ)＋ｗ２[ｕ( ｔ－１)]} (２)
ｘｃ( ｔ)＝ ｘ( ｔ－１) (３)

式中:ｘ( ｔ)ꎬｙ( ｔ)ꎬｘｃ( ｔ)分别指隐藏层ꎬ输出层和连

接层的第 ｔ 次输出ꎬｕ 是输入层的输入向量ꎬｗ１ꎬｗ２

和 ｗ３ 分别表示连接层单元到隐藏层ꎬ输入层到隐

藏层和隐藏层到输出层的所占的连接权重ꎬｇ(􀅰)和
ｆ(􀅰)分别代表输出层和隐藏层的传递函数ꎮ

图 ２　 ＥＮＮ 模型图

２　 模型构建

２.１　 ＣＮＮ￣ＥＮＮ 串行混合模型构建

本文设计的多尺度卷积神经网络模型共有 ４
层ꎬ其中:２ 个卷积层(Ｃｏｎｖ)ꎬ第 １ 个卷积层有 ２０ 个

滤波器ꎬ第 ２ 个有 ５０ 个滤波器ꎬ卷积核长度为 ３ꎬ步

３３９
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长为 １ꎬ补零为 １ꎻ１ 个池化层(Ｐｏｏｌｉｎｇ)ꎻ１ 个全连接

层(Ｆｕｌｌ￣Ｃｏｎｎｅｃｔｅｄ)ꎮ 该模型中的卷积层以及全连

接层均采用的激活函数是修正线性神经元(ＲｅＬＵ)ꎬ
ＲｅＬＵ 激活函数是一种非饱和函数ꎬ在训练中ꎬ相较

于饱和函数ꎬ非饱和函数的训练速度更快ꎬ且 ＲｅＬＵ
除了拥有非线性的表达能力ꎬ而且还拥有线性运算

的性质ꎬ当误差在反向传播时ꎬ不会由于非线性而导

致网络局部最优的问题ꎬ有效缓解了梯度消失问题ꎮ
为避免过拟合的问题ꎬ在网络模型的全连接层采用

弃权(Ｄｒｏｐｏｕｔ)操作ꎬＤｒｏｐｏｕｔ 并不是通过修改代价

函数实现的ꎬ而是在 Ｄｒｏｐｏｕｔ 操作中改变网络模型

本身参数ꎮ ＥＮＮ 网络的输入层、隐藏层和输出层的

权重分别设为是 ３０、１２ 和 １０ꎮ
２.２　 多传感器数据采集及预处理

有 ８０ 名健康志愿者参加了数据采集工作ꎬ其中

女性 ４０ 名ꎬ男性 ４０ 名ꎬ年龄为 ２５±３ 岁ꎬ女性的身高

分布在 １５８ ｃｍ~１７０ ｃｍ 之间ꎬ男性的身高在 １６８ ｃｍ~
１８５ ｃｍ 之间ꎮ 志愿者以自然速度在平地ꎬ上楼ꎬ下楼ꎬ
１０°上坡道和 １０°下坡道 ５ 种步态模式下正常行走ꎮ
表 １ 为所采集的步态样本数据ꎬ每个步态有 ２０ 组ꎬ每
组至少包含 ５ 个完整的步态周期ꎬ在每组步态试验中

引入 １ ｍｉｎ 间隔以减少肌肉疲劳ꎮ
表 １　 步态数据样本

步态模式 测试人数 总样本数 注释

平地(Ｇｇｎｄ)
１０° 上坡道(Ｇｕｐｈ)
１０°下坡道(Ｇｄｗｈ)
上楼梯(Ｇｕｐｓ)
下楼梯(Ｇｄｗｓ)

８０
８０
８０
８０
８０

１ ６００
１ ６００
１ ６００
１ ６００
１ ６００

单组获得至少 ５
个完整步态周期ꎬ
采样时间大于等
于 １５ ｓ

２.２.１　 步态周期划分

由于人体的步态特征就是具有周期性ꎬ因此在

这里选用基于周期分割的方法对所获得的信息进行

步态的周期划分ꎮ 主要流程如下:
步骤 １　 对周期长度进行估算ꎬ本方案中采集

的是单侧腿的数据ꎬ经测量ꎬ单腿运动的周期是

０.８ ｓ~１.２ ｓꎮ 将传感器采样频率设定为 １００ Ｈｚꎬ一
个完整的运动周期对应 ８０~１２０ 个数据点ꎻ

步骤 ２　 利用局部最小值法对步态周期进行检

测ꎬ将两个相邻的最小值点之间的数据视为一个

周期ꎻ
步骤 ３　 通过(１)(２)两步ꎬ获得划分出单个步

态周期所对应的数据组ꎬ但是并不是所有的数据组

都是适合用于特征提取的ꎬ所以要对上述步骤所获

得的数据组进行筛选ꎮ 本方案在筛选合适的周期时

使用动态时间规整方法(ＤＴＷ)计算相似距离ꎬ剔除

那些距离相差过大的数据组[１５]ꎮ
本研究中ꎬ利用足底压力传感器来判断脚跟和

脚尖的着地离地情况ꎬ将其也作为一种特征ꎬ用于后

续的信息融合ꎮ 足底压力传感器分别安装在左、右
脚的脚后跟和脚尖处ꎬ来判断脚的着地和离地情况ꎮ
为了去除数据中的噪声和重复信号ꎬ选用巴特沃斯

滤波器处理压力信号ꎬ低通截止频率 ｗｃ 设置为 ５
Ｈｚꎮ 巴特沃思滤波器的传递函数可以表示为:

｜Ｈ(ｗ) ｜ ２ ＝ １
１＋(ｗ / ｗｃ) ２Ｎ (４)

式中:ｗ是当前频率ꎬｗｃ 是截止频率ꎬＮ 是滤波器的

阶数ꎮ
为了实现步态周期的划分ꎬ只需要区分脚跟和

脚掌分别接触地面和离开地面ꎬ所以对足底压力数

据进行二值化处理ꎬ实时压力值设为 Ｓꎬ足底压力阈

值 Ｑｔ ＝ ０.０５∗Ｓｍａｘꎮ 二值化公式可以表示为:

Ｓｔ ＝
Ｃｏｎｔａｃｔ(ｉｆ Ｓ≥Ｑｔ)
Ｌｅａｖｅ(ｉｆ Ｓ<Ｑｔ)

{ (５)

二值化后ꎬ如图 ３ 所示ꎮ 由图可以得到ꎬ实线代

表脚掌ꎬ虚线代表足跟ꎬ支撑相的着地的顺序是脚跟

先着地ꎬ然后脚前掌再着地ꎮ 当进入摆动相时ꎬ脚跟

先离开地面ꎬ然后脚前掌离开地面ꎬ符合人体正常的

行走状态ꎮ

图 ３　 步态周期划分

２.２.２　 数据降维

设 Ｘ＝ {ｘｉ} ｎｉ＝１ꎬｘｉ∈ℝ Ｄ 是一组高维数据点ꎬ降
维的目标是减少数据集的维数和复杂性ꎬ同时保留

原始数据集的一些属性ꎮ ＤＭ 方法在保持全局和局

部几何结构的同时降低了高维数据集的维数ꎮ 通过

构造图 Ｇ ＝ (ＸꎬＷ)ꎬ确定了集合 Ｘ 中数据点之间的

联系ꎬ图的节点是 Ｘ 中的数据点ꎬ图的权值存储在

内核 Ｗ中ꎬ内核 Ｗ 的大小为 Ｎ×Ｎꎮ 所选的内核 Ｗ
是对称的和正半定的ꎬ内核被设定为:

Ｗ＝ｗ(ｘｉꎬｘ ｊ)＝ ｅ
－‖ｘｉ－ｘｊ‖

２

２σ (６)
内核的尺度参数 σ可以按照 Ｒａｂｉｎ 等人的描述

４３９
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进行设置[１６]ꎮ
对内核 Ｗ 进行归一化ꎬ通过式(７)实现ꎮ

Ａ＝ａ(ｘｉꎬｘ ｊ)＝
ｗ(ｘｉꎬｘ ｊ)
ｑ(ｘｉ)ｑ(ｘ ｊ)

(７)

式中:ｑ(ｘｉ)＝ ∑
ｘｌ∈Ｘ
ｗ(ｘｉꎬｘｌ) .

然后ꎬ对矩阵 Ａ 进行二次归一化ꎬ得到一个马

尔可夫转移矩阵 Ｐꎮ

Ｐ＝ ｐ(ｘｉꎬｘ ｊ)＝
ａ(ｘｉꎬｘ ｊ)
ｄ(ｘｉ)

(８)

式中:ｄ(ｘｉ)＝ ∑
ｘｌ∈Ｘ
ａ(ｘｉꎬｘｌ) .

马尔可夫矩阵 Ｐ 表示在一个单步时间内从点

ｘｉ 移动到点 ｘ ｊ 的概率ꎬ最后ꎬ利用谱分解构造了

ＤＭｓꎬ谱分解如式(９)所示ꎮ

ｐ(ｘｉꎬｘ ｊ)＝ ∑
ｋ≥０
λｋψｋ(ｘｉ)φｋ(ｘ ｊ) (９)

式中:{ψｋ} Ｎ
－１
ｋ＝０和{φｋ} Ｎ

－１
ｋ＝０分别为对应矩阵 Ｐ 的左右

特征向量ꎮ 当 ｋ→∞ 时ꎬ利用矩阵 Ｐ 的性质产生的

谱{λｋ} Ｎ
－１
ｋ＝０衰减为零ꎮ 基于此性质ꎬ只需使用少量的

先前的项ꎬ即可相当准确地计算式(９)中的总和ꎮ
最后ꎬ通过式(１０)定义 ＤＭ 的扩散距离ꎮ

ψ(ｘｉ)＝ {λ１ψ１(ｘｉ)ꎬλ２ψ２(ｘｉ)ꎬλ３ψ３(ｘｉ)ꎬ􀆺}
(１０)

利用转移矩阵 Ｐ 及其谱分解来定义扩散距离ꎮ
根据式(１１)对扩散距离进行细化ꎮ

Ｄ２(ｘｉꎬｘ ｊ)＝ ∑
ｘｌ∈Ｘ

[ｐ(ｘｉꎬｘｌ)－ｐ(ｘｌꎬｘ ｊ)] ２

ϕｏ(ｘｌ)
(１１)

式中:分母表示每个节点的密度ꎮ 当在点 ｘｉ 和 ｘ ｊ 之
间ꎬ马尔科夫矩阵 Ｐ 中有大量路径连接时ꎬ则扩散

距离较小ꎮ 将式(９)代入表示扩散距离的式(１１)
中ꎬ得到用马尔可夫矩阵 Ｐ 的特征向量和特征值对

距离的描述ꎬ如式(１２)所示ꎮ

Ｄ２(ｘｉꎬｘ ｊ)＝ ∑
ｘｌ∈Ｘ
λ２
ｋ[ψ(ｘｉ)－ψ(ｘ ｊ)] ２ (１２)

因此ꎬ由特征值和特征向量组成的 ＤＭｓ 嵌入式

能够保持高维数据集的几何特征ꎮ 由于式(１１)中

定义的数据点之间的扩散距离对应于低维空间中两

点之间的欧氏距离ꎬ在原始高维空间中彼此接近的

点在 ＤＭｓ 嵌入空间中将保持紧密ꎮ
２.２.３　 特征提取

通过特征提取能够进一步减少数据维度ꎬ增加

数据的可识别性ꎬ本文利用 ＳＩＦＴ 算法进行特征提

取ꎬ每个波形转换成一个二维的时频矩阵ꎬ本文设置

４ 个固定大小的分析窗口以处理支撑相的数据ꎬ窗
口大小设置为 １３５ｍｓꎬ信号采集板的采样频率设置

为 ２７ Ｈｚꎬ在每个分析窗口中采样点的个数为 ６ 个ꎮ
对于每个步态周期中的四个分析窗口中的所有信

号ꎬ提取三种类型的时域特征:平均值ꎬ标准偏差和

方差ꎬ因此形成了具有 ７２ 个维度的特征向量ꎬ该特

征向量等于 ４ (窗口数) × ６ (采样点) × ３ (时域特

征)ꎮ
２.３　 模型训练与验证

本文所介绍的基于集成学习的加权投票算法模

型是本研究前期搭建的运动意图识别模型ꎬ经过训

练获得了良好的运动意图识别效果ꎬ平均识别率是

９０.３％ꎮ 为了验证本研究所提出的串行混合模型

ＣＮＮ￣ＥＮＮ 的优越性ꎬ进行了同一样本数据集下ꎬ不
同模型识别精度的对比分析ꎬ由于 ＣＮＮ 模型训练步

骤已在前人的研究中进行详细介绍[１７－１８]ꎬ这里就不

再进行叙述ꎬ下面给出本研究所提出的两种模型训

练测试时的步骤ꎮ
①基于集成学习的加权投票算法模型 ＭＦＲ 的

运动意图识别训练测试步骤如下:
输入　 样本数据训练集 Ｄꎬ总样本个数 ｎꎬ分类

数 ｍꎬ分类样本 ｎｈꎬｈ＝ １ꎬ２ꎬ􀆺ꎬｍꎻ最近邻参数 Ｋ和整

数阈值 ｔꎻ待分类样本 ａｒｒａｙ[ ]以及数组 ａｒｒａｙ＿ｄ[ ]ꎮ
输出:待分类样本的分类标签 ｓꎬｓ 取 ＧｇｎｄꎬＧｕｐｈꎬ

ＧｄｗｈꎬＧｕｐｓ和 Ｇｄｗｓꎮ
步骤 １　 计算待分类样本与每个训练样本的欧

氏距离ꎬ找出 Ｋ 个距离最小的样本ꎬ存入 Ｋ 维数组

Ｎ[ ]ꎻ
步骤 ２　 将 Ｋ个最小欧氏距离对应的样本存入 Ｋ

维数组 ｄ[ ]ꎬ将对应的类标签存入 Ｋ维数组 ｌａｂｅｌ[ ]ꎻ
步骤 ３　 计算待分类样本与数组 Ｎ[ ｉ]的距离

ｄ[ ｉ] 和类平均距离 ａｒｒａｙ＿ａｄ[ ｌａｂｅｌ[ ｉ]]的差值之比

的绝对值 ｒａｔｉｏ[ ｉ]ꎻ
步骤 ４　 将数组 ｒａｔｉｏ[ ]中的最大的 ｔ个元素设

为 ０ꎻ
步骤 ５　 计算权重 ｗｅｉｇｈｔ[ ｌａｂｅｌ[ ｉ]]] ＝ １＋ｂ∗

ｒａｔｉｏ[ ｉ]ꎬ将数组 ｗｅｉｇｈｔ 中最大元素对应的分类标签

作为待分类样本的分类结果 ｓꎮ
②ＣＮＮ￣ＥＮＮ 串行混合网络模型的运动意图识

别训练测试步骤如下:
输入　 经过 ＣＮＮ 提取多传感器数据的空间局

部相关特征ꎬ输入到 ＥＮＮ 进行二次识别分类ꎮ 输入

的参数包括数据集 Ｄꎬ多数样本 Ｄｍａｊꎬ最近邻数 Ｋꎬ初
始欠采样率 Ｍꎮ

输出　 待分类样本的分类标签 ｓꎬｓ取 ＧｇｎｄꎬＧｕｐｈꎬ
ＧｄｗｈꎬＧｕｐｓ和 Ｇｄｗｓꎮ

步骤 １　 初始化欠采样倍数 Ｍꎬ统计删除样本

５３９
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总数的值 Ｍｄｅｌ(Ｍ∗Ｄｍｉｎ)设置为 ０ꎬ遍历每个主要类

样本 Ｄｉ＿ｍａｊꎻ
步骤 ２　 将 Ｃｄｅｌ 设置为 ０ꎬ计算 Ｋ 最近邻样本

Ｄｉ＿ｍａｊꎬ并且将其索引存储到 Ｄｍａｊ[ ]ꎻ
步骤 ３　 根据

ＫＮＮ(Ｄｉꎬｋ) ＝ { ｙｉ∈ＤＩｄｉｓｔ (Ｄ ｊꎬＤｉ )≤ｄｉｓｔ (Ｄ′ｉꎬ
Ｄｉ)}

选取 Ｄｍａｊ[ ]中最接近 Ｄｉ＿ｍａｊ的三个样本作为相

邻样本ꎻ
步骤 ４　 将 Ｄｉ＿ｍａｊ的标签与其相邻的样本类进行

比较ꎮ 如果 Ｄｉ＿ｍａｊ的标签与其两个以上的相邻样本

不同ꎬ则删除它ꎻ
步骤 ５　 Ｃｄｅｌ ＝Ｃｄｅｌ＋１ꎬ如果 Ｃｄｅｌ <Ｍｄｅｌꎬ则返回到

第三步ꎮ 否则对 Ｄｉ＿ｍａｊ的操作结束ꎻ
步骤 ６:删除的样本从数据集 Ｄ中移除ꎬ以获得

新的子数据集 Ｄ′ꎬ以此迭代最终得到分类结果ꎮ
２.４　 模型测试与评估

对于 ＣＮＮ￣ＥＮＮ 串行混合网络模型而言ꎬ直接

将模型训练过程中已收敛迭代次数为 ５ ０００ 次所得

ｍｏｄｅｌ 文件作为测试样本ꎬ再次在训练集上对网络

模型的泛化效果进行确认ꎮ 从标准样本数据集的各

个类别中随机选取成为测试样本ꎬ利用性能参数

Ｐｒｅｃｉｓｉｏｎ(Ｐｒｅ)ꎬＦ￣ｍｅａｓｕｒｅ(Ｆ￣ｍ)和 Ａｃｃｕｒａｃｙ(Ａｃｃ)
表示模型在测试集上的实际分类情况测得值以及分

类结果准确度ꎮ
Ｐｒｅ ＝ＴＰ / (ＴＰ＋ＦＰ) (１３)

Ｒｅｃａｌｌ ＝ＴＰ / (ＴＰ＋ＦＮ) (１４)
Ｆ￣ｍ＝(２×Ｒｅｃａｌｌ×Ｐｒｅ) / (Ｒｅｃａｌｌ＋Ｐｒｅ) (１５)
Ａｃｃ＝(ＴＰ＋ＴＮ) / (ＴＰ＋ＴＮ＋ＦＮ＋ＦＰ) (１６)

式中:ＴＰ 为分类正确的正例样本数ꎬＴＮ 为分类正确

的负例样本数ꎬＦＮ 为正例样本中被误分为负例样本

的数量ꎬ ＦＰ 为负例样本中被误分为正例样本的

数量ꎮ
实验结果如表 ３ 所示ꎬ用 ＭＦＲ 算法对姿势数据

训练时ꎬ 得到的平均准确率为 ７８. ４６％ ( Ｆ￣ｍ ＝
０.７９１)ꎬ但是单独对关节角度和足底压力数据训练ꎬ
得到的平均准确率相对较低ꎬ尤其是足底压力ꎬ这是

由于人体在不同步态模式下行走足底压力值的变化

差异不大ꎮ 对于多传感器融合数据ꎬ经过训练后ꎬ明
显识别的准确率要高于单一传感器的ꎬ准确率达到

９０.３２％(Ｆ￣ｍ ＝ ０.９０２ ８)ꎮ ＣＮＮ￣ＥＮＮ 串行混合网络

模型在对单一传感器训练的得到性能指标上得到明

显的 提 高ꎬ 在 足 底 压 力 方 面 得 到 的 准 确 率 是

６７.３６％ꎬ比 ＭＦＲ 算法提高了 ３０.５８％ꎬ比 ＣＮＮ 提高

了 ２７.０７％ꎮ 对多传感器融合数据训练后ꎬ模型的平

均准确率达到 ９６.８９％(Ｆ￣ｍ ＝ ０. ９６９)ꎮ 因此ꎬ采用

ＣＮＮ￣ＥＮＮ 串行混合网络模型结合多传感器融合技

术更加能够精确地识别人体运动意图ꎮ
表 ３　 性能指标分析

模型 数据类型 Ｐｒｅ Ｆ￣ｍ Ａｃｃ

ＭＦＲ

融合数据
姿势
角度

足底压力

０.９０３
０.７８８
０.５０３
０.３７１

０.９０２
０.７９１
０.５２６
０.３６２

０.９０３
０.７８５
０.５１２
０.３６８

ＣＮＮ

融合数据
姿势
角度

足底压力

０.９１６
０.８１７
０.５６８
０.４０９

０.９１４
０.８１８
０.５７６
０.４０５

０.９１８
０.８１２
０.５７３
０.４０３

ＣＮＮ￣ＥＮＮ

融合数据
姿势
角度

足底压力

０.９６３
０.８６７
０.６４３
０.５７１

０.９６９
０.８５９
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图 ４　 不同类型传感器信号的运动意图识别结果分析

　 　 然后ꎬ随机选取 ５ 名受试者进行测试ꎬ三个模型

对不同类型传感器数据识别精度如图 ４ 和图 ５ 所

示ꎮ 图 ５ 是验证各个运动意图识别模型分别对单一

传感器类型信号和多传感器融合信号的识别结果ꎬ
对任一运动意图识别模型ꎬ对 ５ 个受试者的多传感
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器融合信息的运动意图识别精度效果最好ꎬ其次是

姿态传感器数据的识别精度ꎬ这是由于在不同步态

模式下ꎬ人体腿部运动姿势在 ５ 种步态模式下的差

异性最明显ꎬ而基于足底压力的意图分类得到的精

度最低ꎬ这是由

于在不同步态模式下的步态基本都是按照足跟

先着地然后足尖着地的运动模式ꎬ主要的区别点在

足底压力的幅值大小ꎬ还有可能是足底压力数据采

集设备采用的尺寸较小的薄膜压力传感器ꎬ导致足

底压力数据特征不够ꎬ下一步打算将步长、步频和步

宽考虑进来ꎬ以实现更加精确的步态识别ꎮ 由图 ５
所示的整体识别精度分析ꎬ相较于传统的运动意图

分类算法模型ꎬ采用基于 ＣＮＮ 和 ＥＮＮ 的串行混合

网络模型对 ５ 个受试者的多传感器融合信息的运动

意图识别准确度最好ꎬ
平均准确率为 ９５.８６％ꎬ而 ＭＦＲ、ＣＮＮ 的平均识

别准确度分别为 ７９.４９％和 ８５.６５％ꎮ 因此ꎬ通过实

验可以验证基于多传感器信息的融合得到更为全面

的人体运动数据ꎬ识别精度高于单一传感器信号ꎬ也
验证了所设计的基于 ＣＮＮ 和 ＥＮＮ 的串行混合网络

模型用于人体运动意图识别的优越性ꎮ

图 ５　 三种模型整体识别精度分布

３　 结语

本研究将多传感器信息融合技术和深度学习技

术应用于人体运动意图识别ꎬ通过实验测试证明了

二者结合使用的优势ꎬ结果表明ꎬ相较于单一类型的

传感器数据ꎬ多传感器融合数据能够包含更加全面

的特征信息ꎬ对识别精度的提高有积极作用ꎮ 基于

ＣＮＮ 和 ＥＮＮ 的新型串行混合网络模型能够有效地

提取多传感器融合数据中的关键特征ꎬ并且考虑到

运动数据的时间序列特性ꎬ获得了优于传统运动意

图识别分类器的识别效果ꎮ 在未来的工作中ꎬ将增

加输入数据(生物电信号)的类型并进一步优化深

度学习算法ꎬ以实现更高的识别准确性ꎮ 同时ꎬ本研

究所提出的人体意图识别方法也可以在工业智能制

造、无人驾驶等领域进行应用ꎬ对推动产业智能化进

程有积极作用ꎮ
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