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正则化 ＩＳＵ￣ＬＳＴＭ 的多传感器故障预测方法
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摘　 要:针对现有多传感器信息物理系统(Ｃｙｂｅｒ Ｐｈｙｓｉｃａｌ ＳｙｓｔｅｍꎬＣＰＳ)瞬态故障预测领域中无法实现更新检测的问题ꎬ本文

提出一种长短时记忆网络与快速网络正则化思想相结合的传感器故障检测方法ꎮ 该方法利用快速网络的稀疏思想ꎬ设计内

置稀疏单元(Ｉｎｓｅｒｔ Ｓｐａｒｓｅ ＵｎｉｔꎬＩＳＵ)代替传统网络中的遗忘门ꎬ融入动力学方程建立内置稀疏单元的长短时记忆网络( ＩＳＵ￣
ＬＳＴＭ)ꎬ针对历史检测和间隔瞬态建立多传感器融合的故障预测系统ꎻ其次ꎬ实际生产中大量特征无法确定维度ꎬ可能存在

“导数消亡”的问题ꎬ因此建立实时监测模型ꎬ实现网络参数及维度不断更新ꎮ 最后ꎬ通过对实际食品加工多传感器信息物理

系统的仿真实验ꎬ逐步优化所建立的模型参数ꎬ以获得更好的预测性能ꎮ
关键词:多传感器系统ꎻ故障预测ꎻ稀疏单元ꎻ长短时记忆网络ꎻ剩余寿命预测
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　 　 工业 ４.０ 时代背景下ꎬ工业多传感器信息物理

系统(ＣＰＳ)实现了网络计算和传感网络的协同运

行[１]ꎬ将工业网格化的传感设备带入智能控制时

代ꎮ 随着 ＣＰＳ 传感系统的广泛使用ꎬ故障检测和运

行维护在当今工业环境下具有非凡意义[２]ꎮ 为了

确保 ＣＰＳ 传感系统能够平稳运行并且得到实时的

安全性能反馈信息[３]ꎬ建立实时故障监测健康管理

系统(ＰＨＭ) [４]成为新的研究热点ꎮ
ＣＰＳ 各子系统配备有网络化布局的传感器ꎬ自

动化生产线会产生大量实时传感器数据ꎬ深度学习

处理这些数据可以凸显其计算优势[５]ꎮ 近年来ꎬ基
于神经网络的可靠预测方法在传感器故障检测领域

得到广泛应用[６]ꎮ Ｚｈａｎｇ 等人提出了一种多目标进

化集成学习框架和 ＤＢＮ 算法相结合的剩余使用寿

命方法ꎬ取得较好性能[７]ꎮ Ｗｕ 等人结合 ＬＳＴＭ 和动

态差分特征建立发动机 ＲＵＬ 预测模型[８]ꎬ根据动态

差分系数提高预测精度ꎮ Ｎａｍｕｄｕｒｉ 等人重点研究

工业传感器的故障预测ꎬ使用 ＬＳＴＭ 网络获得较高

的准确性[９]ꎮ 在健康管理 ＰＨＭ 研究上ꎬＷａｎｇ 使用

相似评估方法在对多传感器故障预测领域十分有

效[１０]ꎮ Ｇｕｏ 等人基于回归神经网络设计传感故障

预测指示模型ꎬ充分利用回归网络的反馈优势ꎬ准确

预测故障警报时间[１１]ꎮ 为了凸显神经网络的计算

优势ꎬ更多的研究趋向于对神经网络的改进ꎮ Ｙｕ 等
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人改进了双向回归神经网络ꎬ将自编码器结构融入

其中[１２]ꎮ Ｖｅｒｓｔｒａｅｔｅ 等人采用半监督式的深度对抗

算法有效解决多传感器领域的系统维护ꎬ准确预测

故障时间[１３]ꎮ Ｚｈａｎｇ 等人从系统的动态性能出发ꎬ
建立 ＬＳＴＭ 的系统寿命预测模型ꎬ对实时数据进行

准确预测[１４]ꎮ 传统传感器系统故障预测方法无法

有效屏蔽无用信息的影响ꎬ无法满足现代 ＣＰＳ 系统

多传感器的实时性要求ꎮ
工业传感器系统出现故障的过程和时间的推移

有密切关系ꎬ是缓慢的累积过程[１５]ꎮ 因此ꎬ建立具

有准确实时性的故障预测模型ꎬ要从时间序列角度

出发ꎬ提取影响因子较高的序列信息[１６]ꎮ 传统

ＬＳＴＭ 在处理工业大数据集时存在如下问题:①神

经网络在提取 ＣＰＳ 传感器系统大量长序列的特征

信息时ꎬ无法准确捕捉传感器的噪声信息并对其进

行屏蔽ꎬ使其处理效率低下ꎮ ②实际传感信息融合

系统的故障预测模型对实时性要求较高ꎬ而传统方

法无法对海量数据进行在线更新ꎬ在故障真实发生

时ꎬ很难对控制中心发出及时反馈警报[１７]ꎮ
针对传统方法存在的问题ꎬ本文主要从稀疏神

经网络结构的角度出发ꎬ满足实时性要求ꎬ减少网络

训练的计算量[１８]ꎮ 本文设计的模型包含三个部分:
①首先介绍实际场景中多传感器模型以及瞬态故障

类型ꎻ②其次设计内置稀疏单元ꎬ实现神经网络快速

计算ꎬ使用稀疏单元改进传统遗忘门ꎬ建立内置稀疏

单元的长短时记忆网络(ＩＳＵ￣ＬＳＴＭ)预测模型ꎻ③最

后设计故障预测的在线监测系统ꎬ在系统运行中时

刻监测其安全性能ꎮ

１　 多传感器模型

含有拓扑传感结构的 ＣＰＳ 系统的数据传输流

程:传感器测量到的物理数据传输到控制中心ꎬ控制

中心得到该数据信息ꎬ使用故障预测算法计算得到

决策结果并且反馈给与之耦合的执行器ꎬ最终执行

器执行最后的决策结果并且做出故障警告ꎬ完成全

部故障预测流程ꎮ
本文研究对象是测量相同变量的多个传感器组

成的 ＣＰＳ 系统ꎬ该系统以周期性的形式(Ｔ)采集传

感器上传的数据ꎬ完成模型训练和在线更新预测模

型ꎮ 根据已知的动力学公式ꎬ建立 ＣＰＳ 离散线性时

不变系统:
ｘｔ＋１ ＝Ａｘｔ＋Ｂｕｔ＋ωｔ
ｙｔ ＝Ｃｘｔ＋ｖｔ

(１)

式中:定义 ｘｔ ＝(ｘｔ１ꎬｘｔ２ꎬｘｔ３ꎬ􀆺ꎬｘｔｎ)∈Ｒｎ 为 ｔ 时刻状

态ꎬｕｔ ＝(ｕｔ１ꎬｕｔ２ꎬｕｔ３ꎬ􀆺ꎬｕｔｐ)∈Ｒｐ 为控制系统的输入

数据ꎻｙｔ∈Ｒｍ 为输出数据ꎻωｔ∈Ｒｑ 和 ｖｔ∈Ｒｌ 分别为

干扰数据和系统噪声ꎻＡ∈Ｒｎ×ｍ、Ｂ∈Ｒｎ×ｐ、Ｃ∈Ｒｍ×ｎ分
别是系统的状态矩阵、输入和输出矩阵ꎮ

传感器模型的抽象区间定义了传感器测得数据

的精度范围ꎬ每个传感器测量特定物理对象的数值

在一定区间内[Ｓｉ( ｔ) －δｉꎬＳｉ( ｔ) ＋δｉ]ꎬＳｉ( ｔ)表示 ｔ 时
刻传感器测量值ꎬδｉ 表示容错度ꎬ容错度越小表示传

感器的安全性要求越高ꎮ 传感器 Ｓｉ 在 ｔ时刻真实值

表示为 ｉ( ｔ)ꎬ如果测量值与真实值的偏差在容错范

围之外ꎬ则定义在 ｔ时刻传感器发生故障ꎮ
定义 １(故障依据) 　 本文用传感器测量与真实

的差值 δ(Ｓｉꎬｔ)作为衡量传感器是否发生故障的依据ꎮ
δ(Ｓｉꎬｔ)＝ ｜ Ｓｉ( ｔ)－ ｉ( ｔ) ｜ >δｉ (２)

式(２)中表示二者差值超出容错精度范围ꎬ此
时定义传感器发生故障ꎮ

定义 ２(假阳性故障) 　 第 ｉ 组传感器的假阳性

故障并非真实故障ꎬ由三元组构成:(δｉꎬξｉꎬｗｉ)ꎬδｉ 是容

错度ꎬ(ξｉꎬｗｉ)是假阳性阈值ꎬ其值表示在任意时间范围

为 ｗｉ 的窗口中存在 ξｉ 个测量故障值ꎮ 假阳性阈值

(ξｉꎬｗｉ)定义假阳性故障和真实故障边界值ꎬ在任意 ｗｉ
区间范围内ꎬ故障点小于阈值的现象称为假阳性故障ꎬ
反之为真实故障ꎮ 假阳性故障 Ｆ(Ｓｉꎬｔ)用式(３)表示:

Ｆ(Ｓｉꎬｔ)＝ ∑
ｔ

ｔ －ω ｉ＋１
δ(Ｓｉꎬｔ)≤δｉꎬｔ≥ｗ ｉ (３)

故障检测仅考虑阳性故障的节点ꎬ因此ꎬ传感器

Ｓｉ 系统在运行过程中至少出现一次阳性故障ꎬ即可

称之为此时发生真实故障ꎮ 算法目标就是排除假阳

性故障和无故障ꎬ准确预测真实故障节点ꎮ

２　 ＩＳＵ￣ＬＳＴＭ 故障预测算法

ＩＳＵ￣ＬＳＴＭ 网络集中研究了稀疏长短时记忆的

网络结构ꎮ 预测模型分为 ２ 步:离线预测模型和在

线监测ꎬ满足传感器运行中对实时检测的要求ꎮ
２.１　 正则转换门的稀疏原理

现有多传感器系统生产中得到的时间序列数据

存在较大的噪声干扰ꎬ快速网络中的稀疏门控单元

高度识别噪声信息和有效信息ꎬ排除假阳性故障ꎮ
２.１.１　 内置稀疏单元 ＩＳＵ

ＩＳＵ 单元包含双门结构:直通门(Ｐ 门)和正则

门(Ｒ 门)ꎬ如图 １ 所示ꎮ Ｐ 门允许权重因子大于初

始化阈值权重的数据通过门控单元ꎻＲ 是正则门ꎬ该
门控单元需要数据进行正则变换计算选择性通过ꎬ
建立选择性机制ꎬ排除假阳性故障的影响ꎮ

在 ＩＳＵ 单元当中ꎬ双门结构协调联动工作ꎬ稀疏

门控单元的输出由两部分叠加组成ꎬ定义神经元的
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图 １　 门控结构图

输出 ｙꎬ输入为 ｘꎮ 可从式(４)中看出:

　
Ｐ(ｘｔꎬＷＰ)＝ １－Ｒ(ｘｔꎬＷＲ)
Ｒ(ｘｔꎬＷＲ)＝ σ(ＷＲｘ＋ｂｒ)
Ｓｆ ＝Ｈ(ｘｔꎬＷｈ)􀅰Ｒ(ｘｔꎬＷＲ)＋ｘｔ􀅰[１－Ｒ(ｘｔꎬＷＲ)]

(４)

式中:σ(􀅰)是 ｓｉｇｍｏｉｄ 激活函数ꎬＷＲ 表示转换门的

权重矩阵ꎬｂｒ 表示故障偏置ꎮ
ｘｔ 表示传感器输入信息ꎬＰ(ｘｔꎬＷＰ)是 Ｐ 门的

直通函数ꎬ二者乘积得到 Ｐ 门输出端口信息ꎻＨ(ｘｔꎬ
Ｗｈ)是非线性变化权重矩阵ꎬＲ(ｘｔꎬＷＲ)是 Ｒ 门的正

则函数ꎻ根据式(４)可得到神经元的激活度 Ｓｆꎮ ＩＳＵ
结构单元如图 ２ 所示ꎮ

图 ２　 ＩＳＵ 示意图

本文设计的门控单元实质上是对输入信息矩阵

[ｈｔ－１ꎬｘｔ]的权重输出表示ꎬ当门控函数是 ０ 时ꎬ表示

该神经元的偏置和权重矩阵在此次训练中没有得到

故障更新训练ꎻ反之为 １ 时表示传感器信号全部通

过稀疏门控单元ꎻ当门控单元属于半开半闭状态下

对传感器信号进行权重筛选ꎬ排除假阳性故障ꎬ捕捉

潜在故障节点ꎮ
２.１.２　 转换门正则化

对于潜在的真实故障数据ꎬ本文采用正则化的方

法对其进行训练ꎮ 正则化用组套索正则化的方法来

实现变量组的稀疏ꎬ使得变量组别同时为零或同时不

为零ꎮ 组套索正则化方法将一个神经元的所有输出

权值作为同一组ꎬ用优化算法将输出权值全部排除ꎮ
套索正则化方法的核心内容是考虑三个组级的

稀疏性:输入组 Ｇｉｎ、隐藏组 Ｇｈ、偏置组 Ｇｂꎮ 输入组

是所有传感器输入 ｘｔ 构成的向量ꎬ隐藏组是所有隐

藏层神经元 ｈｔ 构成的向量ꎬ偏置组是对应网络中偏

置 ｂＲ 的一维组ꎬ输出神经元为 ｙꎮ 三种组级的权值

分组策略如图 ３ 所示ꎮ

图 ３　 组套索正则化示意图

组稀疏正则化可表达为:

Ｒ ｌ２ꎬ１(Ｗ)≜ ∑ ｇ∈Ｇ
｜ ｇ ｜ ‖ｇ‖２ (５)

式中: ｜ ｇ ｜是传感器向量 ｇ 的维度ꎬ它保证了每个组

都得到统一加权ꎮ 相对于 ｌ１ 范数的次优解稀疏方

法ꎬ式(５)中对于正则化表示采用的是绝对值的形

式ꎮ 此方法优势在于让更多的传感器系数归结为

０ꎬ模型参数估计对多传感器进行变量选择ꎬ加快收

敛速度ꎮ 因此ꎬ组稀疏正则化用标准一阶优化获得

较好的收敛性ꎮ
最后ꎬ总结出稀疏组套索惩罚(ＳＧＬ)分别由 ｌ１

和 ｌ２ꎬ１惩罚项的叠加构成:
ＲＳＧＬ(Ｗ)＝ Ｒ ｌ２ꎬ１(Ｗ)＋Ｒ ｌ１(Ｗ) (６)

ＳＧＬ 惩罚与构成它的范数具有相同的性质ꎬ通
过式(６)即可输出稀疏正则化门的最优故障解ꎮ

图 ４　 嵌入稀疏单元的 ＬＳＴＭ 模型

２.２　 离线 ＩＳＵ￣ＬＳＴＭ 预测算法

长短时记忆网络具有时间顺序的关联性特点ꎬ
将传感器序列特征传入 ＬＳＴＭ 网络中计算得到隐含
层输出ꎮ 接着通过隐含层和全连接层的关联获得

Ｎ＿ｃｌａｓｓｅｓ 分类结果ꎬ最后通过 ｓｏｆｔｍａｘ 函数预测出

传感器故障信息ꎮ
网络结构示意图如图 ４ 所示ꎬ在单一 ＬＳＴＭ 网络

神经元中ꎬ含有三个输入ꎬ分别是上一时刻的长期记

忆单元 Ｃｔ－１、短期记忆单元Ｈｔ－１和传感器输入信息 Ｘｔꎮ
内置稀疏单元 ＬＳＴＭ 网络分为三个阶段ꎬ第一

阶段是稀疏遗忘阶段ꎬ上一层神经元输出的信息输

入到该单元时ꎬ记忆单元 Ｃ ｔ－１ 将会遗失部分内容ꎮ
用式(７)表达为:

ｆｔ ＝σ(ｘｔ􀅰ＷＲｘ＋ｈｔ－１􀅰ＷＲｈ＋ｂＲ) (７)
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式中:ＷＲｘ和 ＷＲｈ分别表示对传感器信号 Ｘ ｔ 和隐藏

层长期记忆单元 Ｃ ｔ－１的权重矩阵ꎬｂＲ 是 Ｒ门的偏置ꎬ
σ(􀅰)是 ｓｉｇｍｏｉｄ 激活函数ꎮ

内置稀疏单元输出结果 ｆｔ 取代遗忘门输出ꎬ ｆｔ
与上层神经单元的长期记忆单元点乘来排除假阳性

信息ꎬ其中☉是元素点乘ꎮ 用式(８)表示:
Ｃ ｔｆ ＝ ｆｔ☉Ｃ ｔ－１ (８)

第二阶段是输入选择阶段ꎬ此阶段对短期输入

信息进行筛选ꎬ差值超出容错度的传感器信号元素

权重会比假阳性信号大ꎬ用式(９)表示:
ｉｔ ＝σ(ｘｔ􀅰Ｗｘｉ＋ｈｔ－１􀅰Ｗｈｉ＋ｂｉ) (９)

􀭹Ｃ ｔ ＝ ｔａｎｈ(ｘｔ􀅰Ｗｘｃ＋ｈｔ－１􀅰Ｗｈｃ＋ｂｃ) (１０)
双曲正切函数 ｔａｎｈ 对输入信息 Ｘ ｔ 进行缩放处

理ꎬ计算出当前时刻的长期记忆单元 Ｃ ｔ:
Ｃ ｔ ＝ ｆｔ☉Ｃ ｔ－１＋􀭹Ｃ ｔ☉ｆｔ (１１)

新的神经单元中的长期记忆单元由两个部分组

成:当前记忆 􀭹Ｃ ｔ 和上一时刻记忆 Ｃ ｔ－１ꎮ 该阶段作用

是对上层故障信息和短期记忆进行提取更新ꎮ
第三阶段是输出汇总阶段ꎬ该阶段对稀疏阶段

的传感器信息进行汇总ꎬ用式(１２)表示:
ｏｔ ＝σ(ｘｔ􀅰Ｗｘｏ＋ｈｔ－１􀅰Ｗｈｏ＋ｂｏ) (１２)

该阶段最终输出是由长期记忆单元和输出门的

输出 ｏｔ 决定ꎬ用式(１３)所示:
ｈｔ ＝ ｏｔ☉ｔａｎｈ(Ｃ ｔ) (１３)

ｔａｎｈ(􀅰) 表示双曲正切函数ꎮ Ｗ 表示权重矩

阵ꎬ通过权重矩阵ꎬ输入更新 ｕｔ 与三个门( ｉｔꎬｆｔꎬｏｔ)
用变量隐藏层单元 ｈｔ－１和输入 ｘｔ 来表示ꎮ

最后ꎬ将模型的输出 ｈｔ 采用 ｓｏｆｔｍａｘ 函数回归

的方式得到故障预测结果的概率分布:
Ｐ(ｙｔ ＝ ｋ)＝ ｓｏｆｔｍａｘ(ｈｔ)＝

ｅｘｐ(Ｗｈｋｈｔ ＋ ｂｈ)

∑
ｋ′∈Ｋ

ｅｘｐ(Ｗｈｋ′ｈｔ ＋ ｂｈ)
(１４)

Ｋ 表示故障预测结果分类区域ꎬＫ＝[０ꎬ１](０ 表

示正常特征)ꎮ
整个模型得到的最终预测故障 ｙｔ 用式(１５)表示:

ｙｔ ＝ａｒｇ ｍａｘ
ｋ

(Ｐ(ｙｔ ＝ ｋ)ꎬｋ∈Ｋ) (１５)

２.３　 系统故障在线监测模型的实现

本文设计故障预测的实时监测模型的目的是建

立逐步优化的神经网络架构ꎬ能够对传感系统进行

实时在线维护ꎮ 实时监测系统采用均方根误差

(ＭＳＥ)作为优化指标ꎬ对网络层参数进行优化ꎬ通
过迭代实现故障预测结果和实际故障警报时间相一

致ꎬ排除假阳性故障ꎮ
本文将输入的传感器样本分为两类 Ｘ１ 和 Ｘ２ꎮ

Ｘ１ 作为训练数据ꎬ在每层神经元中得到隐含神经元

的记忆单元 ｈｔ 和传感器标签 Ｌ ｔ 直接的转换关系:
ｈｔＡ＝Ｌ ｔ (１６)

Ａ 表示两者之间的转移矩阵ꎬ它代表了神经元

记忆单元和传感器标签之间一一映射ꎮ 经过一定矩

阵变换得到映射转移矩阵 Ａ 的表达式:
Ａ＝(ｈＴ

ｔ ｈｔ)
－１ｈＴ

ｔ Ｌ ｔ (１７)
根据不断深入的网络隐藏层和传感器标签得到

相对应的映射转移矩阵ꎮ 针对测试数据 Ｌ２ꎬ神经网

络根据隐藏层之间的关联参数 θ＝ {Ｗꎬａꎬｂ}ꎬ得到 ｔ
时刻隐藏层神经单元状态 ｈｔꎬ结合训练样本中得到

的映射转移矩阵 Ａꎬ表达出测试样本 Ｌ２ 表达式:
Ｌ２ ＝ｈｔ×Ａ (１８)

Ｌ２ 是网络测试中得到的预测值ꎬＬ^ 表示传感器

真实值ꎬ虽然实时传感器数据没有标签ꎬ但通过缩小

ＭＳＥ 的方法实现测试优化ꎬ获得更趋近真实的数据

曲线ꎮ 用式(１９)表示:

ＭＳＥ＝ １
Ｎ ∑

Ｎ

Ｎ ＝ １
(Ｌ２－Ｌ^) ２ (１９)

Ｎ表示传感器总维数ꎬ通过不断缩小 ＭＳＥ 的值来

优化网络隐含层的参数ꎬ在更新中获得最优映射矩阵ꎮ

图 ５　 实时监测系统流程框图

本文设计的实时传感器监测系统框图如图 ５ 所

示ꎬ实时监测模型具体实现步骤如下:
步骤 １　 对传感器信号进行傅里叶变换ꎬ并对

其进行归一化处理ꎬ得到统一的幅值数据ꎮ
步骤 ２　 初始化神经网络中的参数:容错度 δｉ、

假阳性阈值(ξｉꎬｗ ｉ)、均方误差阈值 ＭＳＥｍａｘ、权重矩
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阵 Ｗｈ、偏置 ｂ等ꎬ设定合适的迭代次数和误差阈值

等超参数值ꎮ
步骤 ３　 根据部分传感器数据和真实标签训练

原始网络ꎬ获得初始全监督预测网络ꎮ
步骤 ４ 　 将实时周期数据作为输入ꎬ根据式

(１３)得到输出信息 ｈｔꎮ
步骤 ５　 根据当前时刻预测值与下一周期真实

值的均方误差公式得到不同时刻的均方根误差指

标 ＭＳＥꎮ
步骤 ６　 在训练下一采样周期的实时数据时ꎬ

将已训练好的网络作为该周期的初始预测模型ꎮ 使

用最小化均方误差的方法迭代更新网络参数ꎻ
步骤 ７　 假如符合条件 ＭＳＥ<ＭＳＥｍａｘꎬ则停止迭

代退出循环ꎻ反之继续迭代调整参数ꎮ
步骤 ８　 不停迭代直到预测值与真实值吻合ꎬ

此时确定故障信息预测值并且对控制中心传递警报

信息ꎮ
通过本文算法训练数据集ꎬ得到前向运算值

ＭＳＥꎮ 将实时 ＭＳＥ 值来与参数初始化的阈值进行

比较ꎬ通过不断迭代减小误差结果ꎬ获得最优的故障

预测结果ꎮ

３　 工业 ＣＰＳ 系统故障仿真测试

本文首先通过仿真传感器数据进行算法的有效

性分析ꎬ通过真实的案例研究对算法的有效性进行

验证ꎮ 实验数据集为预测与健康管理国际会议

(ＰＨＭ０８)上举行的数据挑战竞赛上 ＣＰＳ 传感器相

关数据ꎮ 本章通过与改进神经算法预测模型进行对

比来验证提出方法的有效性ꎬ与 ＬＳＴＭ、文献[１９ －
２１]中 ＢｉＬＳＴＭ、Ｃ￣ＬＳＴＭ 和 ＳｔＢｉＬＳＴＭ 等经典预测传

感器 ＲＵＬ 模型的对比ꎮ
３.１　 算法参数选择

故障预测模型的核心部分是对系统的剩余使用寿

命的准确预估ꎮ ＲＵＬ 的数值实质上是一种概率统计数

据ꎬ其预测模型的输入是传感器的数据提取特征ꎮ
用式(２０)表示 ＲＵＬ 数值:

ＲＵＬ＝ＴＥＯＬ－ＴＥＣＬ (２０)
ＴＥＯＬ是多传感器系统退化到故障阈值的生产总

周期ꎻＴＥＣＬ表示多传感器系统当前时刻已经运行的

周期ꎬ即 ＲＵＬ 的检测起始点ꎮ 网络训练时的初始化

参数如表 １ 所示ꎬ模型参数的选择依据相关文献

[８]ＬＳＴＭ 网络的常规化初始数据ꎬ偏置参数的初始

值选用为 ０ꎮ
表 １　 神经网络 ＩＳＵ￣ＬＳＴＭ 模型参数

神经元
个数

最大迭代
次数

权重参数
初始化

偏置参数
初始化

１２０ / １２０ /
１２０ / １２０ ３００ ０－１ 随机

初始化
０

学习率
ＬＳＴＭ

单元个数
输入数据

维度
输出数据

维度

０.０１ ２０ １８ １

　 　 输入输出维度依据所选用的多传感器系统数据

集的维度ꎬ对于 １８ 个传感器ꎬ标号为 １、４、５、１３ 和 １５
的传感器在运行全过程中测量具有恒定值ꎬ证明传

感器测量数值与发动机退化无关ꎮ 将剩余 １３ 位传

感器数据作为预测模型输入ꎬ最终得到一维真实故

障概率发布 Ｐ(ｙｔ ＝ ｋ)ꎮ
３.２　 预测性能分析

为了模拟真实场景下的故障检测场景ꎬ本文选取

每个传感器数量都是随机的ꎬ每个维度传感器选用

４００ 个测量数据ꎮ 为了获得鲁棒的假阳性故障模型

参数ꎬ降低实验结果的偶然性ꎬ实验采用随机任意的

时间窗口进行训练和测试ꎮ 表 ２ 中发现本文算法采

用有效筛选真实故障信息的正则门方法ꎬ使得 ＲＵＬ
预测较为精确ꎬ寿命预测结果为 ７９ꎬ而真实使用寿命

大概是 ８０ꎮ 文献[２０－２１]分别在第 １ ５２０ 周期和

１ ６７５ 周期时刻检测出系统的故障信息ꎬ本文方法在第

１ ７７０ 采样周期内检测出系统异常并发出危险警报ꎮ
表 ２　 不同算法中的预测寿命有效性对比

算法名称 训练时间 / ｓ 在线监测 Ｌｏｓｓ Ａｃｃ 预测时间 实际时间 ＲＵＬ 预测
ＬＳＴＭ ９.５７ × ０.３９１ ６ ０.８８６ ５ １ ６３１ １ ８００ ５２

ＢｉＬＳＴＭ[１９] ７.３３ × ０.２７３ ３ ０.８９５ １ １ ６８５ １ ８００ ５９
Ｃ￣ＬＳＴＭ[２０] １１.７４ × ０.３８２ ６ ０.８３６ ５ １ ５２０ １ ８００ ４９
ＳｔＢｉＬＳＴＭ[２１] ９.３４ × ０.３４７ ６ ０.９０３ ２ １ ６７５ １ ８００ ７１
ＩＳＵ￣ＬＳＴＭ ８.３２ × ０.２９９ ４ ０.９１１ ２ １ ７０５ １ ８００ ７８

实时 ＩＳＵ￣ＬＳＴＭ ３.５３ √ ０.２３６ ９ ０.９４５ ５ １ ７７０ １ ８００ ７９

　 　 相对于没有添加在线监测模块的 ＩＳＵ￣ＬＳＴＭ 网

络ꎬ筛选掉噪声信息的作用不仅可以降低神经网络

的训练时间ꎬ而且剔除假阳性故障 Ｆ(Ｓｉꎬｔ)对于真

实故障的影响ꎮ 实验结果显示在线监测模块的添加

将训练时间缩短近 ５ ｓꎬ故障检测精度提高 ３.５％ꎮ
为了验证本文网络算法的传感器故障预测性

能ꎬ实验结果选用预测准确性和误检率来分别作为

预测算法的优劣指标ꎮ ＰＦ、ＩＦ、ＣＦ 分别代表永久故

００２



第 ２ 期 王家能ꎬ周治平:正则化 ＩＳＵ￣ＬＳＴＭ 的多传感器故障预测方法 　 　

障、瞬态故障和间歇故障ꎬ本文通过不同算法在不同

故障类型的检测精度和误检精度上进行比较ꎮ
图 ６ 和图 ７ 中显示ꎬ本文有效解决算法处理大

数据存在的梯度下降问题ꎬ三个故障预测类型的精

度都能稳定在 ９５％以上ꎬ相对于其他算法有较大的

提升ꎮ 误检率的实验结果显示数据在瞬态故障发生

时的区分度较低ꎬ预测误检率较高ꎮ

图 ６　 不同故障的预测准确率度对比

图 ７　 不同故障的预测误检率对比

图 ８　 假阳性故障预测精度对比

本文算法考虑到假阳性故障带来的影响ꎬ加入

ＩＳＵ 单元过滤掉传感器噪声信息ꎬ降低误报率ꎮ 实

验结果关注对传感器假阳性故障误检为真实故障的

误检率ꎮ 从图 ８ 中可以看出ꎬ本文算法误检率可以

降到 １０％以下ꎬ相对于其他算法ꎬ能较精确的检测

出假阳性故障的发生ꎬ并将其筛选出来ꎮ

故障预测的准确性还需要将预期样本的数量与

实际样本总数量的比例系数来判断预测模型的优

劣ꎮ 式( １９) 中 ＭＳＥ 表示均方根误差系数ꎬ指标

Ｋａｐｐａ 表示预测识别率ꎬ用式(２１)表示:

ｋ＝
ｐｏ－ｐｅ
１－ｐｅ

(２１)

式中:ｐｏ 表示整体样本的预测精度ꎬｐｅ 表示预测样

本和真实样本一致的概率ꎮ ｋ 的大小衡量了模型预

测的一致性ꎮ 针对参数指标 ＭＳＥ 的评价指标ꎬ本文

添加参数调整优化模型的方法ꎬ通过迭代不断的缩

小 ＭＳＥ 值ꎬ与传统神经网络和有添加在线监测模块

的 ＩＳＵ￣ＬＳＴＭ 算法相比ꎬＭＳＥ 参数迭代的误差更小ꎬ
检验的预测一致性系数 Ｋａｐｐａ 更高ꎮ

表 ３　 不同算法中的误差系数对比

算法名称 在线监测 ＭＳＥ Ｋａｐｐａ 系数

ＬＳＴＭ × ０.１０５ ０.７９５
ＢｉＬＳＴＭ[１９] × ０.０６４ ０.８１２
Ｃ￣ＬＳＴＭ[２０] × ０.２０１ ０.６３４
ＳｔＢｉＬＳＴＭ[２１] × ０.０７０ ０.８５９
ＩＳＵ￣ＬＳＴＭ × ０.０５３ ０.９０８

实时 ＩＳＵ￣ＬＳＴＭ √ ０.０１６ ０.９６５

图 １０　 不同算法的 ＲＵＬ 对比

　 　 图 ９、图 １０ 分别是不同算法的故障预测指标趋

势曲线图ꎬ根据对 ＭＳＥ 和 ＲＵＬ 的趋势图发现本文

算法相对于其他算法的优越性ꎮ

图 ９　 不同算法的 ＭＳＥ 对比
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根据实验结果分析得到没有添加检测模型的

ＩＳＵ￣ＬＳＴＭ 算法虽然在预测 ＲＵＬ 准确性上与本文算

法没有太大差别ꎬ但由于没有参数调整优化的过程ꎬ
与添加了在线模型存在较大的差距ꎬ本文算法得到

的剩余使用寿命的预测趋势曲线更逼近于真实值ꎮ

４　 结语

本文受到快速网络的启发ꎬ改进 ＬＳＴＭ 中遗忘

门结构ꎬ设计了一种含有内置稀疏单元的 ＩＳＵ￣ＬＳＴＭ
网络模型ꎮ 一方面ꎬ网络引入了双门控内置稀疏单

元ꎬ改变了传统遗忘门结构接纳无用信息的劣势ꎬ最
大化剔除假阳性故障影响ꎻ另一方面ꎬ采用实时监测

故障模块能有效在线监测系统运作中可能存在的故

障隐患ꎬ保证故障预测的实时性要求ꎮ 针对工业传

感系统对故障预测实时性的巨大需求ꎬＩＳＵ￣ＬＳＴＭ 算

法摒弃传统 ＬＳＴＭ 繁琐的训练模式ꎬ加入稀疏优化

单元ꎬ极大提高网络的训练速度ꎬ在多传感 ＣＰＳ 系

统的故障预测领域取得较好的预测结果ꎮ
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