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基于深度负相关学习的室内 ＷｉＦｉ 指纹定位技术∗

刘伟明ꎬ金　 韬∗ꎬ汪启杭ꎬ冯鹏宇
(浙江大学信息与电子工程学院ꎬ浙江 杭州 ３１００２７)

摘　 要:本文提出了一种新的基于深度负相关学习的 ＷｉＦｉ 室内定位模型ꎮ 通过负相关学习约束ꎬ多个学习器能学习到不同

的表征特性ꎬ从而有效降低模型的过拟合ꎬ并极大地提升其泛化能力ꎮ 同时该模型将负相关学习方法应用到去噪自编码器和

回归预测器上ꎬ并利用深度学习方法使其很好地适应随环境和时间变化的 ＲＳＳＩ 信号ꎬ提高了在长时间间隔内的定位性能ꎮ 利

用负相关学习方法使定位模型在初始时候的平均定位误差从 １.５７ ｍ 下降为 ０.７７ ｍꎬ６０ ｄ 平均定位误差也仅为 ０.８９ ｍꎬ误差仅

仅只增加 ０.１２ ｍꎬ验证了负相关学习能够削弱环境变化对定位的影响ꎮ
关键词:室内定位ꎻ负相关学习ꎻ深度学习
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　 　 近年来ꎬ尽管全球定位系统(Ｇｌｏｂａｌ Ｐｏｓｉｔｉｏｎｉｎｇ
ＳｙｓｔｅｍꎬＧＰＳ)能够为无线传感器提供定位信息ꎬ但
是在室内定位上效果仍然不佳ꎮ 随着 ＷｉＦｉ 技术不

断的普及ꎬ基于 ＷｉＦｉ 信号强度的室内定位系统越来

越多地出现在市场上ꎮ 最常用的 ＷｉＦｉ 定位技术是

基于接收信号强度(Ｒｅｃｅｉｖｅｄ Ｓｉｇｎａｌ Ｓｔｒｅｎｇｔｈ Ｉｎｄｉｃａ￣
ｔｉｏｎꎬＲＳＳＩ)的指纹信息而建立的匹配系统[１－４]ꎮ 该

系统工作通常有两个阶段ꎬ即离线数据采集的训练

阶段和在线预测评估阶段ꎮ 之前研究人员常用的手

段是基于最近邻分析(Ｋ￣Ｎｅａｒｅｓｔ ＮｅｉｇｈｂｏｒꎬＫＮＮ) [５]

或者支持向量机( Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ ＭａｃｈｉｎｅꎬＳＶＭ) [６]

的方式对 ＲＳＳＩ 进行处理ꎮ 由于上述方法提取到的

特征有限ꎬ并且训练策略较为单一ꎬ定位准确度相对

较差[７]ꎮ 目前越来越多的研究人员开始采用深度

学习的方法ꎬ通过提取 ＲＳＳＩ 中更为有效的信息ꎬ从

而得到更高的预测精确度ꎮ 但是现有的大多数模型

都无法适应随时间或者环境剧烈变化的 ＲＳＳＩ 信号ꎬ
导致训练好的模型仅仅只能适用极短时间ꎬ若长期

运行ꎬ则预测准确度大打折扣ꎮ 如何训练一个定位

模型ꎬ使其可以长期适应 ＲＳＳＩ 信号的漂变而不损失

过多的预测精确度成为需要重点研究的课题ꎮ
ＲＳＳＩ 的信号强度会随时间、环境的改变而发生

变化ꎮ 图 １ 是在不同时间、相同位置上采集 １ ｍｉｎ
所得到的平均 ＲＳＳＩ 信号强度分布ꎬ由图可见ꎬ短期

(１５ ｄ)内 ＲＳＳＩ 的整体信号强度的偏移相对较小ꎬ而
在较长时间间隔(６０ ｄ)内ꎬＲＳＳＩ 的整体分布就已经

和最初所采集的信号有了明显差异ꎮ 若重新去采集

ＲＳＳＩ 数据再建立模型ꎬ则费时费力ꎮ 之前有研究人

员借用额外的传感器[７]ꎬ例如陀螺仪等设备重新记

录用户的轨迹来更新 ＲＳＳＩ 的数值ꎬ但引入新的传感
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器也往往带来新的误差ꎮ 近年来采用去噪自编码器

对 ＲＳＳＩ 进行建模逐渐成为主流做法[８－１０]ꎬ通过人为

增加噪声可以有效提高模型的鲁棒性ꎬ以适应 ＲＳＳＩ
信号的漂变ꎮ 但是这些模型往往相对简单且单一ꎬ
无法准确描述整个 ＲＳＳＩ 的环境ꎬ导致模型的定位精

确度在长时间间隔内仍然较低[１１]ꎮ

图 １　 在固定采样点下的 ＷｉＦｉ 的 ＲＳＳＩ 信号强度

随着时间发生波动的示意直方图

通过引入多个学习器的集成学习可以有效提升

模型的表示能力[１２]ꎮ 常见的集成学习方法有随机

森林[１３]、ＧＢＤＴ(Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｅｄ Ｄｅｃｉｓｉｏｎ Ｔｒｅｅꎬ梯度

提升树) [１４]、ＸＧＢｏｏｓｔ(Ｅｘｔｒｅｍｅ Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｉｎｇꎬ极
限梯度提升树) [１５]和 ＬｉｇｈｔＧＢＭ(Ｌｉｇｈｔ Ｇｒａｄｉｅｎｔ Ｂｏｏｓ￣
ｔｉｎｇ Ｍａｃｈｉｎｅꎬ轻量梯度提升树) [１６] 等ꎮ 但上述集成

模型都有一个共同的缺点ꎬ每个学习器得到的损失

函数是一致的ꎬ导致在训练结束之后每一个学习器

之间没有差异性ꎬ最终同化为一个简单的学习器ꎬ这
显然无法提升模型的泛化能力[１７－１８]ꎮ 而负相关学

习则可以有效引导每一个独立的学习器学到不一样

的特征ꎬ降低模型学习器彼此的相关性ꎬ使其获得不

一样的表征效果ꎬ从而大大降低模型过拟合ꎮ 本文

提出了一种新的室内定位模型ꎬ将采用深度学习结

合负相关学习的训练策略ꎬ利用负相关学习使模型

中的每个学习器之间彼此学到不一样的特征ꎬ提升

模型对于环境的表达能力和泛化能力ꎬ并提高其在

短期和长期时间间隔内的定位准确度ꎮ

１　 原理与方法

１.１　 深度负相关学习原理

传统的集成学习除了效率低之外ꎬ由于不同的

学习器之间没有约束和限制ꎬ产生的回归结果往往

有很强的相关性ꎬ从而导致模型出现过拟合ꎬ极大的

降低了模型的准确度ꎮ 负相关学习的提出ꎬ是为了

使得集成学习下多个学习器可以有很强的多样性ꎮ
负相关学习则是给每个学习器以一定的约束ꎬ从而

有效增强其学习和泛化的能力ꎮ
假设现有 ｍ 个训练样本ꎬ在数据集中的训练数

据表示为 Ｘ ＝ {ｘ１ꎬ􀆺ꎬｘｍ}ꎬ其对应的标签为 Ｙ ＝ {ｙ１ꎬ
􀆺ꎬｙｍ}ꎮ 当前的核心任务就是设计学习网络 Ｑꎬ使其

输出不断逼近标签 Ｙꎬ学习网络的损失函数定义为

Ｌ(Ｑ)＝ ∫ [Ｑ(Ｘ)－Ｙ] ２ｐ(ＸꎬＹ)ｄ(ＸꎬＹ) (１)

式中:ｐ(ＸꎬＹ)是数据集的分布概率[１８]ꎮ 上述损失

函数在实际建模中通常也可用均值平方损失函数代

替ꎬ即为

Ｌ(Ｑ)＝ １
ｍ ∑

ｍ

ｉ ＝ １
‖Ｑ(ｘｉ)－ｙｉ‖２ (２)

越来越多的研究证实ꎬ仅用一个简单的学习器

很难对数据集进行建模[１９－２０]ꎮ 因此ꎬ要采用多个学

习器互相配合的集成学习策略ꎮ 假设有 ｋ个独立的

学习器ꎬ它们之间的参数和权重不同ꎬ每一个学习器

的输出记为 Ｑｋꎬ于是这 ｋ个独立学习器的输出的均

值 Ｑ^可表示为

Ｑ^＝ １
ｋ ∑

ｋ

ｊ ＝ １
Ｑ ｊ (３)

根据偏差－方差分解定理[２１]ꎬ如果每个学习器

之间都彼此高度相关ꎬ则集成学习的效果就会大打

折扣ꎬ且最终会影响到其泛化性能ꎬ最终导致模型很

难适应 ＲＳＳＩ 随时间和环境的变化ꎬ这是诸如随机森

林、ＧＢＤＴ 等大多数集成学习模型在室内定位上表

现欠佳的主要原因ꎮ 平方损失函数可以被展开为偏

差和方差两个部分ꎮ 此时很容易得到如下结果:
Ｅ ( Ｑ^－Ｙ) ２[ ] ＝

１
ｋ ∑

ｋ

ｊ ＝ １
Ｅ (Ｑ ｊ－Ｙ) ２[ ] － １

ｋ ∑
ｋ

ｊ ＝ １
Ｅ[(Ｑ ｊ－Ｑ^) ２] (４)

式(４)反应了集成学习器的二次误差应保证小

６５２
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于或者等于其他学习器的平均二次误差ꎮ 正因为如

此ꎬ可以适当地给不同的学习器增加约束ꎬ使彼此保

持差异性ꎮ 这样就可得到负相关学习的损失函数:

Ｌｋ ＝
１
２
(Ｑｋ－Ｙ) ２－λ(Ｑｋ－Ｑ^) ２ (５)

式中:λ是一个平衡两个损失的超参数ꎮ 在本文中ꎬ
我们首次将负相关学习应用到室内定位算法之中ꎬ
同时将负相关学习和自编码器、回归器的任务有效

结合ꎬ极大地提升了模型的鲁棒性和稳定性ꎮ
１.２　 深度负相关室内定位模型

在 ＷｉＦｉ 室内定位中ꎬ为了提高模型的定位精

度ꎬ避免多径效应和阴影衰弱带来的定位误差ꎬ现在

越来越多的模型开始采用指纹定位的方法ꎮ 其中的

指纹即指每一个采样点所收集到的所有 ＲＳＳＩ 信号

强度数值ꎮ 每一个采样点收集到的 ＲＳＳＩ 数据都会

因为其所处的环境不同而不同ꎬ因此也被称为定位

指纹ꎮ 通过神经网络ꎬ可以高效地拟合所采样到的

ＷｉＦｉ 指纹信息和其对应的坐标位置信息ꎮ

图 ２　 深度负相关定位模型框图

我们提出的深度负相关学习模型的预测过程主

要包括两个阶段:离线采集数据阶段和在线数据验

证测试阶段ꎮ 整个模型的架构如图 ２ 所示ꎮ 在离线

采集阶段ꎬ通过 ＷｉＦｉ 探针收集每一个 ＷｉＦｉ 的 ＲＳＳＩ
强度ꎮ 通过噪声添加层对原始数据施加噪声来增强

模型的鲁棒性ꎮ 其后将数据喂入 ｋ个不同的集成学

习器中ꎬ每一个集成学习器包含编码器、解码器和回

归器ꎮ 编码器和解码器构成了自编码器ꎬ而回归器

用来拟合给定的坐标ꎮ 每一个学习器都有自编码器

损失、最小二乘回归坐标损失和负相关学习损失ꎮ
在测试阶段ꎬ模型采集每一个 ＷｉＦｉ 的 ＲＳＳＩ 强度之

后ꎬ不再经过噪声添加层ꎬ而是直接喂入 ｋ个不同的

集成学习器ꎬ并将其输出的预测结果取平均后作为

最终的预测结果ꎮ
首先收集可靠的 ＷｉＦｉ 的 ＲＳＳＩ 数据ꎮ 注意到

ＲＳＳＩ 的数据处在－１１０ ｄＢｍ 到 ０ ｄＢｍ 之间ꎬ因此需

要对 ＲＳＳＩ 信号进行归一化从 ０ 到 １ 之间ꎬ以便得到

无偏和低方差的数据

ｒｉꎬｊ ＝
ｒｓｓｉｉꎬｊ－ｍｉｎｒｓｓｉ

ｍａｘｒｓｓｉ－ｍｉｎｒｓｓｉ
(６)

式中:ｒｓｓｉｉꎬｊ是从 ｉ 号采样节点采集到的 ｊ 号 Ｗｉｆｉ 锚
点的 ＲＳＳＩ 数据ꎮ 此时可以构建一个 Ｗｉｆｉ 指纹的数

据库ꎬ其中包括 ＲＳＳＩ 信息和坐标位置ꎮ

Ｒｓ ＝

ｒｓ１ꎬ１ ｒｓ１ꎬ２ 􀆺 ｒｓ１ꎬｎ
ｒｓ２ꎬ１ ｒｓ２ꎬ２ 􀆺 ｒｓ２ꎬｎ
⋮ ⋮ ⋱ ⋮
ｒｓｍꎬ１ ｒｓｍꎬ２ 􀆺 ｒｓｍꎬｎ

é

ë

ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
úú

ꎬＹｓ ＝
ＲＰ ｓｘ１ ＲＰ ｓｙ１
⋮ ⋮

ＲＰ ｓｘｍ ＲＰ ｓｙｍ

é

ë

ê
ê
ê
ê

ù

û

ú
ú
ú
ú

(７)

式中:Ｒｓ∈ℝ ｍ×ｎꎬ其中 ｍ 代表所有参考测量节点的

个数ꎬｎ代表所有 Ｗｉｆｉ 锚点个数ꎮ (ＲＰ ｓｘｉꎬＲＰ ｓｙｉ)是第

ｉ个采样节点的坐标信息ꎮ 类似于式(６)ꎬ也需要将

矩阵 Ｙｓ 进行归一化ꎮ
深度负相关学习系统的主干网络包含如下模

块:噪声添加层 Ｎ 和 ｋ 个独立的学习器ꎮ 每个彼此

独立的第 ｈ号学习器中又包含了编码器 Ｅｈ、解码器

Ｄｈ 和回归器 Ｃｈꎮ 随机丢失技术(Ｄｒｏｐｏｕｔ)已经被证

实可以有效提升数据和系统的鲁棒性ꎮ 因此ꎬ在原

始的 ＲＳＳＩ 数据的基础上ꎬ在噪声添加层利用随机丢

失技术以一定的比例丢失和删除输入的信息数据ꎮ
在试验过程中随机丢失的比例设置为 ３０％ꎬ即有

３０％的输入信息会被随机置 ０ꎮ 此后被噪声污染的

数据 Ｎ(Ｒｓｉ)将被输入到 ｋ个独立的学习器中ꎮ
通过训练后端的自编码器ꎬ可以使其能从噪声数

据中恢复原始干净的数据ꎮ 通过第 ｈ 号学习器的编

码器 Ｅｈ 后会得到隐含特征 ｚｓｈꎬｉ ＝Ｅｈ[Ｎ(Ｒｓｉ)]ꎬ后续的

解码器 Ｄｈ 则利用该特征还原信号 Ｒ^ｓｈꎬｉ ＝Ｄｈ(ｚｓｈꎬｉ)ꎮ 解

码器 Ｄｈ 和编码器 Ｅｈ 的激活函数都设置为 ｒｅｌｕ(ｘ)＝

ｍａｘ(０ꎬｘ)ꎮ ｋ 个独立的学习器的平均输出是 Ｒ^ｓｉ ＝
１
ｋ ∑

ｋ

ｈ ＝ １
Ｒ^ｓｈꎬｉꎮ 将负相关学习和自编码器的重构损失相

结合ꎬ得到第 ｈ号学习器的损失函数

Ｌｒｅｃｈ ＝ １
２ｍ∑

ｍ

ｉ ＝ １
Ｎ / ＭＲｓｉ－Ｒ^ｓｈꎬｉＮ / Ｍ２－

λ１

ｍ ∑
ｍ

ｉ ＝ １
Ｎ / ＭＲ^ｓｈꎬｉ－Ｒ^ｓｉＮ / Ｍ２ ＝

１
２ｍ∑

ｍ

ｉ ＝ １
Ｎ / ＭＲｓｉ－Ｄｈ{Ｅｈ[Ｎ(Ｒｓｉ)]}Ｎ / Ｍ２－

７５２
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λ１

ｍ ∑
ｍ

ｉ ＝ １
Ｄｈ{Ｅｈ[Ｎ(Ｒｓｉ)]}－

１
ｋ
∑
ｋ

ｈ＝１
Ｄｈ{Ｅｈ[Ｎ(Ｒｓｉ)]}

２

(８)
此处的超参数 λ１ 用于平衡自编码重构损失和

负相关重构损失二者之间的差异ꎮ
同时隐含特征 ｚｓｈꎬｉ还会被送入回归器 Ｃｈ 中ꎬ得

到预测的位置坐标信息 ｆ^ ｓｈꎬｉ ＝Ｃｈ( ｚｓｈꎬｉ)ꎮ 回归器 Ｃｈ 的
激活函数设置为 ｒｅｌｕ(ｘ)ꎮ 同理ꎬ可以计算出 ｋ 个独

立的学习器的平均输出 ｆ^ ｓｉ ＝
１
ｋ ∑

ｋ

ｈ ＝ １
ｆ^ ｓｈꎬｉꎮ 然后ꎬ将负

相关学习和回归器的均值平方损失相结合ꎬ得到第

ｈ号学习器的损失函数

Ｌｒｅｇｈ ＝ １
２ｍ∑

ｍ

ｉ ＝ １
Ｎ/ Ｍｆｓｉ－ｆ^

ｓ
ｈꎬｉＮ/ Ｍ

２－
λ２

ｍ ∑
ｍ

ｉ ＝ １
Ｎ/ Ｍｆ^ｓｈꎬｉ－ｆ^

ｓ
ｉＮ/ Ｍ

２ ＝

１
２ｍ∑

ｍ

ｉ ＝ １
Ｎ / ＭＲｓｉ－Ｃｈ{Ｅｈ[Ｎ(Ｒｓｉ)]}Ｎ / Ｍ２－

λ２

ｍ∑
ｍ

ｉ ＝ １
Ｃｈ{Ｅｈ[Ｎ(Ｒｓｉ)]} －

１
ｋ∑

ｋ

ｈ ＝ １
Ｃｈ{Ｅｈ[Ｎ(Ｒｓｉ)]}

２

(９)
式中:超参数 λ２ 用于平衡均方回归误差损失和负相

关均方回归损失二者的差异ꎮ 因此ꎬ对于第 ｈ 号学

习器ꎬ它的总损失函数可以表示为

Ｌｈ ＝Ｌｒｅｃｈ ＋Ｌｒｅｇｈ (１０)
利用当前的深度学习框架ꎬ可以很容易地实现

对回归损失函数 Ｌｒｅｇｈ 和自编码器重构损失函数 Ｌｒｅｃｈ
的高效同步优化ꎮ

２　 实验验证

为了验证深度负相关定位系技术的可靠性ꎬ在
真实的环境下对该算法进行有效性测试ꎮ 测试时间

从 ２０２０ 年 ２ 月 １ 日至 ２０２０ 年 ３ 月 ３１ 日ꎮ 在环境

中安置了 ６０ 个 ＷｉＦｉ 的锚点ꎬ每个 ＷｉＦｉ 锚点的距离

设置为 １.８ ｍꎬ采样点的间隔也设置为 １.８ ｍꎮ 我们

采用同样的安卓系统对 ＲＳＳＩ 信号进行采样ꎬ每次采

样间隔 ５ ｓꎬ并对回收到了数据进行平滑滤波ꎮ 为了

验证模型对 ＲＳＳＩ 随着时间的漂变具有很强的鲁棒

性ꎬ系统每 ５ ｄ、１５ ｄ、３０ ｄ、６０ ｄ 就会重新随机选择

节点采集数据ꎮ 所得到的测试集数据表示为

Ｒｔ ＝

ｒｔ１ꎬ１ ｒｔ１ꎬ２ 􀆺 ｒｔ１ꎬｎ
ｒｔ２ꎬ１ ｒｔ２ꎬ２ 􀆺 ｒｔ２ꎬｎ
⋮ ⋮ ⋱ ⋮
ｒｔｕꎬ１ ｒｔｕꎬ２ 􀆺 ｒｔｕꎬｎ

é

ë

ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
úú

ꎬＹｔ ＝
ＲＰ ｔｘ１ ＲＰ ｔｙ１
⋮ ⋮

ＲＰ ｔｘｕ ＲＰ ｔｙｕ

é

ë

ê
ê
ê
ê

ù

û

ú
ú
ú
ú

(１１)

输出的预测坐标为

Ｙ^ｔｉ ＝
１
ｋ ∑

ｋ

ｈ ＝ １
Ｃｈ[Ｅｈ(Ｒ ｔｉ)] (１２)

值得注意的是ꎬ在测试集上收集得到的 ＲＳＳＩ 数
据 Ｒ ｔｉ 不再通过噪声添加层ꎬ同时数据也不再进入解

码器ꎬ以便实现快速的计算和预测ꎮ 之后计算定位

的平均误差(ＡＬＥ) [２２]来评价模型的效能

ＡＬＥ＝Ｅ( (ＲＰ ｔｘｉ－ＲＰ
(

ｔ
ｘｉ) ２＋(ＲＰ ｔｙｉ－ＲＰ

(

ｔ
ｙｉ) ２ ) (１３)

这里ＲＰ

(

ｔ
ｘｉ和ＲＰ

(

ｔ
ｙｉ分别是 Ｙ^ｔｉ 预测的关于第 ｉ 个采

样位置的横坐标和纵坐标的数值ꎮ
网络结构的具体细节如下ꎮ 输入层的神经元为

６０ 个ꎬ期间经历编码器的三层全连接层后得到隐含

特征 ｚꎬ其维度是 ４０ꎮ 隐含特征 ｚ 再经历解码器的

三层全连接层后得到自编码器的重构数据ꎬ同时经

过回归器的三层全连接之后输出预测的位置信息ꎮ
在网络训练过程中采用 Ａｄａｍ 作为优化器ꎬ设置学

习率为 ０.１ꎬ设置训练次数为 ５０ 轮ꎮ 默认设置学习

器个数为 ６ 个(ｋ＝ ６)ꎮ 其中关键的超参数搜索范围

是 λ１ ＝{０.０１ꎬ０.０２ꎬ０.０５ꎬ０.１ꎬ０.２ꎬ０.５ꎬ１ꎬ３ꎬ１０}ꎬλ２ ＝
{０.０１ꎬ０.０２ꎬ０.０５ꎬ０.１ꎬ０.２ꎬ０.５ꎬ１ꎬ３ꎬ１０}ꎮ 可以利用

网格搜索法(Ｇｒｉｄ Ｓｅａｒｃｈ)得到最优的参数为 λ１ ＝
０.１ꎬλ２ ＝ ０.１ꎮ

首先我们评估深度负相关学习在开始测试当天

的定位表现ꎮ 这里我们随机采样了 ２００ 个点ꎬ其中

１５０ 点当成训练集ꎬ剩下 ５０ 个点作为测试集ꎮ 相应

对比的模型和方法如表 １ 所示ꎬ得到的误差距离的

累计概率如图 ３ 所示ꎮ
表 １　 对比模型的差异对照表格

模型名称
噪声

添加层
编码器 解码器 回归器

集成学习
器个数

负相关
学习模块

模型 １ × √ × √ １ ×
模型 ２ √ √ × √ １ ×
模型 ３ √ √ × √ ６ ×
模型 ４ √ √ √ √ １ ×
模型 ５ √ √ √ √ ６ ×
负相关

定位模型
√ √ √ √ ６ √

图 ３　 不同模型的定位误差距离的累计概率

　 　 图 ３ 是不同模型的定位误差距离的累计概率分

布ꎬ由图 ３ 可见:①对比模型 １ 和模型 ２ 可知ꎬ添加

８５２
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了噪声层之后ꎬ模型的鲁棒性有提升ꎮ ②结合自编

码器和回归器之后ꎬ模型的预测准确度有显著提升ꎮ
究其原因是因为自编码器为神经元提供了较为可靠

的基础信息ꎬ降低了过拟合情况ꎮ ③对比模型 ２ 和

模型 ３、模型 ４ 和模型 ５ 可知ꎬ通过增加多个学习器

的集成学习ꎬ可以提升模型的表达能力ꎮ ④对比模

型 ５ 和负相关定位模型ꎬ可以看出负相关学习使每

个学习器彼此学到不一样的特征后ꎬ呈现出更为强

劲的泛化能力ꎮ
我们评估了定位模型随时间变化及其对环境的

适应能力ꎬ结果见图 ４ 和图 ５ꎮ 短时间间隔主要考察

在 ５ ｄ、１５ ｄ 之后模型的准确度ꎬ长时间间隔主要考察

在 ３０ ｄ、６０ ｄ 之后模型的准确度ꎮ 在短时间间隔内ꎬ
ＲＳＳＩ 有小幅度的变化ꎮ 由图 ４ 可见ꎬ模型 ５ 的效果强

于模型 ４ꎬ而负相关定位模型则表现最佳ꎬ说明当

ＲＳＳＩ 有变动时ꎬ即使变动范围不大ꎬ缺乏集成学习的

模型也很难适应ꎬ导致其定位精度大幅度下降ꎮ

图 ４　 在短时间内不同模型定位误差距离的累积概率

图 ５　 在长时间内不同模型定位误差距离的累积概率

由图 ５ 可见ꎬ随着时间间隔的不断拉长ꎬＲＳＳＩ 的
变化幅度也逐渐加大ꎬ此时没有添加负相关学习模块

的模型 ５ 就无法适应这样的 ＲＳＳＩ 波动ꎬ导致其表征

能力出现下降ꎮ 虽然负相关定位模型精度有小幅度

的下降ꎬ但还是可以大体上适应整个环境状态的变

化ꎬ取得最优的定位效果ꎮ 从上述试验中也可以得知

负相关定位模型不仅能实现高精度定位ꎬ同时可以有

效削弱长期的 ＲＳＳＩ 波动对模型定位的干扰ꎮ
同时我们整理了平均定位误差 ＡＬＥ 随着时间

的变化情况ꎬ如图 ６ 和表格 ２ 所示ꎮ 数据结果表明ꎬ
随着时间的推移ꎬ平均定位误差 ＡＬＥ 有所增加ꎮ 但

是可以很明显看到ꎬ没有应用负相关学习的模型 ５ꎬ
在短时间之内 ＡＬＥ 变化不明显ꎬ但是在长期的定位

测试中 ＡＬＥ 变化显著ꎮ 究其根本的原因ꎬ是因为其

多个学习器之间没有学习得出多样的模型ꎬ导致其

泛化能力随着时间的推移而逐步变差ꎮ 而负相关学

习器使每个学习器之间产生差异性ꎬ有效提升了模

型的泛化能力ꎮ

图 ６　 平均定位误差随着时间发生的变化

表 ２　 ＡＬＥ 随着时间变化的表格 单位:ｍ

模型
当日测
试 ＡＬＥ

５ ｄ 后测
试 ＡＬＥ

１５ ｄ 后测
试 ＡＬＥ

３０ ｄ 后测
试 ＡＬＥ

６０ ｄ 后测
试 ＡＬＥ

模型 ５ ０.９２ ０.９５ ０.９９ １.１１ １.２５
负相关
模型

０.７７ ０.８０ ０.８２ ０.８５ ０.８９

　 　 此外ꎬ我们还比较了不同数量学习器对模型预

测精度的影响ꎬ结果如图 ７ 所示ꎮ 当集成学习器的

个数较少时(学习器为 ２ 个或 ４ 个)ꎬ其定位精度相

对较低ꎻ而当集成学习器的数量较多时(学习器的

个数为 ６ 个、８ 个或者 １０ 个)ꎬ定位精度得到明显改

善ꎮ 但是值得注意的是ꎬ并不是学习器的个数越多

越好ꎬ因为可以看到学习器个数为 ６ 个及以上时ꎬ预
测精度已经提升不明显ꎬ但学习器越多ꎬ训练和预测

的时间开销也越大ꎮ 因此ꎬ优化集成学习器个数ꎬ对
于实际模型的建立非常重要ꎮ

图 ７　 不同学习器个数 ｋ 对于负相关定位精度的影响

３　 结论

论文提出了一种结合深度学习和负相关学习的

室内定位模型ꎮ 该定位模型采用了常见的离线训练

和在线测试两个阶段来实施ꎬ首先采集 ＲＳＳＩ 指纹数

９５２
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据ꎬ然后基于负相关学习模块ꎬ通过训练多个不同的

集成学习器来进行拟合ꎮ 通过数学建模和现场验证ꎬ
论证了负相关学习不仅可以提高模型的预测准确度ꎬ
同时可以有效提升其泛化特性ꎬ使模型在至少 ６０ ｄ
长期工作阶段能适应变化的 ＲＳＳＩ 信号强度ꎮ 模型的

平均定位误差从第一天的 ０.７７ ｍ 到第 ６０ 天的 ０.８９ ｍꎬ
误差仅仅只增加 ０.１２ ｍꎬ取得了优异的定位效果ꎮ
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